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Wstep

Prognozowanie finansowych szeregéw czasowych i mozliwosé przewidywania przy-
sztych stop zwrotu réznych aktywow jest zagadnieniem wyjatkowo ciekawym i war-
tosciowym, zaréwno z naukowego jak i praktycznego punktu widzenia. Poczatkowo
bylo rozwijane gtéwnie na gruncie klasycznej ekonometrii finansowej, jednak z czasem
zaczely pojawiaé sie wpltywy modelowania komputerowego, a w koncu takze uczenia
maszynowego, wykorzystujacego gtéwnie ateoretyczne modele.

[losciowe spojrzenie na wspodtczesng ekonomie finansows sktada sie miedzy inny-
mi z rozwazan na temat przewidywalnosci zwrotéw z inwestycji, analiz portfelowych,
modeli behawioralnych oraz hipotezy rynku efektywnego. Jedng z publikacji, ktoéra
przybliza wymienione zagadnienia jest ksigzka Cuthbertsona K. i Nitzschego D. z 2004
roku [33]. Bardziej techniczne podejécie do metod modelowania szeregéw czasowych
oraz finansowej ekonometrii zostato opisane przez Brooksa C. Jego publikacja jest w
zasadzie podrecznikiem, pokazujacym zbiorczo wszystkie najwazniejsze pojecia w dzie-
dzinie klasycznego prognozowania finansowych szeregéw czasowych [14].

Obecnie coraz czesciej w ekonometrii stosowane sa techniki uczenia maszynowego.

Sposob, w jakijuczenie maszynowe - ang. Machine Learning (ML) wzbogaca wspolcze-

sne podejscie do modelowania w makroekonomii, zostal opisany przez m.in. Coulom-
be’a P. i in. w publikacji z 2020 roku [32].

Skuteczny model prognozowania przysztych stop zwrotow jest kluczowy dla inwe-
storow, ktorzy $wiadomie buduja swoje portfele i nie polegaja wytacznie na intuicji.
Catkowite wyeliminowanie elementu losowego z predykcji przysztych stop zwrotu jest
niemozliwe cho¢by przez niecatkowity racjonalnos¢ wszystkich inwestorow na rynkach
finansowych. Uwzglednienie zatem w modelach predykcyjnych - oprécz danych ilo-
sciowych pochodzacych z notowan - takze informacji pochodzacych z publikowanych

na biezaco informacji rynkowych, na ktérych inwestorzy opieraja swoje decyzje, moze
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pozwoli¢ na poprawe jakosci prognoz. Fakt ten stanowi mocna przestanke dla podjecia
tej problematyki we wspotezesnych badaniach naukowych, m.in. w ramach niniejszej
dysertacji.

W dobie Internetu przeptyw informacji miedzy uczestnikami rynkow jest wyjat-
kowo dynamiczny. Spoétki publikuja swoje raporty finansowe, informacje o podziatach
(splitach) akcji, przejeciach konkurencji lub przez konkurencje. Serwisy informacyjne
(gazety, magazyny, strony z wiadomosciami, blogi) na biezaco dostarczaja juz przetwo-
rzone informacje o spétkach, nowosciach o produktach, skandalach z udziatem wazniej-
szych pracownikow i zarzadu spotek, wiadomosciach gospodarczych i politycznych. W
mediach spotecznosciowych inwestorzy (gtéwnie detaliczni) wymieniaja sie pogladami
na temat sytuacji aktywéw, tworzac zwigzany z nimi sentyment.

Wedtug hipotezy rynkéw efektywnych Famy E., cze$é¢ lub wszystkie powyzsze in-
formacje sa natychmiast odzwierciedlone w wycenach aktywow [57]. W rzeczywistosci
jednak, przeplyw informacji nie moze by¢ natychmiastowy, a interpretujac wszystkie
publicznie dostepne wiadomosci szybciej niz inni, mozliwe jest wykorzystanie tych do-
datkowych informacji do predykcji krétkoterminowych ruchéw cen. Fakty te wymagaja
zatem uwzglednienia, zwtaszcza w krotkoterminowych modelach predykeyjnych i de-
cyzyjnych na rynkach finansowych.

Jeszcze do niedawna odpowiednio szybka i/lub automatyczna analiza rosnacego
strumienia danych tekstowych pojawiajacych si¢ codziennie w Internecie nie byta moz-
liwa. Obecnie, dzigki zaawansowanym metodom przetwarzania jezyka naturalnego, sta-
je sie to celem realnym do osiggniecia, ktéry moze poméc przewidzie¢ i wythumaczy¢
zachowanie rynkéw finansowych z wieksza niz kiedykolwiek doktadnoscia. Mimo bardzo
duzego postepu metod automatycznego przetwarzania tekstu w sposéb catosciowy, w
ekonomii wcigz najbardziej popularne sa jedynie te podstawowe metody — analiza sen-
tymentu, wyszukiwanie stéw kluczowych czy rozpoznawanie jednostek referencyjnych.

W niniejszej rozprawie zaproponowana zostata autorska metoda prognozowania fi-

nansowych szeregdéw czasowych z uwzglednieniem najbardziej aktualnych algorytmow

wykorzystujacych |Przetwarznie Jezyka Naturalnego - ang. Natural Language Proces

sing (NLP)| takich jak mechanizm uwagi, technologia word embeddings i gtebokie sieci

neuronowe. Przeprowadzone zostaly badania skutecznosci ekstrakeji wartosciowych in-
formacji z tekstu pisanego i odpowiedniego wykorzystania ich do poprawy skutecznosci

predykcji. Do przeprowadzenia ekstrakcji informacji wykorzystywany jest autorski mo-
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dut nazwany [Enkoder Wiadomosci Ekonomicznych 1 Finansowych - ang. Financial and

|Economic News Encoder (FENE)|

Oprocz tego, przeanalizowano mozliwos¢ potaczenia kilku réznych podejsé do ana-
lizy tekstu oraz kilku metod prognozowania w jeden ztozony model uwzgledniajacy
rozne zjawiska. De facto jest to proba zautomatyzowania analizy $wiatowych wyda-
rzen, mogacych mie¢ wpltyw na rynki finansowe i wtaczenia jej wynikow do klasycznej
analizy szeregow czasowych.

Gléwnym i nadrzednym celem niniejszej pracy jest zbadanie mozliwosci za-
stosowania najnowszych rozwigzan z dziedziny do zautomatyzowanej
analizy wiadomosci oraz postéow o tematyce finansowej, gospodarczej i poli-
tycznej wraz z uwzglednieniem ich w finansowych modelach predykcyjnych,
a takze stworzenie narzedzi (oprogramowania), ktére wspomagaja wyliczanie takich
prognoz.

Wsréd szezegdtowych celéw rozprawy nalezy wymienic:

1. Okreslenie zrédet danych tekstowych (kierowanych do zywych odbiorcéw), wywotu-
jacych najsilniejsze reakcje na rynkach finansowych. Badajac szybkie i stosunkowo
duze, dla danego aktywa, zmiany cen, mozna przesledzi¢, jakie Zrodta wiadomo-
Sci sg najbardziej opiniotwércze i na ktorych mozna polega¢ w dalszych etapach
modelowania.

2. Zbadanie mozliwosci efektywnego wykorzystania gtebokich sieci neuronowych i in-
nych wspoélezesnych algorytméw [NLP] do automatycznej analizy wiadomosci i po-
stow w mediach spotecznosciowych pod katem przewidywania dynamiki notowan
gietdowych. Wyjatkowa elastycznos¢ sieci neuronowych pod wzgledem réznorodno-
Sci przyjmowanych danych wejsciowych oraz mozliwosci ich przetwarzania, a takze
ogromny wybor ich architektury, daja niemal nieograniczone mozliwosci - przy za-
tozeniu posiadania odpowiedniej ilosci danych treningowych.

3. Zaproponowanie oraz implementacja autorskich hybrydowych modeli taczacych kla-
syczng predykcje szeregow czasowych z predykcja na podstawie automatycznej ana-
lizy publikowanych na biezgco wiadomosci i postéw w mediach spotecznosciowych
(czesé analizy fundamentalnej) oraz zbadanie ich efektywnosci. Zastosowanie pota-
czenia odpowiedzi kilku réznych modeli przy pomocy odpowiedniej funkcji, moze w
efekcie da¢ model o wyzszej skutecznosei [161]. Poniewaz nie istnieje ograniczenie

co do typu taczonych modeli, ulepszenie autorskiej sieci neuronowej przez pota-
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czenie z klasycznymi modelami ekonometrycznymi znacznie poszerza wybor poza
ateoretyczne modele uczenia maszynowego.

4. Zbadanie zaleznosci, w jaki sposéb wyceny réznych aktywoéw reaguja na pojawiajace
sie informacje na ich temat, a takze czas trwania wywotanego zaburzenia. Pozwoli
to okresli¢, czy jeden model moze opisywac grupe aktywow, czy dla kazdego z nich
konieczna jest osobna instancja modelu z wtasnym zestawem parametrow dobranych
dla kazdego instrumentu finansowego indywidualnie.

5. Porownanie skutecznosci zaproponowanych metod z biezacymi rozwiazaniami w
literaturze.

6. Napisanie autorskich programéw komputerowych w ogélnie dostepnych $rodowi-
skach programistycznych. Umozliwi to przeprowadzenie badan z wykorzystaniem
modeli hybrydowych z autorskim modulem do analizy wiadomosci finansowych w

zakresie powyzszych celow badawczych.

Sformutowano réwniez pytania badawcze, na ktore odpowiedzi mozna udzieli¢ na
podstawie przeprowadzonych doswiadczen i analiz. Poszukiwanie odpowiedzi na poniz-

sze pytania pomogto ukierunkowa¢ badania i osiggnac cele rozprawy.

— Jaka architektura sieci neuronowej lub innego algorytmu uczenia ma-
szynowego pozwala na najdokladniejszg predykcje notowan gieldowych
z wykorzystaniem technik w analizie tresci wiadomosci? Czy wydtu-
zony czas obliczen wickszego modelu jest uzasadniony przez odpowiednio wyzsza
skutecznos¢?

— Czy analiza calej wiadomosci wraz z komentarzami uzytkownikéw ser-
wisu oraz ewentualnych reakcji na nig w mediach spotecznosciowych po-
zwala na otrzymanie dokladniejszej predykcji niz wylagcznie analiza na-
gtéwkow? Istnieja publikacje [42,/43], w ktérych poddano analizie prognozowanie
na podstawie tresci nagtowkow wiadomosci finansowych. Jednak czy same nagtowki
zawieraja wszystkie informacje, ktore mozna wyekstrahowaé z pelnego artykutu?

— Czy wyprzedzenie, z jakim mozna przewidzieé ruchy notowan gietdowych
na podstawie wiadomosci (finansowych, geopolitycznych, etc) i wywola-
nych przez nie reakcji w mediach spotecznosciowych, pozwala na wystar-
czajaco szybka reakcje inwestora? Po pewnym czasie od publikacji wiadomogci,

rynki osiggaja ekwilibrium. Czy czas, jakiego potrzebuje algorytm do zinterpreto-
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wania informacji i przewidzenia duzych wzrostéw lub spadkdéw, jest wystarczajaco
krotki, aby zdazy¢ wykonaé odpowiednie operacje kupna lub sprzedazy?

— Czy modele hybrydowe laczace klasyczna ekonometrie finansowa z meto-
dami [NLP| stosowanymi do analizy tresci wiadomosci stanowia bardziej
efektywne narzedzie prognozowania finansowego? Czy efektywnos$¢ prognoz
modeli hybrydowych jest wigksza niz prognoz otrzymanych przy uzyciu podstawo-

wych metod?

Formutujac hipotezy badawcze w niniejszej dysertacji, oparto si¢ na przestance, iz
inwestorzy podejmuja decyzje na podstawie posiadanych informacji. Wiele wiadomogci
jest publicznie dostepnych dzicki Internetowi, a nawet te, ktore nie sa tatwo dostepne,
w koncu znajdujg swoje odzwierciedlenie w wycenach — jest to czes¢ hipotezy ryn-
ku efektywnego. Jednak informacji nie wystarczy ,posiada¢” — nalezy ja odpowiednio
przetworzy¢, zrozumieé i na jej podstawie podjaé decyzje. Z tego powodu szybkosé
przetwarzania duzych wolumenow informacji, ktére w znacznej czeéci podawane sg w
formie pisanego tekstu zrozumiatego dla cztowieka, stanowi¢ moze przewage rynkowa
i prowadzi¢ do wiekszych zyskow.

Zautomatyzowanie procesu przetwarzania informacji i uzycia ich do prognozowania
wycen aktywow stanowi obecnie luke badawcza, a jednocze$nie istotny problem do
rozwazenia. Planowana praca wypetni te luke poprzez uzupetnienie najbardziej sku-
tecznych modeli predykcji szeregdéw czasowych o modele wedtug aktualnego stanu
wiedzy. Takie potaczenie pozwoli modelom wykorzystywacé nie tylko informacje zawar-
te w historycznych wycenach aktywow, ale takze dostosowywaé prognoze do biezacych
wydarzen na Swiecie.

Sformutowano nastepujace hipotezy badawcze:

— Mozliwe jest efektywne zautomatyzowanie analizy finansowych wiado-
mosci oraz postow w mediach spotecznosSciowych poprzez uzycie wspoét-
czesnych metod przetwarzania jezyka naturalnego — gltéwnie glebokich
sieci neuronowych. Wyjatkowo szybki rozwo6j metod uczenia maszynowego oraz
technologii komputerowych pozwolil na powstanie wyjatkowo skutecznych i wy-
dajnych algorytmoéw przetwarzania jezyka naturalnego, jednak konieczny jest test,
ktory okresli, czy najnowsze metody sg w stanie interpretowaé¢ wiadomosci

tak, jak inwestorzy.
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— Wykorzystanie tresci calej wiadomosci w analizie pozwala na uzyskanie
lepszych (dokladniejszych) prognoz punktowych cen i stép zwrotu wy-
branych aktywéw finansowych niz w przypadku wykorzystania wylgcznie
tresci ich nagléowkéw. Petlna tre$¢ wiadomosci moze zawiera¢ wiecej istotnych
informacji przez co doktadnosé predykceji jest wieksza.

— Modele oparte na glebokich sieciach neuronowych z autorskim modu-
lem m generujg lepsze (dokladniejsze) punktowe prognozy cen i stép
zwrotu aktywow finansowych w poréwnaniu z modelami wykorzystujacy-
mi klasyczne metody sztucznej inteligencji. Dodanie modutu do sieci
neuronowych przetwarzajacych finansowe szeregi czasowe prowadzi do poprawienia
jakos$ci prognoz.

— Wykorzystanie szeregu czasowego notowan o 5 minutowej czestotliwosci
jest wystarczajace, aby zaobserwowac¢ zmiany wielkosci stop zwrotu ana-
lizowanych aktywoéw finansowych spowodowane publikacjag wiadomosci.
Chwilowa nieefektywnos¢ rynku i szybka, zautomatyzowana analiza tresci wiado-
mosci pozwala na przewidzenie kierunku zmian szybciej niz poprzez obserwacje
poziomu cen.

— Zautomatyzowana analiza finansowych wiadomos$ci i posté6w w mediach
spolecznosciowych za pomoca algorytmow w polaczeniu z obecnie
stosowanymi metodami prognozowania finansowych szeregéw czasowych
pozwala na poprawienie efektywno$ci predykcji. Mozliwo$¢ potaczenia mode-
li ekonometrycznych z sieciami neuronowymi musi zosta¢ przyjeta badz odrzucona.

— Klasyczne modele ekonometrii finansowej typu ARMA-GARCH z autor-
skim modulem generuja lepsze (dokladniejsze) punktowe progno-
zy cen i stop zwrotu aktywéw finansowych w poréwnaniu z klasycznymi
modelami typu ARMA-GARCH bez tego modulu. Wykorzystanie danych
wyjsciowych modutu [FENE] jako wejsciowych danych egzogenicznych dla klasycz-
nych modeli ekonometrycznych prowadzi do poprawienia jakosci prognoz.

— Klasyczne modele ekonometrii finansowej typu ARMA-GARCH z autor-
skim modulem generuja lepsze (dokladniejsze) punktowe progno-
zy cen i stop zwrotu aktywow finansowych w poréwnaniu z modelami
opartymi na glebokich sieciach neuronowych z autorskim modutem
INEl Wykorzystanie modulu[FENE|w potaczeniu z klasycznymi modelami ekonome-

trycznymi daje lepsze rezultaty niz w potaczeniu z glebokimi sieciami neuronowymi.
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Punktem wyjscia w zakresie metodycznym jest przeglad literatury z dziedzin eko-
nomii, ekonometrii finansowej, uczenia maszynowego oraz przetwarzania jezyka natu-
ralnego. Na tej podstawie mozliwe byto ustalenie dalszego zakresu prac i wykorzystanie
najnowszych osiggnie¢ wszystkich wymienionych dziedzin.

Gléwnym narzedziem wykorzystywanym w niniejszej rozprawie sa glebokie sieci
neuronowe. Sieci te zbudowane sg z dwoch czesci: klasycznej sieci rekurencyjnej stu-
zacej do modelowania finansowych szeregéw czasowych oraz polaczonego z nig duzego
modelu jezykowego ekstrahujacego informacje zawarte w wiadomosciach gietdowych -
autorskiego modutu [FENE] Jakos$¢ otrzymanych prognoz zostala oceniona przez po-
réwnanie ich z prognozami klasycznych modeli ekonometrycznych ARMA-GARCH.

Metody oceny prognoz punktowych w niniejszej pracy obejmowaly wykorzysta-
nie miernikéw opartych o bledy prognoz: éredni blad bezwzgledny (MAE), éredni
bezwzgledny blad procentowy (MAPE) oraz pierwiastek btedu sredniokwadratowego
(RMSE). Oproécz tych miernikéw dla kazdej pary poréwnywanych modeli przepropwa-
dzony zostal statystyczny test Diebolda-Mariano.

Wszystkie operacje na danych (pobranie ich i wstepna obrobka) oraz obliczenia w
niniejszej pracy zostaly przeprowadzone przy uzyciu jezyka Python wraz z bibliotekami
NumPy, Pandas i TensorFlow. Wyjatek stanowig modele ARMA-GARCH, ktére byty

estymowane z wykorzystaniem jezyka R i pakietu rugarch.

W [rozdziale pierwszym| opisano ogdlng charakterystyke rynkow finansowych -

czym sg, jaka jest ich rola i ich klasyfikacja. Przedstawiono zarys instrumentéw finan-
sowych, ktore podlegaja sprzedazy, a takze opis uczestnikow rynku. Nastepnie przed-
stawiono zrédta informacji, na ktérych uczestnicy rynku bazuja w swoich decyzjach
oraz sposob ich wykorzystania, wraz z odniesieniem do hipotezy rynku efektywnego,
ktérej rzeczywista realizacja (stopien efektywnosci) jest wyjatkowo istotna w kontekscie

niniejszej pracy.

IRozdzial drugil daje ogdlny zarys obecnych metod wykorzystywania informacji

w ekonometrii finansowej oraz szczegdétowy opis metod prognozowania finansowych
szeregbw czasowych stosowanych w klasycznej ekonometrii, jak réwniez ateoretycznych

modeli uczenia maszynowego.

[Trzeci rozdzial| zaczyna sie od przedstawienia historii rozwoju technik NLP] Na-

stepnie opisane sa zastosowania [NLP| oraz wspdlczesne osiagniecia - najlepsza osia-
gnieta jako$¢ modeli i metryki, ktorymi zostata zmierzona. W kolejnym podrozdziale

przedstawiono narzedzia uzywane do rozwoju nowych modeli i modele, ktére moga
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postuzyé¢ do tzw. transfer learningu. Rozdzial zakonczony jest przegladem literatury i
podsumowaniem zastosowania [NLP| w przetwarzaniu wiadomosci finansowych i uzyciu

ich do poprawy predykcji szeregéw finansowych.

W [czwartym rozdziale] opisano metodologie badan uzycia[NLP|do przetwarzania

tresci wiadomosci finansowych. W pierwszym podrozdziale znajduje sie opis autorskie-
go modelu predykeji LSTM{FENE]| wykorzystujacego techniki [NLP]i uzasadnienie jego
wyboru. Kolejny podrozdzial omawia sposob, w jaki zostang zweryfikowane hipotezy
badawcze. Nastepnie przedstawiona jest ogélna architektura catego systemu progno-
zowania i sposobu, w jaki poszczegolne elementy wspotpracuja. W dwoch kolejnych
podrozdziatach zostaly przedstawione szczegdty budowy komponentu do gromadzenia
danych tekstowych i ich wstepnej obrobki, a takze architektura wtasciwego modelu do
predykcji notowan gietdowych na podstawie pobranych wiadomos$ci finansowych oraz
finansowych szeregéw czasowych. Rozdzial zakonczony jest konkluzjami z przeprowa-

dzonych badan.

IRozdzial pigty|to wlasciwe badania nad efektywnoscia predykeji finansowych sze-

regdw czasowych przy uzyciu automatycznej analizy tresci wiadomosci z wykorzysta-
niem zaproponowanego modelu predykcyjnego z modutem [FENE] Rozdzial rozpoczy-
na si¢ analiza wpltywu wiadomosci na zachowanie aktywow w zaleznosci od kategorii
wiadomosci, jak i typu rynku, na ktorym notowane sg te aktywa. Przedstawiony jest
rowniez wplyw ilosci i dtugosci dostepnych wiadomosci na jakos¢ predykeji. Nastepnie
zostal opisany wpltyw doboru hiperparametréw na efektywno$¢ modelu, a takze jego

stabilnos¢. Ostatni podrozdziatl to podsumowanie osiagnietych wynikéw.

W [rozdziale szostym)| przedstawiono propozycje potaczenia autorskiego modutu

ze znanymi juz modelami poprzez wykorzystanie jego danych wyjsciowych jako
danych egzogenicznych dla klasycznych modeli ekonometrycznych. W pierwszym pod-
rozdziale zostaly zebrane propozycje modeli mozliwych do potaczenia, zas w kolejnym
znajduje sie poréwnanie uzyskanych dzigki nim wynikow. Rozdziatl konczy podsumo-
wanie efektywnosci hybrydowych modeli oraz mozliwosci ich uzycia do zbudowania

rzeczywistej strategii inwestycyjne;j.

[Rozdzial siodmy| to zbiorcze podsumowanie wynikéw badan empirycznych uzy-

skanych dla zastosowanych modeli dla r6znych klas aktywéw finansowych, a takze ana-
liza poréwnawcza skutecznosci zaproponowanych metod z biezacymi rozwigzaniami w

literaturze. W rozdziale zebrano rowniez wnioski dotyczace mozliwosci praktycznego
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zastosowania proponowanej metodologii. Dodatkowo przedstawiono propozycje konty-
nuacji badan i mozliwe dalsze kroki.
zawiera autorskie kody zZrodtowe programéw wykorzystanych do gromadze-

nia i przetwarzania danych, a takze analize otrzymanych wynikow.



Rozdzial 1

Informacja na rynkach finansowych oraz jej

wykorzystanie w procesach prognozowania

Zachowanie uczestnikéw rynkow finansowych moze by¢ postrzegane jako proces de-
cyzyjny. Czesto zaktada sie, ze kazdy z uczestnikéw jest racjonalnym agentem i dazy do
zmaksymalizowania swojej funkcji uzytecznosci. Skuteczna optymalizacja tego procesu
decyzyjnego wymaga jednak, by posiada¢ informacje o stanie swoim i otoczenia. W
przypadku rynkoéw finansowych, agenci nie sa w stanie obserwowaé wiekszosci opisuja-
cych je zmiennych i dociera do nich tylko cze$¢ informacji (czesto z duzym opdznieniem)
- historyczne ceny, wielko$ci makroekonomiczne, wiadomosci o spotkach notowanych na
gietdzie, ich konkurencji i wynikach finansowych.

Przy tak ograniczonej informacji trudno jest w jednoznaczny sposob przewidzieé¢
przysztosé i konieczne jest budowanie matematycznych modeli predykcyjnych, ktére
moga pozwoli¢ lepiej ocenié, czy oczekiwana stopa zwrotu z danej inwestycja uzasadnia
ponoszone ryzyko. Zrozumienie charakterystyki rynkéw finansowych, a takze zrodet
informacji, ktore mozna wykorzysta¢ do prognozowania przysztosci, jest konieczne, aby

lepiej zorientowaé sie w sytuacji.

1.1. Charakterystyka rynkéw finansowych

1.1.1. Pojecie rynku

Wspotczesny swiat, z punktu widzenia ekonomii, najczesciej zorganizowany jest
jako gospodarka rynkowa. Rynek to ogodt celowych transakcji kupna-sprzedazy oraz
warunkéw, na jakich zostaly one zrealizowane [34]. Jednym z najwazniejszych warun-
kéw ustalanych przez obie strony jest cena. Kupujacy (zwykle) chca kupié¢ jak najtaniej,
zas sprzedajacy sprzeda¢ jak najdrozej. Kazda transakcja zawierana jest w sposob do-
browolny, zatem w przypadku, gdy stronom nie uda sie wspdélnie ustali¢ ceny (oraz

innych warunkéw), moze do niej w ogdle nie doj$¢. Stronom zgtaszajacym popyt i tym
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zgtaszajacym podaz zalezy na dokonaniu transakcji, zatem kilkukrotne niezawarcie
transakcji moze skutkowaé¢ obnizeniem oczekiwan i w zaleznosci od konkurencji na
rynku, przesunieciu swoich oczekiwan co do ceny (obnizeniu przez sprzedajacych lub
podniesieniu przez kupujacych). Podaz i popyt wigkszosci dobr i ustug nie jest stata w
czasie, a zatem cena réwniez podlega fluktuacjom.

Gospodarka jest to zbiér wielu pojedynczych rynkéw, ktére z punktu widzenia

przedmiotu wymiany mozna kategoryzowaé¢ w nastepujacy sposob [56]:

— rynek produktow,
— rynek nieruchomosci,
— rynek pracy,

— rynek finansowy.

Rynki produktéw, nieruchomosci i pracy charakteryzuja si¢ przepltywem dobr i
pieniadza w przeciwnych kierunkach. Jest to naturalny stan rzeczy, w ktérym dobra
majace faktyczng uzytecznosé i warto$¢ wymieniane sa na pieniadz, ktory wtasciwie
jest jedynie miernikiem wartosci débr, niemajacym wartosci samej w sobie. Jednak w
rozwini¢tych gospodarkach mozna zaobserwowac, ze przepltyw pieniadza uniezaleznia
sie od przeptywu doébr.

Rynek finansowy to ogot zjawisk dotyczacych transakcji w sferze czysto pienieznej.
Mimo ze nie istnieje na nim przeptyw doébr, rynek ten zachowuje si¢ podobnie do
pozostalych, poniewaz rzadzi nim uniwersalne prawo popytu i podazy. Cechy specy-
ficzne tego rynku to wieksza podatnos¢ na manipulacje, a ryzyko jest znacznie wieksze.
Przedmiotem obrotu jest de facto sita nabywcza, a jej cena (w duzym uproszczeniu)
stopa procentowa.

W celu sformalizowania sprzedazy sity nabywczej, konieczne jest wprowadzenie ja-
kiegos dokumentu poswiadczajacego zawarcie transakcji - obietnica oddania pieniedzy
w terminie i udcisk dtoni nie zawsze sg wystarczajace, szczegdlnie, kiedy obrét jest na
wiekszg skale, a strony nie znaja si¢ osobiscie. Przedmiotem obrotu sa wigc instrumenty
finansowe, czyli zobowiazania finansowe podmiotéw, ktore pozyczajg pieniadze, wzgle-
dem podmiotéw posiadajacych oszczednosci i chetnych je pozyczy¢ na pewien okres.

Instrumentami finansowymi sa:

— depozyty bankowe,
— papiery wartosciowe,

— polisy ubezpieczeniowe,
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— jednostki uczestnictwa w funduszach inwestycyjnych,

— opcje.

Najczesciej uzywane sa papiery wartosciowe. Ich zaleta jest pokrycie w aktywach pod-
miotu, ktory je wyemitowat. W przewazajacej czesci przypadkow osoba kupujaca pa-
piery warto$ciowe ma prawo do dywidendy z tytutu ich posiadania [167].

W kazdym momencie pewne podmioty posiadaja oszczednosci, zas inne potrzebu-
ja dodatkowych érodkéw. Caty mechanizm funkcjonowania rynku finansowego polega
na tym, ze podmioty posiadajace nadwyzki finansowe godzg sie czasowo udostepnié¢
wolne srodki za okredlong optata. Cena wynika z koniecznosci powstrzymania sie od
konsumpcji na czas udzielenia pozyczki, a takze ryzyka, ze nie zostanie ona sptacona
(w czesci lub catodei).

Podmiotami posiadajacymi nadwyzki finansowe moga by¢: panstwo, podmioty za-
graniczne, przedsiebiorstwa, gospodarstwa domowe. Jednoczesnie te same typy podmio-
tow moga potrzebowac¢ dodatkowych srodkéw. Oprocz tego, trzecim typem uczestnikow
rynkow finansowych sg wszelkiego rodzaju posrednicy, utatwiajacy obrét instrumenta-
mi finansowymi. W wiekszosci przypadkéw, bezposrednie transakcje sa mozliwe po-
miedzy pozyczkodawcami i pozyczkobiorcami, jednak we wspotczesnych gospodarkach
istnieje duza liczba instytucji finansowych utatwiajacych zawieranie transakcji. Posred-
nicy oferuja réznego rodzaju ustugi, przy czym najbardziej istotne jest zorganizowa-
nie i ustrukturyzowanie przeptywu wolnego kapitatu, a takze zapewnianie bezpieczen-
stwa stron transakcji (w tym zapobieganie praniu pieniedzy, unikaniu opodatkowania,
itp.) [47].

W ogolnoéci udostepnienie nadwyzek finansowych podmiotom, ktére ich potrzebuja,
moze odby¢ sie na trzy sposoby:

1. Bezposrednio - podmioty posiadajace nadwyzki kontaktuja sie bezposrednio z pod-
miotami potrzebujacymi dodatkowych srodkow i przekazuja je w zamian za odpo-
wiednie papiery wartosciowe,

2. Przez zorganizowane rynki finansowe - podmioty réwniez dokonuja transakcji w
sposob bezposredni, jednak dzieki zorganizowanemu rynkowi znacznie utatwiony
jest kontakt stron,

3. Przez posrednikéw finansowych - w tym przypadku podmioty nadwyzkowe prze-
kazuja swoje oszczednosci posrednikowi (np. funduszowi inwestycyjnemu), ktéry

emituje wlasne zobowiazania finansowe (np. jednostki uczestnictwa w funduszu), a
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nastepnie udostepnia podmiotom deficytowym uzyskany kapital w zamian za ich

zobowiazania finansowe (papiery wartosciowe).

Nalezy doda¢, ze posrednicy rowniez moga by¢ uczestnikami zorganizowanego rynku
- emitujac i sprzedajac swoje zobowigzania finansowe, a takze skupujac zobowigzania

innych podmiotéw.

1.1.2. Rola rynkéw finansowych

Rynki finansowe powstaty, by przede wszystkim umozliwi¢ uniezaleznienie kon-
sumpcji od posiadanego w danym momencie kapitalu. Bez rynkéw finansowych pod-
mioty, ktére chca sie rozwija¢, ale nie posiadajg srodkéw, bytby zmuszone do ocze-
kiwania na zgromadzenie ich, a w ekstremalnych przypadkach do upadku. Podmioty,
ktore posiadaja w danej chwili nadwyzki, a nie maja mozliwosci lub woli prowadzenia
jakiego$ typu dziatalnosci, wcigz moga otrzymywacé¢ dochdd udostepniajac swoje srodki.
Dzieki temu uczestnicy rynku moga rozplanowaé w czasie sposob zarzadzania swoimi
aktywami finansowymi. Nic nie stoi na przeszkodzie, aby w jednym okresie by¢ na
rynku podmiotem nadwyzkowym, a w innym deficytowym [34].

Udostepnianie srodkéw finansowych w ten sposéb prowadzi do zwiekszenia efek-
tywnosci wykorzystania zasobéw w catej gospodarce [47]. Gdyby rynki finansowe nie
istniaty, wszelkie podmioty posiadajace nadwyzki bylyby zmuszone do gromadzenia i
przetrzymywania ich w postaci gotowki lub aktywow rzeczowych. W ten sposéb kapitat
danego podmiotu mogthy jedynie oczekiwaé¢ na moment, kiedy bedzie znowu potrzeb-
ny. Dzieki rynkom finansowym mozliwe jest wykorzystanie tego kapitatu czasowo przez
kogo$ innego.

Trzecia funkcja rynkéw finanséw jest umozliwienie dywersyfikacji, a dzigki temu
ograniczanie ryzyka. Jako przyktad mozna podaé¢ malego przedsiebiorce, ktéry kieruje
firma zajmujaca sie jaka$ branza. Prowadzenie firmy jest kosztowne czasowo i zwykle
konieczne jest skupienie sie na jednym lub co najwyzej kilku obszarach. W przypadku
kryzysu w danym sektorze gospodarki, wtasciciel spotki jest narazony na duze straty,
jednak poprzez udostepnienie swoich oszczednosci przedsiebiorstwom dziatajacym w
innych branzach, moze mie¢ nadzieje na zabezpieczenie swoich zyskow, otrzymujac
dywidendy z bizneséw mniej dotknietych kryzysem.

Réznego typu aktywa finansowe charakteryzuja sie réznym poziomem ryzyka, dla-

tego budujac odpowiedni portfel, mozliwe jest dopasowanie catkowitego ryzyka do oso-
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bistych preferencji kazdego z podmiotow. W ten sposoéb rynki finansowe pozwalajg nie

tylko zmniejszaé ryzyko, ale (w ograniczonym zakresie) regulowaé je w gore i w dot.

1.1.3. Panstwo a rynki finansowe

Bardzo waznym uczestnikiem rynku finansowego jest panstwo. Spetnia ono trzy
role: reguluje i kontroluje procesy zachodzace na rynku finansowym, wywiera bezpo-
sredni wpltyw na ogdlna gospodarke, zawiera zwyczajne transakcje na tym rynku. Rynki
finansowe sg przedmiotem regulacji ustawowej - sektor bankowy, ubezpieczeniowy i pu-
bliczny rynek papieréw wartosciowych - sg scisle kontrolowane przez panstwo, ale takze
przez przepisy miedzynarodowe. Dodatkowo istnieja instytucje nadzorcze (np. komisje
papieréw wartosciowych, nadzor ubezpieczeniowy, nadzér bankowy), ktére stale kon-
troluja przestrzeganie prawa, a takze wydaja odpowiednie uprawnienia dla podmiotéw
zainteresowanych prowadzeniem dziatalnosci w sektorze finansowym [165].

Panstwa moga wplywaé na sytuacje gospodarczg poprzez polityke pieniezng i po-
lityke fiskalna. Stosujac polityke pieniezng bank centralny moze wykorzystywaé¢ rynki
finansowe i wptywaé¢ na sytuacje, ktéra na nich panuje, np. przez kontrole podazy
pieniadza i stép procentowych. Wydarzenia na rynkach finansowych maja bezposredni
wplyw na gospodarke realna.

Panstwa sa réwniez zwyklymi uczestnikami rynkéw finansowych. W wigkszosci
przypadkéw wystepuja jako podmioty deficytowe - rzady zwykle nie posiadajg wy-
starczajgcych funduszy na planowane wydatki i sg zmuszone do pozyczania pieniedzy
na pokrycie deficytu budzetowego. Wysokos¢ skumulowanego zadtuzenia panstw moze
siega¢ powyzej 100% PKB, dlatego stanowi znaczng czes$é popytu na pieniadz na da-
nym rynku finansowym. Z tego powodu panstwa moga w znacznym stopniu wplywac

na poziom stép procentowych, a takze dostepnos¢ kapitatu dla innych podmiotéw [34].

1.1.4. Kategoryzacja rynkow finansowych

Rynki finansowe mozna kategoryzowac na wiele sposobow. Jednym z podziatéw jest
klasyfikacja na rynek pierwotny i wtorny. Na rynku pierwotnym dochodzi do transak-
¢ji miedzy emitentem papierow wartosciowych a inwestorami, ktorzy sa pierwszymi
wlascicielami danych aktywéw (czesto w tym procesie uczestniczy réwniez posrednik).
Podczas takiej transakeji na rynek trafiaja nowe (dodatkowe) aktywa. Sprzedaz odbywa
sie po uzgodnionej wezedniej miedzy stronami cenie emisyjnej. W przypadku, gdy kaz-

dy moze naby¢ emitowane papiery wartosciowe, jest to oferta publiczna. Mozliwa jest
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rowniez sprzedaz do konkretnej grupy inwestoréw poprzez oferte prywatna. W kazdym
z przypadkdéw, oferta jest ograniczona czasowo, a takze iloSciowo - moze si¢ zdarzy¢, ze
zlecenia kupna beda zredukowane przez duzy popyt [47].

Papiery wartosciowe moga by¢ przedmiotem obrotu miedzy inwestorami na rynku
wtornym. W tym przypadku cena ksztattowana jest wytacznie przez popyt i podaz.
Inwestorzy moga tworzy¢ zlecenia kupna i sprzedazy podajac zadowalajaca ich cene i
czekajac az znajdzie sie przeciwna strona transakcji, ktora jest sktonna jg zaakceptowac.
Na rynku wtornym jest wiec mozliwe osigganie korzysci jedynie przez wzrost wyceny
papierow warto$ciowych. W przypadku tego obrotu, pieniadze nie trafiajg do emitenta
i nie ma on bezposredniego wptywu na ceny wyemitowanych w przesztosci papierow
wartosciowych. Obrot rynku wtérnego najczesciej odbywa sie na gietdzie papierow
wartosciowych. Istnieje rowniez rynek pozagietdowy, na ktérym mozliwa jest sprzedaz
papier6w nie dopuszczonych do obrotu publicznego (np. matych spétek) [41].

Klasyfikacja na rynek publiczny i prywatny wynika z dostepnosci aktywow dla in-
westoréw. Na rynku publicznym inwestowaé¢ moze w zasadzie kazdy. Ze wzgledu na
dobro inwestorow, rynek ten jest mocno kontrolowany i regulowany przepisami. Nie
kazda oferta moze by¢ na nim wystawiona. Jednym z ograniczen moze by¢ wielkosé
spotek, ktore moga emitowaé swoje papiery wartosciowe. Najczesciej rynek publiczny
ma forme gietdy papieréw wartosciowych. Rynek prywatny znacznie czesciej dotyczy
indywidualnych transakcji pomiedzy bankami, matymi firmami (start-upami), a takze
przekazywania waloréw miedzy spotkami lub tez taczenia ich [34}/167].

Kolejnym podziatem jest klasyfikacja na rynek transakeji natychmiastowych (rynek
kasowy) i rynek terminowy. W przypadku rynku kasowego, efektem transakcji jest na-
tychmiastowe przekazanie kapitalu. Na rynku terminowym, przedmiotem obrotu jest
zobowigzanie do przysztej zaptaty w okreslonym przez strony terminie, czyli instru-
menty pochodne.

Jednak najbardziej podstawowsg kategoryzacja rynkoéw finansowych, jest podziat na

rodzaj instrumentéw finansowych, ktére sg na nich wymieniane:

— rynek pieniezny,
— rynek kapitatowy,
— rynek walutowy,
— rynek kryptowalut,

— rynek instrumentéw pochodnych.
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Ze wzgledu na specyfike kryptowalut, ich rynek zostanie opisany oddzielnie od rynku
walutowego.

Rynek pienigezny to miejsce obrotu krotkookresowymi instrumentami - ich termin
wykupu wynosi do 1 roku. Dzigki temu rynkowi mozliwe jest kontrolowanie ptynno-
Sci przez podmioty. Przekazanie pieniedzy odbywa sie przez udzielenie kredytu lub
sprzedaz krotkoterminowych obligacji. Kredytu podmiotom deficytowym (instytucjom
finansowym, organom panstwowym, spotkom, a takze osobom fizycznym) najczesciej
udzielaja banki. Druga metoda jest emisja krotkoterminowych papieréw wartosciowych
- panstwa emituja weksle skarbowe, przedsi¢biorstwa weksle komercyjne, a banki cer-
tyfikaty depozytowe. Mimo ze z zalozenia sa to wierzytelnosci krotkoterminowe, istnie-
je mozliwos¢ dtugoterminowego przekazania pieniadza poprzez rolowanie - podmioty
deficytowe emituja kolejne serie papieréw wartosciowych i z uzyskanych pieniedzy wy-
kupuja poprzednie emisje, inwestorzy zas$ nie wycofuja swoich pieniedzy po umorzeniu
posiadanej emisji, lecz lokuja je w kolejnej. Rynek pieniezny jest waznym narzedziem
polityki pienieznej. Dzigki niemu bank centralny moze kupowac i sprzedawac krétkoter-
minowe papiery wartosciowe i w ten sposob zwieksza¢ lub zmniejszaé rezerwy systemu
bankowego. [171]

Na rynku kapitatowym dochodzi do transakcji kupna i sprzedazy instrumentow
srednio i dtugoterminowych. Jego zasada dzialania jest bardzo podobna do rynku pie-
nieznego, jednak jest silniej regulowany ze wzgledu na dtuzszy okres lokowania kapitatu,
a przez to wieksze ryzyko, jakie ponosi inwestor. Ogdlna gospodarka zyskuje na tym,
poniewaz rozproszone wolne $rodki inwestoréw moga by¢ przekazane do podmiotow
deficytowych w momentach, kiedy ich potrzebuja i zasilajg ich fundusze inwestycyjne.
Dla pojedynczego podmiotu deficytowego rynek kapitatow jest zewnetrznym zrodiem
finansowania dziatalnosci i inwestycji. Z punktu widzenia inwestora rynek kapitatowy
pozwala ulokowaé czasowo wolne oszczednosci [34].

Rynek walutowy to rynek, na ktérym mozna wymieni¢ walute jednego kraju na
walute innego. Celem tego rynku jest umozliwienie przeptywu pieniadza pomiedzy
gospodarkami panstw, ktore bez tego mechanizmu bytyby zamkniete lub bardzo ogra-
niczone. Najwiekszg czedcig tego rynku jest sektor miedzybankowy. Banki centralne
moga kupowaé i sprzedawaé¢ inne waluty nie wptywajac na poziom ich ceny (ptynny
kurs walutowy) lub manipulowaé cenami, aby osiagna¢ odpowiedni ich poziom (kurs

sztywny). Kurs walut jest bardzo istotny dla inwestycji zagranicznych, a takze importu
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i eksportu za granice, poniewaz wplywa na ich optacalnosé i stanowi dodatkowe ryzyko
dla podmiotéw prowadzacych dziatalno$é poza granicami swojego kraju [47).

Rynek kryptowalut powstat i rozwinal sie w ciagu ostatnich kilku lat w odpowiedzi
na malejace zaufanie do rzadéw i jednoczesnie zaawansowany rozwoj technologii inter-
netowych. W przeciwienstwie do tradycyjnych walut, kryptowaluty nie sg emitowane
przez zadne panstwo (panstwo nie gwarantuje warto$ci kryptowalut), lecz polegaja
(przynajmniej w teorii) na zdecentralizowanej technologii blockchain. Pierwsza rozpo-
wszechniong kryptowalutg byt Bitcoin. Bezpieczenstwo transakcji zapewniaja techniki
kryptograficzne, ktére uniemozliwiajg falszowanie transakcji lub tez kradziez zasobdéw.
Dodatkowa zaleta miata by¢ z gory okreslona podaz pieniadza, a przez to regulowana
inflacja. Z czasem powstata olbrzymia ilos¢ réznych kryptowalut oraz gieldy krypto-
walut umozliwiajace ich wymiane. Ze wzgledu na dalszy wzrost popularnosci, kursy
poszczegolnych kryptowalut byly coraz mniej state i podlegaty czestszym spekulacjom.
Obecnie, mimo ponad dekady od powstania Bitcoina, uzywanie kryptowalut do ofi-
cjalnych rozliczen wciaz nie jest powszechne (cho¢ czesto uzywane w szarej strefie),
rynki kryptowalut podlegaja minimalnej regulacji, a ich zmiennos¢ jest tak duza, ze
jedynym zastosowaniem dla wiekszosci uzytkownikéw kryptowalut sa krétkoterminowe
spekulacje [49,/58].

Rynek instrumentéw pochodnych pozwala na obrot instrumentami opartymi o in-
strumenty bazowe. Instrumentami bazowymi mogg by¢ aktywa finansowe z rynku na-
tychmiastowego. W przypadku, gdy na rynku natychmiastowym jest duza zmiennos$é
cen, inwestorzy moga chcie¢ zabezpieczy¢ sie na przysztos¢ i uzgodni¢ cene zakupu
wczesniej. Umozliwiaja to instrumenty pochodne - opcje, kontrakty forward i futures,
swapy. Drugim czynnikiem uzasadniajacym uzycie instrumentéw pochodnych jest za-
bezpieczenie si¢ przed zmianami kursowymi w przypadku handlu miedzynarodowego.
Instrumenty pochodne moga stuzyé¢ do zabezpieczania sie na wypadek niekorzystnych

zmian cen, ale réwniez do spekulacji (zwlaszcza przy uzyciu dzwigni finansowej) [56].

1.1.5. Instrumenty finansowe

Instrumenty finansowe to kontrakty pomiedzy dwiema stronami, ktére ustalaja wa-
runki rozliczen finansowych miedzy nimi. Mozna je podzieli¢ na papiery warto$ciowe,
waluty (oraz kryptowaluty) i instrumenty pochodne. Najbardziej powszechnymi papie-

rami warto$ciowymi sg papiery dtuzne [56]:
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— obligacje,

— weksle,

— czeki,

— bony skarbowe,

— certyfikaty depozytowe,

— papiery udziatowe w spotkach, czyli akcje.

Niniejsza praca skupia sie gtéwnie na prognozowaniu cen instrumentéw bazowych
publicznego rynku wtérnego. W wiekszosci przypadkow beda to akcje spotek i kursy
kryptowalut, poniewaz strumien informacji dotyczacych przedsiebiorstw i kryptowalut
jest najbardziej dostepny dla inwestorow, a dzieki temu model moze go najdoktadniej
odwzorowac. Z tego powodu wytacznie te dwie klasy aktywéw zostang opisane.

Akcje to papiery wartosciowe przynoszace zmienny dochod. Kazda akcja to doku-
ment poswiadczajacy, ze jej wlasciciel ma udzial w czesci majatku spotki oraz dodat-
kowe prawa - do udziatu w zyskach, do udziatu w zarzadzaniu spotka, do podziatu
majatku w przypadku likwidacji oraz prawo poboru. Udziatl w zyskach odbywa si¢ po-
przez wyptacanie akcjonariuszom dywidend, najczesciej raz w roku. Decyzja o wielkosci
dywidendy (lub jej braku) jest podejmowana przez walne zgromadzenie akcjonariuszy.
Dzieki prawu do zarzadzania spotka, akcjonariusze moga uczestniczy¢ w walnych zgro-
madzeniach, a waga glosu kazdego z nich jest proporcjonalna do ilosci posiadanych
akcji. W przypadku likwidacji spétki kwota uzyskana ze sprzedazy majatku (po pokry-
ciu zobowiazan spo6tki) jest rozdzielana miedzy akcjonariuszy proporcjonalnie do iloci
posiadanych akcji. Dzigki prawu poboru, akcjonariusze maja prawo pierwokupu akcji
podczas kolejnych emisji [47].

Akcje nie sa formg pozyczki. Akcjonariusze po okreslonym czasie nie odzyskuja
zainwestowanych pieniedzy od spotki, moga natomiast akcje sprzedac¢. Podczas emisji
akcje maja wartos¢ nominalng, wynikajacg z danych ksiegowych spotki,a takze cene
emisyjng, ktéra musi byé¢ od niej nie mniejsza. Kiedy akcje z danej emisji zostang
sprzedane, moga trafi¢ na rynek wtérny, a ich obrot odbywa sie po stale zmieniajacej
sie cenie rynkowej, wynikajacej miedzy innymi z sytuacji spotki, ale réwniez warunkow
panujacych w calej gospodarce, sentymentu inwestoréw lub sytuacji konkurencyjnych
firm. Akcje pozwalajg spotkom na zgromadzenie kapitatlu potrzebnego do dziatania i
rozwoju, a inwestorom uzyskiwanie dochodu od posiadanego kapitatu bez koniecznosci

osobistego prowadzenia dziatalnosci [34].
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Kryptowaluty to cyfrowe aktywa wykorzystujace zaawansowane metody kryptogra-
ficzne do przechowywania informacji o posiadanych funduszach i transakcjach w sposéb
zdecentralizowany. Kryptowaluty powstaly jako sposob ptatnosci, ktéry nie moze by¢
kontrolowany przez panstwo. Z tego tez powodu wiekszo$¢ panstw nie uznaje kryp-
towalut jako érodka ptatnosci, a wiele gietd kryptowalut wciaz znajduje sie w szarej
strefie. Ze wzgledu na szybki rozwdéj tego rodzaju instrumentéw finansowych w ciggu
ostatniej dekady, ilos¢ dostepnych kryptowalut wzrosta do kilku tysiecy. Kryptowaluty
powszechnie wykorzystuja Internet i nowoczesne technologie, dlatego obrét nimi jest
wyjatkowo szybki i tatwy, co czesciowo wpltywa na ich ogromna zmienno$¢ (transakcje
mozna wykonywaé z duza szybkoscia w poréwnaniu do klasycznych aktywéw). Mimo
ponad dziecieciu lat od ich powstania, nie przyjety sie jako powszechny sposéb ptat-
nosci i obecnie stanowig aktywa, ktore nie posiadaja wartosci wewnetrznej, a ich cena
wynika prawie wytacznie ze spekulacji. Dodatkowym ryzykiem podczas inwestowania w
kryptowaluty jest ich sytuacja prawna - w niektérych panstwach (Algieria, Bangladesz,
Chiny, Irak, Egipt, Katar, Maroko, Oman, Tunezja) sa catkowicie nielegalne, a w innych

krajach sytuacja moze zmienia¢ sie bardzo dynamicznie.

1.1.6. Uczestnicy rynku

Uczestnikow rynkow finansowych mozna podzieli¢ na pie¢ kategorii:

— emitenci,

— inwestorzy,

— posrednicy,

— instytucje regulujace rynek,

— instytucje organizujace rynek.

Pewne podmioty moga znajdowaé sie jednoczesnie w kilku kategoriach lub zmieniaé
swoje przypisanie do nich w czasie. Dwie najistotniejsze grupy to emitenci i inwesto-
rzy, poniewaz to wtasnie oni uzasadniaja istnienie rynkéw finansowych. W kontekscie
niniejszej pracy najbardziej istotnymi uczestnikami rynku sg inwestorzy oraz posred-
nicy, poniewaz te dwie grupy poprzez transakcje kupna i sprzedazy wptywaja na cene
rynkowa. Wazni sg réwniez emitenci, ktorzy poprzez sposob zarzadzania przedsiebior-
stwem i podejmowane dziatania dostarczajg inwestorom i posrednikom informacji, na

podstawie ktérych podejmuja decyzje inwestycyjne [34].
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Emitenci to w ogélnosci podmioty poszukujace dodatkowych srodkow. Czesé z nich
nie emituje papieréw wartosciowych samodzielnie - na przyktad gospodarstwa domowe
w celu pozyskania srodkow najczesciej zaciagaja kredyty w bankach, ktore z kolei juz
bezposrednio emituja swoje papiery wartosciowe. R6znego rodzaju przedsiebiorstwa
finansowe emituja krotko-, srednio- i dtugoterminowe papiery warto$ciowe. Ich cena
bardzo mocno zalezy od czynnikow makroekonomicznych i ogélnej sytuacji gospodar-
cze]j.

Rzady i samorzady emituja papiery wartosciowe, ktérych cena rowniez najmocniej
zalezy od czynnikéw gospodarczych i makroekonomicznych.

Przedsigbiorstwa moga emitowac¢ akcje i obligacje, w zaleznosci od tego, w ktorym
przypadku pozyskanie kapitalu bedzie tansze. W momencie emisji akcji ich cena jest
ustalana w spos6b bezposredni przez przedsiebiorstwo, jednak w chwili, gdy trafiaja
na rynek wtorny, cena zalezy od popytu i podazy. Sposéb, w jaki przedsiebiorstwo
jest zarzadzane, dzialania konkurencji, ogblna sytuacja w branzy i calej gospodarce,
publikacja wynikéw finansowych, a nawet skandale zwigzane z osobami powigzanymi -
wszystko to ma wpltyw, w jaki sposob inwestorzy postrzegaja spotke i jej perspektywy,
a tym samym czy cena wzrosnie, czy spadnie. Z tego powodu zmiany cen sg bardziej dy-
namiczne niz w przypadku podmiotéw panstwowych i przedsiebiorstw finansowych [47].

Podmioty zagraniczne réwniez moga by¢ rozpatrywane jako dodatkowa kategoria
emitentow, ktéra decydujac sie na emisje swoich papierow wartosciowych na obcym
rynku, musi uwzglednia¢ ryzyko walutowe. Tym samym cena ich papierow wartoscio-
wych dodatkowo zalezy od kursu wymiany.

Inwestorzy to podmioty, ktére posiadaja nadwyzki finansowe i chcg na okreslony ter-
min pozyczy¢ je (zainwestowaé) podmiotom deficytowym w celu osiagniecia dochodu.
Najczedciej inwestorami sg gospodarstwa domowe, poniewaz w gospodarkach kapita-
listycznych ostatecznie wigkszo$é aktywow jest prywatna wlasnoscia (lub panstwowa
i samorzadowa, jednak te podmioty wystepuja najczesciej jako emitenci). Wybierajac
inwestycje, gospodarstwa domowe moga zdecydowaé sie na samodzielne zarzadzanie
inwestycja lub skorzystaé¢ z ustug posrednikéw finansowych.

Przedsiebiorstwa niefinansowe inwestuja srodki we wlasny rozwdj (czasami moga in-
westowaé w inne spotki jako forma hedgingu). Natomiast instytucje finansowe stanowia
najwieksza czesé inwestycji (jesli chodzi o ilo§¢ transakeji i obracany kapital). Inwesto-

wane przez nich srodki w rzeczywistosci najczesciej naleza do gospodarstw domowych
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(lub przedsiebiorstw niefinansowych), a sposéb inwestowania podlega regulacjom praw-
nym.

W przypadku inwestoréw réwniez mozna wyrézni¢ osobna kategorie, jaka sa pod-
mioty zagraniczne - moga to by¢ gospodarstwa domowe oraz przedsiebiorstwa (finan-
sowe i niefinansowe). Zwykle podmioty z krajéw wysoko rozwinietych i posiadajace
wieksze nadwyzki finansowe, decyduja sie na inwestycje na rynkach mniej rozwinietych,
oczekujac szybszych wzrostow, cho¢ okupionych wigkszym ryzykiem.

Posrednicy finansowi w najprostszym ujeciu moga bys traktowani jako jednocze-
$nie emitenci i inwestorzy. Mimo to pelnia wazne funkcje na rynkach finansowych.
Utatwiaja emitentom i inwestorom przeptyw srodkow, a takze zarzadzaja inwestycjami
podmiotéw, ktére nie musza dzieki temu posiadaé specjalistycznej wiedzy finansowej.
Dodatkowo, inwestorzy posiadajg nadwyzki finansowe o charakterze zwykle krotkoter-
minowym lub moga wycofa¢ si¢ z inwestycji w nieokreslonym z géry momencie, zas
emitenci najczesciej maja potrzeby dlugoterminowe. Posrednicy finansowi stanowig
swojego rodzaju bufor - udzielaja pozyczek dtugoterminowych, a sami dokonuja emisji
krétkoterminowych [165].

Instytucje regulujace i nadzorujace rynek dbaja o to, aby wszelkie podmioty obecne
na rynkach finansowych przestrzegaly odpowiednich przepisow. Ma to na celu miedzy
innymi zwalczanie monopolu, prania pieniedzy, oszustw podatkowych czy wptywu asy-
metrii informacji miedzy stronami transakcji, czyli w skrécie spéjnoscei i stabilnosci
funkcjonowania rynkéw finansowych i zabezpieczenie podmiotéw (gtéwnie inwestorow)
przed niewyplacalnoscia innych (gtéwnie emitentéw). Utrzymaniem odpowiednich in-
stytucji zajmuje si¢ panstwo, wigc koszt tak naprawde ponoszony jest przez wszyst-
kich uczestnikow rynku w postaci podatkéw. Zmiany regulacji, a zwlaszcza zaostrzanie
ich, moga oddziatywa¢ na rynek i wywolywaé zmiany popytu i podazy, a tym samym
cen |34].

Instytucje organizujace rynek, czyli instytucje, ktére nie zajmuja pozycji na rynkach
finansowych, ale utatwiaja innym podmiotom zawieranie transakcji to gtéwnie gietdy
papierow warto$ciowych i domy maklerskie. Gietda papierow warto$ciowych to miej-
sce, obecnie czesto w formie cyfrowej, gdzie w okreslonym czasie strony moga zawierac¢
transakcje, a ceny zawartych transakcji sa publiczne. Domy maklerskie to instytucje,
ktore umozliwiaja swoim klientom zatozenie rachunku inwestycyjnego i przechowywanie
na nim informacji o zdeponowanych srodkach oraz posiadanych papierach wartoscio-

wych.
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Operacje kupna i sprzedazy dokonywane przez inwestorow, wydarzenia gospodar-
cze 1 polityczne, akcje podejmowane przez zarzady spoltek notowanych na gietdzie, a
takze wprowadzane regulacje maja wptyw na ceny aktywoéw na rynkach finansowych.
Jednak aby podja¢ decyzje o kupnie lub sprzedazy, konieczna jest informacja czy w
danej chwili podmiotowi optaca sie takie dziatanie. Ze wzgledu na réznice w doste-
pie do tych informacji rézne podmioty moga podejmowaé¢ w tej samej chwili rézne
decyzje. Zarzady spotek maja bezposredni wglad w sytuacje swojej spotki, instytucje
finansowe zatrudniajace profesjonalnych analitykow moga wiedzie¢ nieco mniej, a do
detalicznego inwestora docieraja juz tylko cze$ciowe informacje. W obecnych czasach
dzieki powszechnosci Internetu, propagacja informacji jest szybsza niz kiedykolwiek,
jednak coraz wigkszy strumien wiadomosci moze utrudnia¢ ich interpretacje, zwtasz-
cza dla mniejszych inwestorow. Od szybkosci propagacji i interpretacji informacji

gieldowych zalezy efektywnosé rynku [57].

1.1.7. Hipoteza rynku efektywnego

Za tworce hipotezy rynku efektywnego uwaza sie Eugena Fame, ktéry opisal ja
w swojej publikacji z 1970 roku [57]. Empiryczne potwierdzenie prawdziwosci hipotezy
wymaga przyjecia modelu rynku kapitatowego. Rynek efektywny informacyjnie to taki,
w ktorym ceny wszystkich aktywéw w kazdej chwili w pelni i natychmiast poprawnie
uwzgledniaja wszystkie informacje, ktére mogag mieé¢ na nie wplyw.

Zweryfikowanie czy informacje zostaly poprawnie uwzglednione, wymaga uzycia

konkretnego modelu wyceny aktywow, np. [model wyceny aktywow kapitatowych - ang.|

|Capital Asset Pricing Model (CAPM)| lub [teoria arbitrazu cenowego - ang. Arbitrage]

|Pricing Theory (APT). Réwniez sformutowanie ” wszystkie informacje, ktére mogg mie¢

wplyw na wycene” jest niejasne ze wzgledu na niedookreslenie, jakie konkretnie to
informacje i skad pochodza. W celu utatwienia empirycznych badan, wyrdznia sie trzy

poziomy efektywnosci rynku:

— Staba efektywnos$é rynku wystepuje, gdy ceny aktywoéw w pelni i natychmiast
uwzgledniaja informacje zawarte w ich historycznych cenach. W takim przypadku
nie jest mozliwe zbudowanie strategii inwestycyjnej, ktora opiera sie wytacznie na
historycznych cenach i osigga zyski wieksze niz wynikajg z ryzyka portfela, tzn. nie

da sie skutecznie stosowac¢ analizy technicznej.
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— Polsilna efektywnos$é rynku to sytuacja, gdy ceny instrumentéw na rynku w
petni i natychmiast uwzgledniaja wszystkie informacje dostepne publicznie, np.
raporty o przychodach spétek, sprawozdania z przeptywow srodkow pienieznych,
czy czynniki makroekonomiczne. Poétsilna efektywnos$é rynku implikuje, ze nie jest
mozliwe osigganie ponadnormalnych zyskow wykorzystujac analize fundamentalng.

— Silna efektywnos$¢ rynku to hipotetyczna sytuacja, w ktoérej ceny aktywow na-
tychmiast uwzgledniajg informacje dostepne publicznie i prywatnie. W takim przy-
padku koszt pozyskania informacji dostepnych jedynie prywatnie musiatby by¢ ze-
rowy. W przeciwnym przypadku, dodatkowe koszty nie uzasadnialyby uzycia do-
datkowych informacji. Silna efektywnos$¢ rynku zostala na tej podstawie mocno

skrytykowana w publikacji Grossman S. i Stiglitz J. [75].

W ogélnosci hipoteze rynku efektywnego mozna przedstawi¢ w postaci wzoru [1.1]

E(pji1|Pe) = [1 + E(Rj 41| Pe)|pjits (1.1)

gdzie @ jest operatorem wartosci oczekiwanej, ceng aktywa j w chwili , Djt+1 CENng
aktywa j w chwili ¢ + 1, Rﬂﬂ jednookresowa stopa zwrotu aktywa j w chwili £t 4+ 1, a
®, zbiorem wszystkich (zaleznie od tego, czy przyjeto staba, pélsilna, czy silna wersje
hipotezy) dostepnych informacji. Symbol tyldy oznacza, ze p; ;41 1 Rj;11 sa zmiennymi
losowymi w chwili ¢.

E. Fama zebral wiele dowodéw empirycznych na potwierdzenie hipotezy rynku
efektywnego, szczegdlnie w jej stabej, ale rowniez poétsilnej wersji. W kazdym jednak
przypadku konieczne sa dodatkowe zatozenia. Wiele z badan empirycznych uzywato da-
nych o niskiej czasowej rozdzielczosci, gtownie dziennej. Rynki natomiast sg efektywne
dopiero w stanie ekwilibrium. Oznacza to, ze docierajace do inwestoréw informacje
nie sa rzeczywiscie "natychmiast” odzwierciedlane w cenach aktywéw. Informacje po-
wstajg i sg propagowane przy uzyciu réoznych kanalow. Samo przeprowadzenie operacji
kupna lub sprzedazy réwniez wymaga pewnego czasu. Czes¢ inwestorow znajduje sie
w roznych strefach czasowych i rynki, na ktorych dziatajg, moga nie by¢ otwarte w
momencie powstania informacji lub (gléwnie w przypadku inwestoréw detalicznych,
ktorych odsetek jest najwiekszy w historii) moga nie monitorowaé sytuacji na biezaco.
Ostatecznie jednym z wnioskéw ze Szczegdlnej Teorii Wzglednosci Einsteina A. [48],
szybko$¢ propagacji informacji (w tym ekonomicznych i finansowych) jest ograniczona

przez predkosé swiatta w prozni c. W zwiazku z powyzszymi ograniczeniami, informa-
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cja w rzeczywistym Swiecie nie moze w sposob natychmiastowy zosta¢ uwzgledniona w
wycenach.

Sposoéb w jaki informacje moga by¢ interpretowane zalezy réwniez od modelu, jakie-
go uzywa podmiot. Te same wiadomosci moga dawaé zupelnie rézne wnioski na temat
akcji, ktore nalezy podjac, aby maksymalizowaé zysk. Inwestorzy majg rézne horyzonty
czasowe i rézne mozliwosci dokonywania transakcji - w zaleznosci od wielkosci prowizji,
optat i podatkow, podjecie akcji moze nie by¢ rownie optacalne dla wszystkich.

Takze zatozenie, ze wszyscy inwestorzy zachowuja si¢ racjonalnie nie jest mozliwe
do zrealizowania. W wielu przypadkach decyzje podejmowane sa nie tyle na podstawie
twardych faktow, co emocji - szczegdlnie leku przed utrata kapitatu. Powoduje to, ze
posiadajac te same informacje np. o silnych spadkach cen posiadanego aktywa, czesé
inwestoréw postanowi wyjs¢ z pozycji, a cze$é¢ pozostanie.

Podsumowujac, istniejg silne przestanki, by przypuszczaé, ze hipoteza efektywnosci
rynkowej nie jest w mocy przynajmniej w krotkich okresach, kiedy jeszcze nie wszyscy
uczestnicy rynku zdazyli zareagowa¢ na nowe informacje. Niniejsza praca skupia sig
na prognozowaniu cen aktywow wtasnie w tych momentach, kiedy rynek nie osiggnalt

jeszcze stanu ekwilibrium.

1.2. Zrédla informacji rynkowej

Kolejne pytanie, ktore nasuwa sie podczas analizy wykorzystania informacji na
rynkach finansowych, to jakie sg jej zrédta? Inwestorzy mogg korzystaé¢ z réoznych me-
diéw, od czego mocno uzalezniona jest szybkos¢ przekazu. Do najbardziej powszechnych

srodkow przekazu mozna zaliczy¢:

— Przekaz ustny - przed powstaniem Internetu, najszybsza forma przekazania infor-
macji o korzystnych inwestycjach byto opowiedzenie o nich osobiscie drugiej osobie.
Oproécz szybkosci przekazu, zastosowanie sie do czyichs rad zdecydowanie zmniej-
sza koszt pozyskiwania informacji. Ivkovi¢ Z. opisat proces, w ktérym informacje o
inwestycjach sa propagowane w malych spotecznosciach [96].

— Tekst drukowany - wiadomo$ci na temat spotek od dziesiecioleci sg publikowa-
ne w branzowych czasopismach, a bardziej gtosne wydarzenia rowniez w gazetach
codziennych. Vora P. opisat jak strajk pocztowy w Stanach Zjednoczonych w 1970

roku wptynat na przeptyw informacji do inwestoréw przez niedostarczone gazety
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The Wall Street Journal |186]. Wiele oficjalnych dokumentéw spétki akcyjne publi-
kuja rowniez w formie papierowe;j.

— Telefon (i telegraf) - przed powstaniem Internetu, wiele zlecen kupna i sprzedazy
realizowane byto przez telefon. Rowniez informacje na temat aktywow, inwestorzy
mogli otrzymac telefonicznie od swojego maklera. Byt to pierwszy sposob masowej
komunikacji na odlegtos¢, a jednocze$nie o niemal zerowym opdznieniu.

— Internet - od czaséw powstania Internetu szybkos¢ transmisji informacji wzrosta
bardziej niz kiedykolwiek. Komunikacja stalta sie niemal natychmiastowa, a forma
przekazu jest bardzo elastyczna - pozwala przesyta¢ tekst, obrazy, wideo, tabele,
wykresy. Posiadajac internetowe konto maklerskie, mozna zleca¢ transakcje duzo

tatwiej niz przez telefon lub w placéwee.

Mimo ewolucji form przekazu i rozpowszechnianiu sie coraz szybszych metod komuni-
kacji, starsze formy nie zanikaja catkowicie, ale zostaja mocno zmarginalizowane. Ze
wzgledu na wolumen dostepnych informacji, a takze tatwiejszy dostep do historycz-
nych wiadomosci i mozliwosé bezposredniego wtaczania ich do modelu, niniejsza praca
skupia sie wylacznie na wiadomosciach pochodzacych z internetowych Zrédet.
Prébujac osiggaé zyski, inwestorzy od lat staraja sie wykorzysta¢ réznego rodzaju
informacje do usprawnienia swojego procesu decyzyjnego. Ponizej wymieniono najbar-

dziej powszechnie stosowane kategorie, z ktérych korzysta sie wspotczesdnie.

— Historyczne ceny aktywow - Obserwujac historyczny przebieg cen wiekszosci
aktywéw, mozna zauwazy¢, ze w krotkim terminie element losowy jest bardzo
znaczny, jednak przy diuzszym horyzoncie zaczynaja by¢ widoczne trendy i po-
wtarzajace si¢ formacje. Jedna z podstawowych technik inwestycyjnych jest analiza
techniczna, czyli wykorzystanie podobienstw w przebiegu krotkoterminowej histo-
rii do przebiegéw z odleglejszej przesztosci i wykorzystanie dalszych trajektorii po
zaobserwowaniu do prognozowania przysztosci. Oprécz samych wartosci cen popu-

larne jest wyliczanie i korzystanie z wielu wskaznikéw takich jak: $rednie ruchome,

loscylator sity trendu - ang. Relative Strength Index (RSI) [poréwnanie krotko- i

ldtugoterminowych $rednich wyktadniczych - ang. Moving Average Convergence /|

|Divergence (MACD)| itp. Wedtug hipotezy rynkow efektywnych, nawet w wersji

stabej, stosowanie tej strategii nie powinno dawaé¢ ponadnormalnych zwrotow. Mi-
mo to, zdarzaja sie okresy, w ktorych pewne strategie dzialaja (nie dajac gwarancji

na dlugoterminows skutecznosé). Historyczne ceny sa udostepniane nieodplatnie
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przez wiele serwisow internetowych, a takze internetowe konta brokerskie, jednak z
pewnymi ograniczeniami. Zwykle jest to: niska rozdzielczosé czasowa (brak danych
ponizej 1 minuty), op6znienie (brak gwarancji dostarczenia danych nowszych niz
15 minut) oraz niepetna historia (brak dostepnych danych sprzed pewnej daty).
Dostep do danych lepszej jakosci najczesciej jest dodatkowo ptatny.

— Raporty finansowe spétek - Spotki notowane na gieldach papieréw wartoscio-
wych maja obowiazek regularnie (zwykle co kwartal) raportowaé¢ swoje wyniki fi-
nansowe. Sprawozdania te zawieraja miedzy innymi informacje o przychodach i
kosztach, wartosci posiadanych aktywow. Na podstawie tych wiadomosci mozliwe
jest ocenienie kondycji finansowej spotki. W wiekszosci przypadkéw data publikacji
raportu znana jest z gory, dlatego w tym dniu mozna oczekiwac silniejszych reakcji
inwestorow po konfrontacji oczekiwan wzgledem spotki z jej realnymi wynikami.
Inwestowanie w oparciu o dane z raportéw finansowych jest jedng z najczedciej
stosowanych metod obok analizy technicznej.

— Prospekty emisyjne - Emitenci papieréw wartosciowych publikuja prospekty emi-
syjne, czyli dokumenty zawierajace informacje na temat sytuacji finansowej spotki,
przewidywanego rozwoju, kondycji finansowej i potencjalnego ryzyka. Oprocz te-
go w prospektach emisyjnych znajduja sie tez opisy zakresu $wiadczonych ustug
lub oferowanych produktéw, a takze dane na temat zespotu zarzadzajacego firma.
Emitent informuje réwniez jak zostang wykorzystane zgromadzone srodki i jak pla-
nowane jest wyptacanie dywidend. Sg to informacje szczegdlnie cenne, gdy spotka
nie jest jeszcze notowane na gietdzie i trudno jest w inny sposéb oceni¢ potencjat
inwestycyjny.

— Prospekty informacyjne - Fundusze inwestycyjne sa zobligowane do publikowa-
nia prospektow informacyjnych, w ktérych opisuja miedzy innymi prawa uczestni-
koéw funduszu, warunkéw kupna i sprzedazy jednostek uczestnictwa, polityki inwe-
stycyjnej, ponoszonego ryzyka, a takze wysokosci optat i prowizji z uwzglednieniem
podziatu na rozne kategorie jednostek uczestnictwa. Oprocz tego, zawarte sa hi-
storyczne wyniki. W swojej funkcji prospekt informacyjny przypomina prospekt
emisyjny.

— Strony internetowe - Emitenci papierow warto$ciowych, czyli najczesciej spot-
ki i fundusze inwestycyjne, maja prawny obowiazek sktadaé¢ odpowiednie raporty,
jednak czesto publikujg wiele dodatkowych informacji na swoich stronach interne-

towych. Ze wzgledu na dobrowolnos¢ prowadzenia takich stron, najczesciej mozna
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znalez¢ na nich wiadomosci o sukcesach, nowych produktach, przejeciach konku-
rencji, itp. Mimo stronniczego zamieszczania informacji, monitorowanie oficjalnych
stron moze poméc w predykeji ruchéw notowan, zwtlaszcza przy ruchach w gore
spowodowanych korzystnymi zdarzeniami. Obecnie wiele firm decyduje si¢ réwniez
na prowadzenie profili w mediach spotecznosciowych, gdzie publikuja czesciej infor-
macje, a oficjalne strony stuza do publikowania bardziej formalnych wiadomogci.

— Raporty analitykéw - Domy maklerskie i fundusze inwestycyjne zatrudniaja za-
wodowych analitykow, ktorzy na podstawie biezacej sytuacji i posiadanych informa-
cji pomagaja swoim pracodawcom podja¢ decyzje inwestycyjne. Te rekomendacje
czesto sg publikowane i w zaleznosci od autorytetu oraz historycznych wynikow
analityka, moga mniej lub bardziej wptyna¢ na popyt pewnych aktywow. Nalezy
jednak uwzglednié¢, ze w wielu przypadkach domy maklerskie zarabiajg na prowi-
zjach od transakcji i rekomendacje ich analitykow moga by¢ nastawione na sztuczne
zwiekszenie zaangazowania inwestorow.

— Wiadomosci o tematyce finansowej - Monitorowanie wszystkich wydarzen o
tematyce finansowej jest praktycznie niemozliwe do zrealizowania przez pojedyn-
cza osobe. lloé¢ aktywéw na réznych rynkach (krajowych i zagranicznych) oraz
wydarzen, ktore ich dotycza i moga wptywaé na cene, jest tak duza, ze powstaly
specjalistyczne serwisy zajmujace sie wytacznie agregacja, interpretacja i publika-
c¢ja tych informacji. Poczatki tego typu serwisow siegaja jeszcze papierowych gazet,
obecnie coraz czesciej jednak wykorzystywany jest Internet. Znacznym utatwieniem
w wykorzystaniu takich informacji jest fakt, ze sa juz wstepnie przefiltrowane i
zinterpretowane. Najwiekszg wada jest opdznienie z jakim informacja dociera do
inwestora, poniewaz konieczny jest czas na zinterpretowanie jej i opisanie przez
autora artykutu.

— Wiadomosci o tematyce polityczno-gospodarczej - Serwisy informacyjne o
tematyce polityczno-gospodarczej czesto sa mocno powiazane z tymi o tematyce
finansowej (a czesto najwazniejsze dla inwestoréw informacje sa réwniez zawarte w
wiadomosciach finansowych). Zmiany prawa, podatkéw, relacje miedzy panstwami
(np. stan wojny), dziatania bankéw centralnych, itp. moga mieé olbrzymie znacznie
dla wycen aktywow na rynkach konkretnych panstw. Wiekszo$¢ tych informacji
rowniez jest dostepnych w portalach internetowych.

— Wiadomosci o tematyce ogdlnej - Informacje ogélne podawane przez donie-

sienia agencyjne posiadaja osobne dzialy na tematy finansowe i gospodarcze, ale
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mozna w nich znalez¢ réwniez recenzje oferowanych przez firmy ustug i produktow,
a takze plotki i skandale na temat cztonkéw zarzadu lub bardziej znanych pracow-
nikéw. Mimo niebezposredniego zwigzku z wycenami aktywow, moga wpltywaé na
sentyment inwestoréw, szczegodlnie detalicznych.

— Blogi - Mniej oficjalnym zZrodtem wiadomosci sg blogi 0séb zainteresowanych fi-
nansami. Przekazywana na nich wiedza czesto nie podlega zadnej weryfikacji i jest
mniej pewna, a opéznienie czesto jest wicksze niz w oficjalnych Zrédtach. Jednak
blogi, ze wzgledu na wicksze nastawienie na bezposrednia relacje autora tresci i jej
odbiorcow, moga lepiej stuzy¢ do badania sentymentu inwestorow.

— Fora i grupy dyskusyjne - W Internecie powstalo wiele kanatow do bezposred-
niej komunikacji w formie foréw i grup dyskusyjnych zrzeszajacych uzytkownikow
zainteresowanych konkretnym tematem. Czes¢ z nich jest publicznych, reszta wy-
maga logowania lub zaproszenia przez innego uzytkownika. W przeciwienstwie do
blogéw, uzytkownicy sg z zatozenia réwni sobie (nie ma autoréw i odbiorcow, jak w
przypadku np. blogéow). Dzigki takiej formie mozliwe jest prowadzenie dyskusji na
konkretny temat, bez dodatkowych wiadomosci z innych dziedzin (jak w komenta-
rzach na blogach i stronach internetowych). Ze wzgledu na duzy wzrost popularnosci
tego typu grup, ilosé¢ zrzeszonych uzytkownikoéw umozliwia organizacje manipulacji
rynkowej pump and dump, czyli zmowy polegajacej na sztucznym pompowaniu ceny
wybranego instrumentu finansowego i sprzedazy, kiedy zostanie juz wywindowana.
7, powodu braku kontroli problem ten obecnie dotyczy gltownie kryptowalut, np.
Dogecoin, ale réwniez zdarzaja si¢ przypadki manipulacji notowaniami spotek ak-
cyjnych, np. cena akcji spotki GameStop na przetomie 2020 i 2021 roku [114}|131].

— Media spolecznosciowe - Ze wzgledu na coraz wieksza ilo$¢ uzytkownikéw, w
Internecie zaczely powstawaé serwisy znacznie utatwiajace dostep i wymiane in-
formacji. Media spotecznodciowe powstaty jako ustugi do utrzymywania kontaktow
ze znajomymi, publikowanie zdje¢ i opinii. Z powodu prostoty uzycia przyciagne-
ty znacznie wiecej uzytkownikow niz grupy dyskusyjne i obecnie prawie zupetie
je wyparty. Media spotecznosciowe réwniez umozliwiajg tworzenie wieloosobowych
grup dyskusyjnych, wiec to wlasnie tam inwestorzy obecnie wymieniajg sie infor-
macjami. Obserwujac biezace trendy, mozna zauwazy¢ rowniez wzrost popularnosci
copy tradingu, czyli inwestowania bez zgtebiania potrzebnej wiedzy, lecz kopiowania
wszystkich operacji internetowego autorytetu. Platformy takie jak eToro pozwalaja

prowadzi¢ copy trading w catkowicie automatyczny sposob.
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— Insider trading - Dos$¢ kontrowersyjna metoda inwestowania bylo wykorzysty-
wanie informacji niedostepnych publicznie. Osoby zatrudnione w spétkach notowa-
nych na gietdzie czesto posiadajg dostep do doktadniejszych informacji niz tylko te,
ktore zostaly opublikowanie w Internecie. Ze wzgledu na umowne zakazy osobiste-
go inwestowania w spotki, o ktérych posiadaja wiedze, insiderzy przekazuja swoje
informacje rodzinie, znajomym, politykom. Wiele instytucji nadzoru finansowego
bardzo starannie zwalcza wszelkie przejawy tego typu dzialalnosci, jednak istnieja

argumenty za zezwoleniem na insider trading, np. [30].

Obecnie Internet jest najbardziej powszechnym i najchetniej stosowanym przez in-
westorow instytucjonalnych i detalicznych Zrédtem wiedzy. Ilosé, jako$¢ i szybkosé,
z jaka moga by¢ przesytane informacje, jest najwieksza do tej pory w poréwnaniu z
historycznymi jej zrédtami. Poza tym, w tatwiejszy sposéb mozna osiggnaé¢ dostep do
historycznych danych. Efektem jest osigganie coraz silniejszej efektywnosci przez rynki.
Zwtaszcza rozwdj mediow spotecznosciowych przyczynit sie do rozpowszechnienia inwe-
stowania gietdowego wéréd mtodego pokolenia. W 2017r. Agarwal S. i in. opublikowali
prace, ktora w zbiorczy sposob podsumowuje literature na temat wptywu internetowych
zrodel informacji na zachowanie inwestoréw na gietdach papieréw wartosciowych [2].

Szybkos¢ przesytu informacji jest poréwnywalna z szybkoscig Swiatta, a wiec o re-
akcji decyduje czas potrzebny na zinterpretowanie wiadomosci i podjecie decyzji. Czas
reakcji zalezy rowniez od tego czy wiadomosci byty oczekiwane (np. zaplanowane z
géry ogloszenie wynikéw finansowych), czy nieoczekiwane (niespodziewane wydarzenia
polityczne, wychodzace na jaw skandale) i moze wynosi¢ od 1 do 20 minut. Oprécz
poczatkowych efektow propagacja informacji ma rowniez skutki dtugofalowe, ktére
powoduja pdzniejsze zmiany ceny (np. jej powrdt lub kontynuowanie trendu) przez

kolejnych kilkadziesiat minut do kilku dni.

1.3. Wplyw informacji na decyzje inwestorow

W niniejszym podrozdziale opisano, w jaki sposéb pojedynczy inwestor interpretuje
informacje i jak wplywajg one na jego proces decyzyjny w inwestowaniu. Natomiast
podrozdziat przedstawia wptyw informacji na zachowanie sie calych rynkéw, a
zatem efektu decyzji wielu agentow tworzacych te rynki.

W duzym uproszczeniu - naptywajace wiadomosci o instrumentach finansowych

(lub ich emitentach) mozna podzieli¢ na trzy kategorie: dobre, zle i neutralne. Dobre
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powoduja wzrost popytu i spadek podazy, zte odwrotnie, zas neutralne nie wywotuja
zmian. Nie kazda informacja ma jednakowo duza wage, zatem jej wplyw moze by¢
rozny, a zroznicowane horyzonty inwestycyjne podmiotow powoduja, ze ich reakcje
na te same wiadomosci sg inne. Krotkotrwate spadki lub problemy finansowe spotek
moga nie by¢ wystarczajace do sprzedazy udzialow przez podmioty lokujace kapital na
kilkanascie lub kilkadziesigt lat. Cena rynkowa ustalana jest przez catkowity popyt i
podaz, zatem decyduje o niej nastawienie ogotu inwestoréow. Nie ma wigc koniecznosci
oceniania w jaki sposdb dana informacja zostanie odebrana przez kazdego inwestora
z osobna, aby prognozowa¢ cene. Wyjatkowo istotny jest réwniez ogodlny stan gospo-
darki, historyczne ceny aktywow oraz ostatniej wydarzenia. Surowe dane zawarte w
wiadomosciach zamieniaja sie w wartosciowe informacje dopiero, gdy mozna podac ich
kontekst [37,|128].

Dwie popularne kategorie metod podejmowania decyzji to: analiza fundamentalna i
analiza techniczna. Podstawowym zatozeniem analizy technicznej jest brak konieczno-
Sci uwzgledniania jakichkolwiek informacji innych niz szereg czasowy ceny instrumentu
finansowego, poniewaz wszystkie istotne informacje, ktére maja na nig wptyw, sa juz w
niej uwzglednione. Na podstawie ceny wyliczane sa tzw. wskazniki analizy technicznej,
w wielu przypadkach oparte o arytmetyczne i wyktadnicze Srednie ruchome réznej
dhugosci, wskazniki sity trendu. Popularne jest rowniez wykorzystanie réznego typu
wykreséw: liniowych i $wiecowych. Gléwnym celem analizy technicznej jest poszuki-
wanie powtarzajacych si¢ wzorcoéw, ktore pozwalaja przewidzie¢ przyszte wzrosty lub
spadki. Zastosowanie odpowiednich wskaZnikow, formacji $wiec i innych wzorcéw maja
pozwoli¢ na algorytmiczne podejscie do procesu decyzyjnego. Oznacza to nie poleganie
na inwestowaniu ”uznaniowym” oraz ma zapobiec poddawaniu sie emocjom panujacym
na rynkach lub wynikajacych z biezacych wydarzen, co uzytkownicy analizy technicz-
nej czesto zarzucaja zwolennikom analizy fundamentalnej. Mimo to analiza techniczna
wcigz pozostawia duze pole do wlasnych interpretacji, np. dobér odpowiednich para-
metréw liczbowych dla wskaznikow lub wzrokowe rozpoznawanie formacji $wiec |136].

Analiza fundamentalna zwykle odnosi sie do akcji spotek (rzadziej innych instru-
mentéw finansowych) i zgodnie ze swoja nazwa, pozwala na zbadanie ”fundamentéw”
aktywa, czyli caloSciowej sytuacji ekonomicznej emitentéw. Stosujac rézne metody, do-
konuje sie tez wyceny spotki na podstawie dostepnych bilanséw ksiegowych. W analizie
fundamentalnej uwzglednia sie takze wiele dodatkowych czynnikéw: informacje zawarte

w prospektach emisyjnych, raporty finansowe spotek, wyptacane w przesztosci dywi-
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dendy, analizy rynkowe czy sytuacje makroekonomiczne. Wynikiem przeprowadzonej
analizy jest poréwnanie czy wycena spoiki jest nizsza niz jej cena gietdowa (wéwcezas
spo6tke uznaje sie za "niedowartosciowana” i w najblizszej przysztosci mozna spodzie-
waé sie wzrostu cen jej akcji), czy wyzsza (woéwczas pojawia si¢ sytuacja odwrotna).
Nalezy zauwazy¢, ze sposob wiaczenia wszystkich dodatkowych informacji do modelu
wyceny nie zawsze jest Scisty, wiec mimo wykorzystania wiekszej ilosci informacji, niz
w analizie fundamentalnej, otrzymane prognozy niekoniecznie sg lepsze.

Analiza techniczna i fundamentalna czesto sg postrzegane jako przeciwstawne po-
dejscia i wielu inwestoréw, zwtaszcza detalicznych, wykorzystuje tylko jedna z nich.
Mimo to istnieja sposoby taczenia obu technik - np. przy pomocy analizy fundamen-
talnej dokonuje si¢ wyboru spoétek, zas przy pomocy analizy technicznej generowany
jest sygnal kupna i sprzedazy akcji.

Stosujac systematyczne podejscie analizy technicznej i fundamentalnej, inwestorom
nie zawsze udaje sie wytrwac¢ w zamierzonej strategii. Ze wzgledu na stale zmieniajace
si¢ otoczenie gospodarcze, polityczne i rynkowe, do uczestnikéw rynku calty czas napty-
wajg wiadomosci o nowych wydarzeniach, ktore moga zawazy¢ na wyniku inwestycji.
Zwtaszcza negatywne wiadomosci wywierajg silny wpltyw na podejmowane decyzje, w
skrajnych przypadkach wywohlujac strach i panike. Czesto silna reakcja na wyjatkowo
negatywne (ale i pozytywne) wiadomosci wywoluje zachowania stadne wsrdd uczestni-
kéw rynkow, tym samym pogtebiajac spadki (lub wzrosty) do pozioméw nieadekwat-
nych do waznosci powodujacych je wydarzen. Dopiero po dtuzszym czasie (godzinach,
dniach), ceny instrumentéw finansowych powracaja do odpowiednich pozioméw. Tego
typu zjawiska opisuja finanse behawioralne [35]/184].

Finanse behawioralne to dziedzina nauki, ktora bada zachowania inwestoréw przy
pomocy narzedzi stosowanych w psychologii. W przypadku proby opisu procesu decy-
zyjnego pojedynczego uczestnika rynku, nie zawsze mozna przyjac, ze jego zachowanie
jest w pelni racjonalne. Przyczyna nieracjonalnosci sg behawioralne aspekty podejmo-
wania decyzji inwestycyjnych. Okolicznosci (uwarunkowania) majace wptyw na proces
decyzyjny mozna podzieli¢ na poznawcze i motywacyjne. Uwarunkowania poznawcze
to ograniczenia percepcji cztowieka przy nadmiarze informacji. W takich sytuacjach
ludzie bazuja na uproszczonych modelach rzeczywistosci, w ktorych czesto postuguja
sie doswiadczeniami z przesztosci, niekoniecznie majacymi zastosowanie w zaistniatej
sytuacji. Uwarunkowania motywacyjne to miedzy innymi efekt pewnosci (wybieranie

pewnego zysku, nawet jesli jego warto$é¢ oczekiwana jest nizsza niz zysku niepewnego),
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awersja do ryzyka w czasie osiagania zyskow i sktonnos¢ do ponoszenia nadmiernego
ryzyka w czasie ponoszenia strat.

Przeciwdziatanie uleganiu uwarunkowaniom poznawczym jest mozliwe, lecz wyma-
ga do$wiadczenia i odpowiedniej edukacji. Z tego powodu uwarunkowaniom czesciej
(lecz nie jedynie) ulegaja inwestorzy indywidualni. W przypadku inwestoréw instytu-
cjonalnych pojawiaja sie takie uwarunkowania jak: nadmierna pewnosé siebie (wynika-
jaca z przeceniania swoich umiejetnosci), efekt stadny i podazanie za decyzjami innych
profesjonalnych inwestoréw.

Wszelkie nieracjonalne zachowania wigkszych grup uczestnikow rynku prowadza
do anomalii rynkowych: efekty kalendarzowe (np. tzw. efekt stycznia, rajd Swietego
Mikotaja), nadreaktywnos¢ i subreaktywnos$¢ rynku w obliczu niektérych wydarzen,
mozliwos¢ wykorzystywania strategii momentum (istnienie dtugookresowych trendéw).
Nieracjonalno$¢ pojedynczego inwestora nie bytaby w stanie znaczaco i dtugotrwale
zmienié¢ poziomu cen, ale podobne ograniczenia dotycza (w réznym stopniu) wszystkich
uczestnikow rynku, przez co ich efekty kumuluja si¢. W rezultacie rynki w krétkich
okresach mogg by¢ nieefektywne.

Jedna z metod symulacji i przewidywania efektéw zachowan pojedynczych inwe-
storow na zjawiska wystepujace na rynkach jest modelowanie agentowe. Podejscie to
polega na tworzeniu symulacji sktadajacych sie z wielu autonomicznych agentéow i in-
terakcji, jakie miedzy nimi zachodza. Dzigki oddolnemu spojrzeniu na oddzialywania
agentoOw na siebie, mozliwe jest odtworzenie zjawisk rynkowych w skali makro, ktére
nie musza pomijaé¢ takich niuanséw, jak na przyktad nieracjonalne zachowania. Liczba
inwestoréw na gietdzie jest stosunkowo duza, zatem zbudowanie symulacji z odpowied-
nig liczba agentéw bylo mozliwe dopiero przy uzyciu komputeréw. Potwierdzeniem
poprawnosci zbudowanego modelu jest mozliwos¢ odtworzenia historycznych zdarzen
gieldowych oraz przebiegi cen (i ich statystyki) odpowiadajace tym obserwowanym w
rzeczywistosci [182].

Pierwszym wieloagentowym modelem gietdy byta symulacja zaproponowana przez
Kima G. i Markowitza H. w 1989 roku [104]. Model ten zaktada istnienie dwoch ty-
pow uczestnikéw gietdy, przy czym kazdy z nich posiada czes¢ kapitatu w gotdwcee,
a czes¢ w akcjach. Typ pierwszy dazy do rebalansowania swojego portfela tak, aby
zawsze potowa srodkéw byta ulokowana na gietdzie, zas typ drugi utrzymuje srodki w
stosunku gwarantujacym ustalony minimalny kapital koncowy. Poza tym kazdy agent

rozpoczyna symulacje z jednakowym kapitatem poczatkowym i nie otrzymuje zadnych



Rozdzial 1. Informacja na rynkach finansowych oraz jej wykorzystanie... 41

dodatkowych informacji poza aktualna ceng akcji. Mimo prostoty modelu, otrzymane
wyniki pozwalajg badaé¢ destabilizujacy wptyw hedgingu portfolio.
Jedne z pierwszych najbardziej istotnych modeli zachowan gietdowych korzystaja-

cych z podejscia agentowego to m.in.:

— wymieniony wcze$niej model Kima-Markowitza,

— ekonofizyczne podejscie Levy’ego M., Levy’ego H. i Solomona S. zaktadajace inte-
rakcje agentow maksymalizujacych swoje indywidualne funkcje uzytecznosci, ktore
w efekcie daja okresowe zmiany cen przy pewnych konfiguracjach,

— kolejny model stworzony przez Solomona, Levy’ego i Huanga, czyli proba symulacji
dystrybucji bogactwa miedzy agentami, przypominajacy model drapieznik-ofiara,
stosunkowo dobrze odtwarza fluktuacje cen, ale nie do konica poprawnie samg dys-
trybucje bogactwa,

— dwa modele (Conta-Bouchauda i Solomona-Weisbucha) wykorzystujace teorie per-
kolacji kolejno w finansach i marketingu.

— model Luxa-Marchesi’ego - symulacja spekulacyjnego zachowania, w ktérej udaje

sie wygenerowa¢ zjawisko banki spekulacyjnej.

Modele te zostaly zbiorczo opisane i poréwnane przez Samanidou E. i in. w 2007
roku [159]. Jednym z wnioskéw plynacych z tej publikacji jest silna specjalizacja kaz-
dego z podejs¢. Tlosé réznych zachowan rzeczywistych uczestnikow rynku jest niemal
niemozliwa do uwzglednienia, a w efekcie otrzymane symulacje poprawnie odtwarzaja
niektore zjawiska w skali makro, kosztem doktadnosci odtworzenia innych.

Rozwoj komputerow pozwala na skuteczne tworzenie coraz bardziej ztozonych agen-
tow uzywanych w symulacjach. W 2018 roku Llacy B. i Peffer G. opublikowali prace,
w ktérej opisali uzycie agentow korzystajacych z "realistycznych strategii” |119]. W
zaproponowanym modelu uwzgledniajg gielde papieréw wartosciowych z wieloma roz-
nymi instrumentami oraz dwa typy agentéw: inwestujacych na podstawie analizy fun-
damentalnej oraz inwestujacych na podstawie analizy technicznej. Parametry strategii
stosowanych przez agentéw umozliwiaja wieloparametrowa kalibracje. Osiagniete rezul-
taty to dobre odtworzenie przebiegéw cen i ich parametrow, na przyktad grube ogony
rozktadow stop zwrotow. Praca ma znaczacy wktad w metody walidacji agentowych
modeli rynkéw kapitatowych.

Modele agentowe umozliwiaja ”oddolne” symulowanie zachowania inwestorow, jed-

nak ostatecznie to catosciowy popyt i podaz ustalajg cene. Metoda zbiorczego poréw-
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nania nastawienia inwestorow do konkretnych aktywéw lub ich grup, z pominigciem
szczegbtowego zglebiania stosowanych przez nich indywidualnie strategii oraz nieracjo-
nalnych zachowan, jest analiza sentymentu rynkowego. Sentyment inwestoréw to ich
ogélne nastawienie (pozytywne, negatywne lub neutralne), ktére moze objawiaé sie
zmianami cen, wzmozong objetoscig handlu, a takze trescig publikowanych tresci w
Internecie - gtdwnie na blogach, grupach dyskusyjnych i w mediach spotecznosciowych.
Doktadne zmierzenie sentymentu jest trudne, poniewaz wynika ono z subiektywnych
odczué¢ inwestorow, a niekoniecznie obiektywnej oceny sytuacji.

Badania sentymentu inwestorow zostaly zainspirowane pojawiajaca sie na rynkach
anomalig nad- i subreaktywnoscia na pewne typy wiadomosci. Barberis N. et al. w 1998
roku opracowali model cen aktywéw uwzgledniajacy sentyment uczestnikéw rynku [6].
Ich podejscie zostato zwalidowane symulacjami, w ktorych z sukcesem generowali prze-
biegi cen o parametrach zblizonych do rzeczywistych. Wedtug ich modelu inwestorzy
reaguja zbyt silnie na wiadomosci o zdarzeniach, ktére nie miaty dotad miejsca (wia-
domosci anormalne), a zbyt stabo na ten sam typ czesto pojawiajacych sie wydarzen
(publikacja wynikéw finansowych, wyptaty dywidend).

Badanie sentymentu rynkowego w zautomatyzowanej formie przy uzyciu narzedzi
NLP do analizy wypowiedzi inwestoréw w serwisach internetowych zaczeto sie rozpo-
wszechnia¢ wraz z rozwojem technik przetwarzania jezyka naturalnego. Antweiler W. i
Frank M. Z. w 2004 roku opublikowali prace na temat ekstrakcji opinii i ,wiedzy ttumu”

z grup dyskusyjnych [4]. Podejscia te zostaly doktadniej opisane w podrozdziale .

1.4. Ekonometria finansowa a informacje na rynkach

finansowych

Ekonometria to wykorzystanie statystyki matematycznej do badania i rozwigzywa-
nia probleméw ekonomicznych. W celu przedstawienia jakiego$ zagadnienia, ekonome-
trycy tworzg model matematyczny danego zjawiska, ktory jak najdoktadniej odwzo-
rowuje dane. Specyfikg ekonometrii finansowej jest modelowanie szeregdéw czasowych,
zas$ badane wartosci opisane sg najczesciej przez zmienne losowe. W wyniku powstaje
zatem model stochastyczny zjawiska.

Ekonometria finansowa skupia sie gléwnie na modelowaniu przebiegu cen aktywow
w czasie. W ogdlnosci mozna przyjac, ze celem modelowania jest znalezienie odwzoro-

wania f danego wzorem (1.2
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f(Peia|€), (1.2)

gdzie Py jest cena aktywa w kolejnym okresie t + 1, a €2; wszelkimi informacjami
posiadanymi w biezacym okresie ¢ [143].

Ekonometria finansowa umozliwia modelowanie juz na podstawie informacji wy-

tacznie o historycznych cenach, np. wykorzystujac [autoregresyjny zintegrowany model|

isredniej ruchomej - ang. Autoregressive Integrated Moving Average (ARIMA)|1 [uogdl-|

miony model autoregresyjny z warunkowa heteroskedastycznoscia - ang. Generalized

|Autoregressive Conditional Heteroscedascity (GARCH)| Rzadko jednak wykorzystywa-

ne sg bezwzgledne wartosci cen instrumentow. Podstawowymi wielko$ciami uzywanymi

w ekonometrii finansowej jest stopa zwrotu opisana wzorem:

Py — P,
) 2 P e —_ 1.3
t+1 .Pt ) ( )
lub, ze wzgledu na wygodniejsze modelowanie, logarytmiczna stopa zwrotu
P
Ttr1 = n tP+1 = ln(l + Rt-i—l)‘ (14)
t

Poza stopami zwrotu bardzo istotna jest miara ryzyka zwiazanego z danym instru-
mentem. Najczesciej stosowane miary to Wariancja@i odchylenie standardowe @ dane

wzorami i[L6k

o2 — S (B — R)?
T—-1 ’

(1.5)

o= Vo2, (1.6)

gdzie R jest $rednig arytmetyczng wszystkich stop zwrotu w szeregu, a 7T liczba roz-
wazanych stop zwrotu.

Najprostsze modele (jednej zmiennej) bazuja wyltacznie na historycznych obserwa-
cjach szeregdw czasowych, ktoére staraja sie przewidzie¢. Bardziej ztozone podejscia
pozwalaja pracowaé z wieloma zmiennymi w ramach jednego modelu - moga to by¢
modele wielor6wnaniowe (zawierajace kilka zmiennych objasniajacych, w tym zmien-
ne egzogeniczne), a takze takie z wieloma zmiennymi objasnianymi. Wéwczas modele
wykorzystujg rachunek wektorowy.

Uzycie informacji zawartej wylacznie w szeregu czasowym historycznych cen in-
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strumentéw pozwala na estymowanie modeli prognozowania na wiele sposobéw, przy
czym zamiast cen, uzywane sg logarytmiczne stopy zwrotu. Jednym z podstawowych
podejsé jest model [ARIMA] czyli model procesu niestacjonarnego w zakresie warian-

cji oraz funkcji kowariancji lub jego odmiana uwzgledniajaca sezonowos¢: [sezonow

lautoregresyjny zintegrowany model sredniej ruchomej - ang. Seasonal Autoregressivel

|[ntegrated Moving Average (SARIMA)| Szczegdlnym przypadkiem w tej klasie modeli,
jest model btadzenia losowego [143].

Oprécz modeli prognozowania przysztych wartosci szeregéw czasowych, mocno roz-
winieta jest réwniez klasa modeli zmiennosci. Zmienno$¢ ma bezposrednie przetozenie
na ryzyko inwestycji, dlatego jest to wyjatkowo istotna klasa modeli. Obserwowanie
proceséw finansowych z duzg czestotliwodcia pozwala zauwazy¢ wystepowanie okreséw
z wigksza zmienno$cig cen, jak i z mniejszymi fluktuacjami. Wobec tego zaltozenie statej

wariancji warunkowej procesu stochastycznego nie pozwoli na skuteczne modelowanie

w krotkich okresach. Engle R. w 1982r. zaproponowal model autoregresyjny z warunko-|

iwa heteroskedastycznoscia - ang. Autoregressive Conditional Heteroscedascity (ARCH)|,

ktory dobrze opisuje finansowe procesy stochastyczne uwzgledniajac: zmienng w czasie

wariancje, skupianie danych oraz grube ogony rozktadow . W 1986r. Bollerslev T. w

swojej publikacji przedstawil uogélniong wersje tego modelu: uogolniony model autore-|

leresyjny z warunkows heteroskedastycznoscia - ang. Generalized Autoregressive Condi-

[tional Heteroscedascity (GARCH)] ktora jeszcze lepiej opisuje procesy finansowe [12].
Bardziej szczegétowo modele [ARIMA] i [GARCH] zostaly opisane w rozdziale [2.1]

Jednym z podejs$¢ ekonometrii finansowej do poprawienia skutecznosci prognoz byto

wlaczenie wiadomosci tekstowych, na ktérych bazuja inwestorzy w swoich decyzjach.
Ze wzgledu na catkowicie odmienng strukture tekstu pisanego dla zywego odbiorcy,
konieczne okazalo sie wstepne przetworzenie tekstu w sposob czytelny dla modeli ma-
tematycznych.

Zdecydowana wiekszos$¢ modeli szeregéw czasowych polega na probkowaniu o statej
czestotliwodci, przez co wlaczenie informacji pochodzacych z wiadomosci gietdowych
jest utrudnione. Wiadomosci tekstowe napisane dla zywych odbiorcéw cechuja sie nie-
jednorodna dlugoscig i objetoscia zawartych informacji. Rowniez ich waga dla mode-
lowanego szeregu moze by¢ rézna. 7Z tego powodu klasyczne metody ekonometryczne
opieraty si¢ dotad gtéwnie na prostych metrykach, takich jak ilos¢ wiadomosci w czasie
lub analiza sentymentu inwestoréw z wykorzystaniem wytacznie stéw kluczowych w

nagltoéwkach.
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Jednym z podstawowych pytan zwigzanych z analizg tekstowych wiadomosci, na
ktore moze odpowiedzie¢ ekonometria finansowa, jest: jak szybko ceny aktywow reaguja
na pojawienie sie nowych informacji? Istotnym czynnikiem jest zaskoczenie inwestorow.
Jezeli w okre$lonym terminie ma pojawi¢ si¢ wazna informacja, np. publikacja wynikéw
finansowych, uczestnicy rynkoéw sa przygotowani na reakcje. Nawet jesli nie znajg tresci
wiadomos$ci wezesniej, moga mie¢ przygotowane strategie na rézne okolicznosci. W
takim przypadku wpltyw wiadomosci bardzo szybko znajduje swoje odzwierciedlenie
w cenach. Czas propagacji znajduje si¢ w zakresie 1-15 minut, co zostato zbadane w
wielu publikacjach, miedzy innymi przez Patell J. i Wolfson M. w 1984 dla gietd NYSE
i AMEX [148|, Jennings R. i Starks L. w 1985 dla gietdy NYSE [97], Louhichi W. w
2008r. dla gieldy Euronext Paris [121]. Powyzsze prace skupiaja sie nie tylko na czasie
reakcji inwestoréw, ale rowniez trajektorii ceny w czasie, poniewaz nie wszyscy reaguja
w jednakowym momencie, a ksztalt krzywej nie jest odpowiedzig skokows.

W przypadku niespodziewanych wiadomosci reakcja uczestnikéw gietdy moze byé
znaczaco dtuzsza. Brooks R. et al. w 2003r. opisali, w jaki sposéb ceny instrumentéw
finansowych notowanych na NYSE i AMEX reaguja na wydarzenia, ktore nie byty
oczekiwane [15]. Do swojej analizy recznie wybrali wydarzenia, ktére nie mogly byé
z gory przewidziane, majace negatywny wplyw na spoétki, takie jak wyciek ropy z
tankowca Exxon Valdez w 1989, katastrofy lotnicze, wybuchy fabryk lub nagta Smier¢
CEO. W celu kontroli czy stopy zwrotéow z akcji spotki dotknietej wydarzeniem fak-
tycznie sa anormalne, autorzy poréwnujg je ze stopami zwrotu z akcji bezposrednich
konkurentéw w tym samym czasie. Wedlug ich rezultatow czas zmian jest znaczaco
dhuzszy - niespodziewane wydarzenia zaburzaja trajektorie cen aktywéw nawet przez
120 minut od ich wystapienia. W ciagu pierwszych 3 minut badacze nie zaobserwowali
zmian w zawieranych transakcjach, nastepnie cena drastycznie spada przez 15-20 mi-
nut. Kolejnych 100 minut rézni sie dla wybranych wydarzen. W niektorych przypadkach
nastepuje powr6t do Sredniej, w innych dalsze (lecz wolniejsze) pogtebianie spadkéw.
Informacje o tego typu wydarzeniach maja wpltyw nie tylko na ceny, lecz réwniez ilos¢
zawieranych transakcji.

[stnieje duza, widoczna roéznica w zachowaniu inwestoréw w ciggu pierwszych go-
dzin handlu po niespodziewanym ogloszeniu wyptaty dywidend, wzgledem sytuacji,
gdy publikacja tych informacji jest w z goéry okreslonym momencie. Powodem jest
uwzglednienie oczekiwanych dywidend w cenach juz wczesniej, nawet jesli doktadne

informacje jeszcze nie sa znane. W 2006r. Graham et al. opisali w swojej publikacji po-
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roOwnanie reakcji uczestnikéw rynku na oczekiwane i nieoczekiwane ogtoszenia wyptat
dywidend [72]. W badaniach postuguja si¢ dwiema grupami spétek notowanych na giet-
dzie NYSE: pierwsza publikuje informacje na temat dywidend regularnie co kwartatl,
druga informuje inwestorow nieregularnie i bez wczes$niejszych zapowiedzi. Praca skupia
sie gtownie na ilosci transakcji, zmienno$ci i spreadach cen w poblizu czasu ogloszenia
wiadomosci o dywidendach. W przypadku znanej wczesniej daty ogtoszenia dywidend,
zwiekszona aktywno$¢ ma miejsce jeszcze przed wlasciwa publikacja informacji. Jest
to wynik spéjny z rezultatami pracy Barberisa N. et al z 1998 roku [6].

Na zachowanie cen ma jednak wptyw nie tylko moment publikacji wiadomosci (spo-
dziewany lub niespodziewany), lecz takze informacje w nich zwarte, ktére moga by¢
normalne lub anormalne. Przy wspotczesnej ilosci tresci publikowanych w Internecie,
wiekszos¢ to parafraza oryginalnych wiadomosci, przetwarzana przez kolejne serwisy;
mato istotne plotki o produktach lub zarzadach firm, a czasem nawet celowa dez-
informacja. Oryginalne wiadomosci, ktore dostarczaja inwestorom nowe informacje,
zdarzaja sie stosunkowo rzadko. Praca Glassermana P. i Mamayskyego H. z 2019 roku
analizuje sentyment zawarty w wiadomosciach przy uzyciu podstawowych technik [NLP]
(n-gramoéw na poziomie catych stéw) [65]. Autorzy testuja jaki wktad do entropii maja
n-gramy pojawiajace si¢ w wiadomosciach finansowych, a przez to wzrost fluktuacji cen

instrumentow na gietdzie NYSE. Estymowana jest m.in. realizowana zmiennos¢ indeksu

S&P 500 oraz indeks VIX i sentyment wiadomosci wykorzystujac fmodel wektorowe]|

lautoregresji - ang. Vector Autoregression model (VAR )| Dzigki temu podejsciu mozliwe

byto stworzenie modelu oceniajacego anormalnosé pojawiajacych si¢ wiadomosci.

Nieco odmienne podejscie prezentuje Lee S. w publikacji z 2009 roku [111]. Jej ba-
dania procesu stochastycznego opisujacego stopy zwrotu nie odnosza si¢ do konkretnej
tresci zawartej w wiadomosciach o wydarzeniach dotyczacych spétek, wiadomosciach
makroekonomicznych, wiadomosciach o wyptatach dywidend lub wynikajacych z ana-
lizy technicznej, ale do samego procesu nadchodzacych informacji, ktore ksztattuja
ceny. Zaproponowany model umozliwia predykcje okresow ze zwiekszonym prawdopo-
dobienstwem skokdéw stop zwrotéw. Jest on opisywany przez proces dyfuzji skokowe;j
sktadajacy sie z procesu Browna i dodatkowego komponentu, opisujacego skoki pro-
cesem Poissona. Otrzymany model pozwala na wykorzystanie go nawet na danych o
czestotliwosci wickszej niz dzienna.

Wykorzystanie wiadomos$ci dotyczacych partneréow i konkurencji spotki w progno-

zowaniu cen jej akcji nie podnosi znaczgco skutecznosci modeli. Chua C. i Tsiaplias S.
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zbadali wplyw nadchodzacych wiadomosci na wyceny akcji spétek, uwzgledniajac jed-
nak efekty nie tylko dla firm, ktérych informacje dotycza, lecz takze ich konkurencji i
partneréw [26]. Do opisu naptywu anormalnych wiadomosci uzyty zostal wielowymia-
rowy model Poissona, a do opisu wiadomosci normalnych (typowych) wielowymiarowy
model [GARCHI

Duzym wyzwaniem dla ekonometrii finansowej w ciggu ostatnich lat bylo opisy-
wanie zjawisk postugujac sie danymi o coraz wyzszej czestotliwosci. Dla dziennych
szeregow czasowych mozliwe jest modelowanie stop zwrotow. W przypadku danych
intraday (o czestotliwosci wiekszej niz dzienna) wiekszosé podejsé pozwalato na sku-
teczne prognozowanie jedynie zmiennosci stop zwrotu, jednak zaczety pojawiac sie
rowniez metody dla samej wartosci stop zwrotu. Wiele z nich wykorzystuje informacje
zawarte w wiadomosciach jako zmienne egzogeniczne, jednak istniejg réwniez rozwiaza-
nia wykorzystujace jedynie szeregi czasowe cen, np. analiza funkcyjna skumulowanych
dziennych zwrotéw Kokoszki P. i Zhanga X. [10§]. Modele te zostaly przedstawione w
rozdziale 2

Wykorzystanie najnowszych technik NLP do ekstrakcji informacji zawartych w
wiadomosciach pojawiajacych sie w Internecie, a nastepnie uzycie tych dodatkowych
przestanek do poprawy predykcji szeregow czasowych o wyzszej czestotliwosci to luka

badawcza, ktora niniejsza praca stara sie¢ wypehic.

1.5. Podsumowanie

Wiegkszo$¢ wspolezesnych gospodarek to gospodarki rynkowe. Jednym ze szczegél-
nych typow rynkow jest rynek finansowy, ktérego nadrzednym celem jest uniezaleznie-
nie konsumpcji od posiadanego w danym momencie kapitatu. Przedmiotem handlu sa
ogblnie rozumiane instrumenty finansowe, za$ uczestnikami emitenci, inwestorzy oraz
instytucje posredniczace, regulujace i organizujace ten rynek.

W niniejszej pracy szczegdlnie istotny jest sposob, w jaki powstajg i przeptywaja
informacje na temat wydarzen na rynkach finansowych. Najwczesniejsze metody pro-
pagowania wiadomosci to przekaz ustny, tekst drukowany i telefon, jednak wspotczesnie
najczesciej wykorzystywany jest Internet. Przekazywane tresci dotycza historycznych
cen aktywow, raportow finansowych spotek, wiadomosci o tematyce finansowej. Sa to
takze wpisy w mediach spotecznos$ciowych i na blogach. Hipoteza rynku efektywnego,

w zaleznosci od przyjetej sity, mowi, ze informacje natychmiast znajduja odzwiercie-
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dlenie w cenach instrumentéw, jednak fizyczna realizacja sprawia, ze rynki bywaja
nieefektywne nawet przez kilkadziesigt minut.

Nowe informacje wywierajg wplyw na decyzje inwestoréw - niespodziewane nega-
tywne wiadomosci czesto wywotuja gwattowne i szybkie spadki. W przypadku wiado-
mosci pozytywnych zachodzi podobny efekt, lecz o mniejszej sile. Zachowania pojedyn-
czych inwestorow sg przedmiotem badan modelowania agentowego.

Szybka i automatyczna analiza pojawiajacych sie na biezaco wiadomosci o tematy-
ce finansowej moze umozliwi¢ wykorzystanie nowych informacji, zanim zrobig to inni
uczestnicy rynku. Niniejsza praca skupia si¢ na zbadaniu mozliwo$ci wykorzystania
technik przetwarzania jezyka naturalnego w celu zwigkszenia skutecznosci pro-
gnozowania notowan gietdowych poprzez wlaczenie do modeli informacji zawartych w
wiadomosciach, zanim zostang one odzwierciedlone w poziomach cen.

W rozdziale [2| opisane zostaly metody modelowania finansowych szeregdéw czaso-
wych. Rozdzial 3 przedstawia przeglad wspoétezesnych technik NLP| Proponowana me-
todologia potaczenia tych dwoch podejs$é opisana zostata w rozdziale [4], za$ otrzymane

przy jej pomocy wyniki znajduja sie w rozdziatach [5] i [6]



Rozdzial 2

Modelowanie i prognozowanie
jednowymiarowych finansowych szeregéw

czasowych

Mozliwos¢ przewidzenia zachowania si¢ cen na gietdach papieréw wartosciowych jest
jedna z najbardziej pozadanych przez inwestoréw i badaczy umiejetnosci. Doktadna
prognoza umozliwia swiadome alokowanie swojego kapitatu i stworzenie bardziej sku-

tecznych strategii inwestycyjnych. Bardzo popularna klasg modeli stuzaca do prognoz

stop zwrotu w czasie jest jautoregresyjny model sredniej ruchomej - ang. Autoregressive]

|Moving Average (ARMA)| Jest on zwykle wykorzystywany w potaczeniu z modelem
zmiennosci klasy [GARCH] dajac w efekcie model klasy [ARMAGARCH) opisany w

podrozdziale 2.1 Wsp6tczesnie coraz czedciej uzywane sa rowniez modele uczenia ma-

szynowego przedstawione w podrozdziale

[stniejg rowniez wielowymiarowe modele finansowych szeregéw czasowych, ktore
jednak nie beda rozwazane w niniejszej pracy ze wzgledu na wyjatkowo duza ztozonos¢
obliczeniowa przy zatozonej czestotliwosci prébkowania. Ich szczegdétowy opis mozna

znalez¢ m.in. w publikacjach Engle R. [50] oraz Pajor A. [145].

2.1. Modele klasy ARMA-GARCH

Jednym z podstawowych i jednocze$nie najbardziej popularnych narzedzi anali-
zy finansowych szeregéw czasowych w ekonometrii finansowej sa modele klasy [AR]
IMAHGARCH] Modele tej klasy skladaja sie ze struktury [ARMA] ktéra opisuje warun-
kowa warto$¢ oczekiwana procesu stochastycznego oraz struktury [GARCH] opisujacej
wariancje warunkowa. W zastosowaniu do danych gietdowych, najczesciej korzysta sie
z szeregu logarytméw stop zwrotu In(ry). Modele sprawdzaja sie najlepiej dla

danych z dtugim horyzontem czasowym - rocznym, miesiecznym, dziennym.
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2.1.1. Modele ARMA

Na poczatku oméwiona zostanie grupa liniowych modeli ARMA((p, ¢), ktére tacza

ze soba model autoregresyjny - ang. Autoregressive model (AR)| rzedu p oraz

isredniej ruchomej - ang. Moving Average model (MA)|rzedu q.

Model autoregresyjny rzedu p procesu stochastycznego X; dany jest nastepujacym

WZOre1nn:

p
Xy=c+ Z ©iXi—i + &, (2.1)

i=1
gdzie jest wartoscia modelowanego procesu w chwili ¢, ¢ jest stalg niezalezng od
czasl, @, ..., Pp parametrami modelu, zas$ |¢, Scistym bialym szumem z zerowsa srednig
i stalg wariancjg o

Model s$redniej ruchomej rzedu ¢ procesu stochastycznego X; dany jest wzorem:

q
Xt = U + Z Qist_i + Et, (22)

i=1
gdzie [uf jest drednia szeregu czasowego X; (jego wartoscig oczekiwana), 6y, ..., 6, para-
metrami modelu, pozostate oznaczenia jak w réwnaniu [2.1]

Model (p, q) mozna przedstawié¢ jako kombinacje modeli danych wzorami
i1[2.2] Przyjete zostaje zalozenie, ze warto$¢ oczekiwana procesu $redniej ruchomej g
jest réwna zero, by unikna¢ wprowadzania sumy dwéch statych. Ogdlna posta¢ modelu

jest wiec nastepujaca:

p q
Xt =c+ Z (Pithi —+ Z eiEt,i -+ Et, (23)

i=1 i=1

gdzie &, jest écistym bialym szumem z zerowsa érednia i stalg wariancja o?

,aplqsa
nieujemnymi liczbami catkowitymi.

W przypadku proceséw o dtugiej pamieci zdefiniowa¢ mozna model (p, d, q),
czyli uogoélniony model rzedu (p, q) dla szeregéw niestacjonarnych w zakresie
wariancji i funkcji kowariancyjnej. Sprowadzenie procesu do formy stacjonarnej od-
bywa sie przez d-krotne réoznicowanie badanego szeregu czasowego. Wobec tego model

ARIMA(p, 1, q) dla logarytméw cen In(P;) jest réwnowazny modelowi[ARMA|(p, ¢) dla

logarytmicznych stop zwrotu ry, ze wzgledu na podstawowe wlasciwosci logarytméw.

Do identyfikacja proceséw [ARMA((p, q) wykorzystywana jest [funkcja autokorelacji -|
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lang. Autocorrelation Function (ACF) oraz|funkcja autokorelacji czastkowej - ang. Par-|

[tzal Autocorrelation Function (PACF)| Funkcja dana jest nastepujacym wzorem:

K(r)
R7) = oy

(2.4)

gdzie 7 jest odstepem miedzy probkami, K (7) to funkcja kowariancyjna wybranego
procesu, a K (0) to jego wariancja. Funkcja autokorelacji méwi, czy proces ma wlasci-
wo$¢ pamieci, tzn. jak dtugo utrzymuje sie wptyw impulsu pojawiajacego sie w chwili
t.

Funkcja autokorelacji czastkowej dana jest rOwnaniami:

a(0) =1, (2.5)

a(t) =¢,.., 7> 1, (2.6)

gdzie ¢, to ostatni element rozwiazania ponizszego uktadu réwnan dla 7 =0,1,...,p

¢, =T K(7), (2.7)
I =[K(@- j)]zjzla (2.8)
K(r) = [K(1),K(2),...,K(7)], (2.9)

gdzie o(7) to funkcja autokorelacji czastkowej. Wtasciwosci procesu moga by¢ badane
na podstawie przebiegdéw (szybkosci zanikania) jego funkcji autokorelacji czastkowej.
Doman M. i Doman R. odradzaja wykorzystanie funkcji ACF oraz PACF [45].

Zamiast nich do wyznaczenia rzedéw p i q zalecaja uzycie jednego z kryteriow informa-

cyjnych. [Kryterium Informacyjne Akaikego - ang. Akaike Information Criterion (AIC)|

i|Bayesowskie Kryterium Informacyjne Schwarza - ang. Bayesian Information Criterion]

(BIC)| dane sg nastepujacymi wzorami:

L)  ya. (2.10)

AIC = -2
¢ T T

In L(6) alnT
2
T + T 7

BIC = -2 (2.11)

gdzie 6 jest wektorem oszacowanych parametréw modelu, L(é) funkcja wiarygodnosci
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dla modelu z parametrami 6, T' iloécig modelowanych obserwacji, za$ a jest liczba
wszystkich parametréw modelu.

Procedura polega na przyjeciu wysokiej wartosci parametréw prae Oraz Gmaz, a
nastepnie badaniu wybranego kryterium informacyjnego dla modeli zbudowanych uzy-
wajac wszystkich kombinacji 0 < p < Pz 1 0 < ¢ < Gnae- Wybrany zostaje model
dajacy najmniejszg wartosé¢ kryterium informacyjnego.

Estymacja parametréw modeli ARMA|(p, ¢) dla danych empirycznych w ogélnosci
jest mozliwa przez wykorzystanie metody najwiekszej wiarygodnosci. Jest to zagad-
nienie czysto numeryczne i zostato zaimplementowane w wielu gotowych bibliotekach
dla jezykow R, Python i innych. Prognozowanie wartosci procesu w kolejnym okresie
t + 1 przy pomocy modeli m(p, q) polega na obliczeniu warunkowej wartosci

oczekiwanej procesu:

i‘t+1 = E[l’t+1|[l§'t, Ti—1, ] (212)

Prognozy z dalszym horyzontem czasowym [B] wymagaja iteracyjnego obliczenia pro-
gnoz dla okreséw t+1, ..., t+h—1 i podstawienie ich w miejsce odpowiednich historycz-

nych obserwacji, zatem warto$¢ prognozy zalezy od tego samego szeregu czasowego:

.i'tJrh = E[.’L"prh‘l't,.%t,l, ] (213)

2.1.2. Modele GARCH jako narzedzie analizy zmiennos$ci finansowych

szeregow czasowych

W przypadku danych o duzej czestotliwosci (dla cen instrumentéw finansowych to
dane dzienne, godzinowe, minutowe lub o jeszcze wiekszej czestotliwodci probkowania)
modele [ARMA] nie daja dobrych rezultatéw, poniewaz trudno jest badaé zaleznosci
przyczynowo-skutkowe. Zdarza si¢, ze przyczyna i skutek nie sg punktem w czasie, lecz
procesami, ktorych czas trwania moze si¢ pokrywaé. Przyktadem moze by¢ zmiana
ceny w odpowiedzi na pewne wydarzenie - inwestorzy reaguja dopiero po otrzymaniu
informacji, co moze nastepowa¢ w réznych chwilach dla kazdego z nich.

Szeregi cen instrumentéw finansowych obserwowane z duza czestotliwoscia charak-
teryzuja sie zalezna od czasu zmiennoscig oraz klastrowaniem zmiennosci, czyli wy-

stepowaniem naprzemiennie okreséw o mniejszych i wigkszych fluktuacjach. W takim
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przypadku podstawowym narzedziem ekonometrii finansowej sa modele zmiennosci z
rodziny [GARCH]
Niech punktem wyjscia do dalszych rozwazan bedzie proces stochastyczny, opisujacy

logarytmiczne stopy zwrotu, ktéry mozna przedstawi¢ nastepujaco (za Doman M. i

Doman R. [45]):

Ty = Uy + &, (2.14)

gdzie p; jest érednia warunkowa pod warunkiem zbioru informacji na temat procesu r,
dostepnych w chwili ¢ — 1 wtacznie, a €; jest ciggiem niezaleznych zmiennych losowych
o tym samym rozktadzie ze $rednia zero i zmienng wariancja o?.

Podstawowy model (q) (model autoregresyjny z warunkowa heteroskeda-
stycznodcia rzedu q) zostal zaproponowany przez Engle’a R. w artykule z 1982 roku [51].

Jest opisany za pomoca dwoch rownan:

€t|¢t71 ~ N(O, ht), (215)
ht = h(Et_l,Et_Q, "'7€t—p7a)7 (216)

Najczesciej zaklada sie tez, ze funkcja h jest dana wzorem:

q
he =g+ Y aigy;, (2.17)

i=1
gdzie ap > 0 oraz a; > 0 dla i > 0.
Zwykle w zastosowaniu do szeregéow czasowych logarytmicznych stop zwrotoéw ak-
tywéw w miejsce rGwnania stosuje sie stacjonarny model klasy [ARMA]

Model [ARCH|(¢) moze zostaé¢ uogélniony do modelu|{GARCH|(q, p) poprzez dodanie
do wzoru bezposredniej zaleznos¢ od przesztych wartosci hy_;:

q p
ht = g + Z Oéi&ffi -+ Z 6jht7j7 (218)
=1

j=1
gdzie ap > 0, a; = 0 dla ¢ > 0 oraz [3; > 0. Model ten zostat zaproponowany i zbadany
przez Bollsersleva T. w 1986 [12]. Dla finansowych szeregdéw czasowych sprawdza sie on
lepiej niz model[ARCH] poniewaz doktadniej odwzorowuje rozklady o grubych ogonach,
a procesy finansowe wymagajg duzych rzedow opodznien q.

W rzeczywistych zastosowaniach ekonometrycznych najczesciej ustala siep =q =1
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(w przypadku modelowania pojedynczych spoétek, zdarza sie, ze lepiej sprawdzaja sie
modele[GARCHJ1,2) i[GARCH]2, 1) daja lepsze wyniki [60]). Tak zdefiniowany model
[GARCH] nie zawiera w sobie modutu opisujacego autokorelacji stép zwrotu, przez co
konieczne jest réwnolegle wykorzystanie modelu [ARMA] do ich opisu.

Podczas budowy modelu [GARCH]| nalezy ustali¢ typ rozktadu zmiennej losowej &;.
Wykorzystane moga by¢ rézne rozktady dajace w efekcie r6zny wptyw na zachowanie
modelu. Zostaly one opisane miedzy innymi w publikacjach [60,151]. Ponizej dokladniej
przedstawione sa dwa rozktady wykorzystane w niniejszej pracy.

Wzoér przedstawia najczesciej stosowany rozktad normalny o wartosci oczeki-

wanej 0. W ogélnosci moze to by¢ rozktad normalny o dowolnych parametrach:

gt‘qﬂtfl ~ N(H? 02)7 (219)

2

gdzie p jest wartoscig oczekiwang, a o wariancja. Funkcja gestosci rozktadu prawdo-

podobienstwa dla rozktadu normalnego dana jest nast¢pujacym wzorem:

fla) = — exp(—(x_'u)z>. (2.20)

ov2n 202
Badania empiryczne wskazuja, ze finansowe szeregi czasowe posiadajg istotnie grub-
sze ogony (wieksza kurtoze) w swoich rozktadach brzegowych niz zaproponowany w
podstawowej wersji (wzor rozktad normalny. Lepsze efekty daje zwykle wykorzy-

stanie rozkladu t-Studenta zaproponowane juz w oryginalnej pracy Bollersleva T. [12]:

g|i_1 ~ St(u,o? v), (2.21)

gdzie p to modalna, o to parametr skali (fizyczna interpretacja tych dwoch parame-
tréw jest podobna do rozktadu normalnego), zas v jest liczba stopni swobody. Funkcja

gestosci prawdopodobienstwa tego rozktadu dana jest nastepujacym wzorem:

T (x — p)?) )
fla) = wEer <1+2 ) , (2.22)

o2y
gdzie I' to funkcja Gamma. Przy wzroscie liczby stopni swobody v rozktad t-Studenta
zmierza do rozktadu normalnego.

Poza opisanymi wyzej rozkladami prawdopodobienistwa (wykorzystywanymi przez
autora w badaniach) wymieni¢ mozna réowniez: skosny rozktad t-Studenta |142], uogél-

niony rozktad btedu GED [88|[135], rozktad a-stabilny [117], mieszaniny rozktadow [87],
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rozklad hiperboliczny [174]. Rozklady te czesto maja zastosowanie w specyficznych
sytuacjach, kiedy rozktad normalny i rozktad t-Studenta nie daja zadowalajacych wy-
nikow.

Modyfikacje modelu [GARCH| moga obejmowaé nie tylko zmiane rozkladu zmiennej
losowej €4, ale takze jego specyfikacji (parametryzacji). Powstato wiele propozycji ulep-
szen modelu, ktérych celem byto uwzglednienie zjawisk obserwowanych empirycznie
w finansowych szeregach czasowych, a ktére nie byty odzwierciedlone w modelu pod-
stawowym. Ze wzgledu na mnogos¢ obecnie istniejacych specyfikacji, opisane zostang
dwie z nich, ktore obok podstawowej wersji modelu zostaty wykorzystane w niniejszej
pracy:

W przypadku wszystkich specyfikacji modelowana jest zmieniajaca sie w czasie
wariancja warunkowa oraz efekt skupiania sie wariancji w pewnych okresach. Mody-
fikacje modelu [GARCH| maja na celu gtéwnie uwzglednienie asymetrycznego wplywu
dodatnich i ujemnych stép zwrotu na wariancje.

Pierwszy z tych modeli - wyktadniczy model GARCH - ang. Ezponential GARCH|
zostal zaproponowany przez Nelsona D. w 1991 roku [135]. Jedna z zalet

tej specyfikacji jest zastosowanie logarytmicznej postaci wariancji warunkowej. Dzieki

takiemu rozwigzaniu dodatnio$¢ wariancji warunkowej jest automatycznie zagwaran-
towana bez nakladania ograniczen na parametry modelu. Réwnanie modelu[EGARCH]

dane jest nastepujacym wzorem:

q p
In ht = Qg + Z Q; {ta,i + )\(|zt7i| — E(’thll)}) + Z 5]' In htfj; (223)

i=1 j=1

gdzie z jest zmienna standaryzowana (co ogranicza wplyw wartosci nietypowych
na wariancje warunkowa) zastepujaca &;. Dla rozktadu normalnego E(|z,_;|) = \/2/7,
jednak mozna przyja¢ inne typy rozkladéw opisane szerzej np. w [45]. Dodatkowo
zaktada si¢ o = 1 ze wzgledu na nadmiarowos¢ jednego parametru.

Drugi model to GJR{GARCH] ktérego nazwa pochodzi od nazwisk twércéw: Glo-
stena L., Jagannathana R., i Runkle’a D. Zaproponowali te specyfikacje w 1993 roku
z zamiarem oszacowania efektu dzwigni poprzez estymacje dodatkowego modutu we

wzorze wariancji warunkowej [67]. Model GJR{GARCH]| dany jest wzorami:

q q p
ht =g+ Z O./if:‘?_i + Z wi[t_ief_i + Z ﬂjht_j, (224)

i=1 i=1 j=1

oraz
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1, gdye <0,
=] &Y (2.25)

07 gdy € > 07
gdzie w; jest nowym parametrem opisujacym site efektu dzwigni - pozwala modelowaé
poziom asymetrii wariancji warunkowej w odpowiedzi na dodatnie lub ujemne sto-
py zwrotu [45]. Dodatkowo konieczne sa zalozenia gwarantujace dodatnio$é wariancji

warunkowej: ap > 0, a; 2 0, a; +w; > 0dlai=1,...,q, 3; >0dla j=1,...,p.

Tabela 2.1. Specyfikacje modelu [GARCH]|

Nazwa modelu Specyfikacja modelu
Zrodto: [51] hy = o + Z; QiEi_;

GARCH(p, q) B ¢ T
Zrodto: [12] he = ao + Z; Qi€ + ]gl Bihi—

EGARCH(p, q)
Zrodto: [135)
GJR-GARCH(p, q)
Zrodto: [67)
TGARCH(p, q)
Zrédto: [152]

q p
In ht = + 2:1 (673 {Hzt,i + )\(|Zt7i| — E(‘Zt,lb}) + Zl ﬁj In htfj
i= j=

q q p
hy=oap+ > et + S wilyiet  + Y Bilu—j
=1 =1 =1
q L p
Vhe = ap + ;(O@*&?_i —o; e )+ ng B/ i
AGARCH(p, q)

= N (e VIR SN
Zrodlo: [54] he = ao + z; ai(&—i — Yivhi—i)® + ];:1 Bihi—;
GARCH-M(p, q) ry = ' & +6g(he) + &

Zrédto: 53] hy = ag + Xq: el + f Bihi—;
i=1 J=1

GARCH-MT(p,q) |y =c+0"Lh+0 (1= L)h +e

Zrodlo: [61] hy = oo + Eq: el + f: Bihi—;
i=1 j=1

IGARCH(p, q)
Zrédto: [52]
FIGARCH(p, q)
Zrédto: [5)
GARCHNet
Zrodto: [17]

q P
h = ag+¢e;_ ) + ‘21 (e —e7_) + Zl Bi(hi—j — €71)
1= j=

p(L)(1 = L)%ef = o + [1 = B(L)]w

hy = In(1 + exp(Wyl,, + by))

Zr6dlo: Opracowanie wlasne na podstawie [60].

W tabeli [2.1] zostaly zebrane opisane wyzej specyfikacje modelu [GARCH] wykorzy-

stywane w niniejszych badaniach, a takze kilka bardziej popularnych wersji tego modelu
wraz z ich rownaniami i publikacjami opisujacymi je bardziej szczegétowo. Parametry
przedstawionych specyfikacji muszg podlega¢ pewnym ograniczeniom, aby zapewnié¢
dodatnios¢ h;. Restrykcje te zawarte sa w oryginalnych publikacjach wymienionych

przy nazwie kazdej ze specyfikacji.
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Modele klasy [GARCH]| maja bardzo szerokie zastosowanie. Poprzez modyfikacje
specyfikacji modelu i taczenie go z innymi cztonami, mozliwe jest wykorzystanie go
do badan opartych nie tylko o dane czysto ekonometryczne. Oloko T. et al. wyko-
rzystujac model GARCH-MIDAS dowiedli istnienia wptywu zmian klimatycznych na
powiekszenie zmiennosci stop zwrotu na azjatyckich rynkach finansowych [138]. W tym
przypadku dane dotyczace klimatu zostaly wtaczone do modelu jako zmienna egzoge-
niczna.

Przykladem zastosowania modelu klasy [GARCH] catkowicie poza dziedzina ekono-
metrii finansowej jest publikacja Dai H. i in. [36] dotyczaca modelowania zmiennosci
zanieczyszczen powietrza PMs 5. W swoich badaniach Autorzy wykorzystali hybrydowy
model XGBoost-GARCH-MLP.

Parametry modeli [GARCH] estymuje si¢ zazwyczaj za pomoca metody najwiek-
szej wiarygodnosci lub metody quasi-najwiekszej wiarygodnosci [60]. Logarytm funkcji

wiarygodnosci dla modeli klasy [GARCH] przyjmuje nastepujaca postac:

T
In L(6) = Zlnf(rt|’¢t,l; 0), (2.26)

gdzie 0 jest wektorem wszystkich parametrow modelu, v, ; zbiorem wszystkich in-
formacji dostepnych w chwili t — 1, za$ f jest funkcja gestosci rozktadu warunkowego
stopy zwrotu r;. Estymacja modelu metodg najwiekszej wiarygodnosci polega wiec na

wyliczeniu 6 poprzez maksymalizacje wzoru m

6 = argmax L(0) = argmax In L(6). (2.27)
RC) 0cO

Wartosci pochodnych czastkowych koniecznych do obliczen sa w ogélnym przypad-
ku wyznaczane numerycznie, a w niektorych przypadkach szczegélnych moga zostac
wyliczone analitycznie, aby przyspieszy¢ caly proces. W praktyce zwykle estymuje sie
jednoczesnie strukture oraz [GARCH] poniewaz otrzymywane tak estymatory
sa doktadniejsze.

Dhugos¢ szeregébw wykorzystywanych do estymacji modeli powinna by¢ ustalona
eksperymentalnie. Z jednej strony dlugi szereg moze zawiera¢ wiele informacji i da¢
lepszy model (o ile jest on stabilny, a czas estymacji nie jest problemem) - wéwczas
mozna wykorzysta¢ wszystkie dostepne dane. Z drugiej za$ strony, jezeli wtasciwosci
szeregu sg zmienne w czasie, nalezy wykorzystac szeregi krétsze. Badania nie wskazuja

jednoznacznie, ktére podejscie jest lepsze [60].
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Wybér rzedéw dla taczonej struktury [ARMANGARCH] réwniez odbywa sie poprzez

wykorzystanie kryteriéw informacyjnych [AIC| lub BIC| dane wzorami i2.11] Kry-
teria te zostaly opisane doktadniej w rozdziale [2.1.1}

Wigkszo$¢ dostepnych bibliotek numerycznych pozwala na automatycznag estyma-

cje modeli [GARCH] oraz jednoczesna estymacje modeli ARMAHGARCH] W niniejszej
pracy do zbudowania wszystkich modeli[ARMAHGARCH] zostal wykorzystany pakiet

rugarch dla jezyka R.

Prognozy modelu [GARCH] moga zosta¢ poprawione poprzez wlaczenie zmiennosci
zrealizowanej jako dodatkowej zmiennej objasniajacej. Doman M. w 2004 roku opubli-
kowata artykut o modelowaniu zmiennosci polskich indeksow gietdowych przy uzyciu
modeli [44]. W swoich badaniach uzylta dwoch typéw danych: o rozdzielczosci
dziennej oraz 20-minutowej dla indeksow WIG20 oraz TechWIG z Gieldy Papieréw
Wartosciowych w Warszawie, m. in. pokazujac, ze wiaczenie zmiennosci zrealizowanej
podnosi skuteczno$¢ predykceji.

W publikacji z 2022 roku Vo N. i Slepaczuk R. opisali mozliwo$é¢ zastosowania

réznych wariantoéw modeli [ARTMAGARCH] w strategiach inwestycyjnych na indeksie

S&P 500 [185]. Uzyte w badaniu dane mialy rozdzielczo$é dzienna. Badaczom udato

sie osiggnad strategie bardziej skuteczne niz strategia "kup i trzymaj” lub te oparte

o modele [ARIMA] wobec czego wnioskuja, ze modele ARIMAHGARCH] pozwalaja na

skuteczniejsze prognozowanie.

Nieco odmienne podejscie do prognozowania danych o wysokiej czestotliwosci pre-
zentuja Kokoszka P. 1 Zhang X. w publikacji z 2012 roku [108]. Zamiast logarytmicznej
stopy zwrotu, wyliczanej jako réznica logarytmoéw cen miedzy kolejnymi okresami, wy-

korzystuja skumulowane dzienne stopy zwrotu r,(t;):

ro(t;) = 100[nPy(t;) — InPu(t)], (2.28)

gdzie n jestem indeksem kolejnych dni, zas t; oznacza czas o indeksie j liczony od
poczatku sesji, przy czym t;;; —t; = 1 minuta. Wykorzystywane dane mogg by¢ inter-
pretowane jako krzywe skumulowanych stop zwrotu dla kazdego dnia osobno. W swoim
podejsciu korzystaja z analizy funkcjonalnej, modelujac przebiegi skumulowanych stop
zwrotu jako funkcje roztozone w szereg Fouriera. To podejscie jest obliczeniowo bardziej

ztozone niz [ARIMAHGARCH], jednak pozwala skutecznie tworzyé¢ modele dla danych

o wysokiej czestotliwosci.
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2.2. Modele uczenia maszynowego

Rozwdj uczenia maszynowego w ostatnich dekadach pozwolit na tworzenie
ateoretycznych modeli w wielu dziedzinach nauki. W przeciwienstwie do klasycznych
programéw komputerowych, dla ktorych kod musi by¢ napisany wprost, algorytmy
uczenia maszynowego poprawiaja swoja skutecznos¢ automatycznie uczac si¢ danych.

Najbardziej popularna ogélna definicja uczenia maszynowego zostata podana przez

Mitchella T. [129] w nastepujacej formie (thum. autora):

Program komputerowy uczy sie na podstawie doswiadczenia E w odniesieniu do
klasy zadan T' i miary efektywnosci P, jezeli jego efektywno$é wykonania zada-

nia 7" mierzona za pomoca miary P rosnie wraz ze wzrostem do$wiadczenia E.

Ze wzgledu na sposob reprezentacji danych wejsciowych i wyjsciowych oraz za-
dania 7" wyrdznia si¢ 3 gléwne klasy uczenia maszynowego, ktore mozna opisa¢ na
podstawie powyzszej definicji, stosujac probabilistyczny punkt widzenia przedstawiony
przez Murphy’ego K. [132]:

1. Uczenie nadzorowane - Jest to najczesciej stosowana forma [ML] W tym przy-
padku zadaniem T jest znalezienie odwzorowania f danych wejéciowych x € X na
dane wyjsciowe y € ). Aby umozliwi¢ algorytmowi nauczenie si¢ odwzorowania,
do$wiadczenie E jest reprezentowane w formie N par D = {x,,y,}_,. Zbiér D
nazywany jest zbiorem treningowym. Dane wyjsciowe y € ) sa traktowane jako
znana z gory i poprawna informacja. Odwzorowanie f moze by¢ rozumiane jako
model prawdopodobiefistwa warunkowego p(y|x).

2. Uczenie nienadzorowane - W przeciwienstwie do uczenia nadzorowanego, nie
istnieje zbiér znanych odpowiedzi dla zadanych danych wejsciowych. Dostepny jest
zbiér D = {x, :n =1,..., N}. Zadaniem T uczenia nienadzorowanego jest stworze-
nie modelu rozktadu prawdopodobienstwa p(x), ktéry moze postuzyé do generowa-
nia nowych probek danych o tych samych parametrach.

3. Uczenie przez wzmacnianie - Najbardziej zblizona forma do rzeczywistego
procesu uczenia sie zywych organizmow jest uczenie przez wzmacnianie. Zadaniem
T jest nauczenie sie systemu (agenta), w jaki sposob powinien wchodzi¢ w inte-
rakcje ze swoim otoczeniem. Agent podejmuje decyzje o wykonywanych akcjach a
na podstawie obserwacji x (danych wejsciowych) stanu s, w jakim sie znajduje w
swoim otoczeniu. System nie dostaje wprost informacji, jak powinien sie zachowac¢ w

odpowiedzi na dane obserwacje. Zamiast tego agent sporadycznie otrzymuje sygnat
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nagrody (lub kary). Dzigki temu uczy sie polityki 7 - funkcji odpowiadajacej za jego

zachowanie: a = m(x).

W zastosowaniu do prognozowania szeregéw czasowych najczesciej stosowane jest
uczenie nadzorowane przy zatozeniu, ze y, to zbior historycznych obserwacji modelo-
wanej wielkosci, za$ x,, to jej zmienne objasniajace - w tym opo6znione zmienne endo-
geniczne, a takze wszelkie zmienne egzogeniczne (wystepujace w czasie nie pdzniej niz
zmienna objasniana). Latwo zauwazy¢, ze przy takim sformulowaniu modeli uczenia
nadzorowanego, modele ekonometrii finansowej sa ich podzbiorem.

Uczenie maszynowe zwykle wykorzystuje dane wejsciowe wstepnie przetworzone
nieliniowymi transformacjami, ktore przez rozwiniecie w szereg Taylora mozna przed-

stawi¢ w formie wielomianu rzedu D. Wowczas odwzorowanie f ma postac:

flz;w) = wo + wix + wer® + ... + wpa®, (2.29)

gdzie w jest wektorem parametrow wielomianu [172,173].

Stosujac skrocong notacje ¢(z) = [1,x, 2%, ..., 2] wzoér mozna zapisa¢ jako:

Flaiw) = w (). (2.30)
W przypadku, gdy dane wejsciowe sg wielowymiarowe x € R, funkcja ¢ przyjmuje
postac:
d(x) = [1,21, 29, ..., 23, 23, ...], (2.31)
a funkcja f:
f(x; W) = wo + w1y + weTy + ...+ War1 25 + Warpoxs A ., (2.32)

W poczatkowych latach rozwoju [MI] eksperymentowanie z réznorodnymi trans-
formacjami danych wejsciowych zajmowalo badaczom wiele czasu. Dokonywanie tych
nieliniowych przeksztatcen w sposdb automatyczny jest obecnie mozliwe dzieki za-
stosowaniu glebokich sieci neuronowych. Jezeli funkcja ¢(x) bedzie posiadaé zestaw
dodatkowych parametrow V, woéwczas funkcje f dana wzorem [2.32] mozna zapisa¢ w

postaci:
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flxw) =w'o(x; V), (2.33)

ktora jest tozsama z siecig neuronowsg o gtebokosci L. Mozna przepisa¢ powyzszy wzor

w formie, ktéra wprost obrazuje przeksztalcenia dokonywane przez kolejne jej war-

stwy [129]:

f(x;0) = fr(fo-1(...(f1(x))...)), (2.34)

gdzie fi(x) = f(x;0;) dlal = 1,...,L — 1, za$ ostatnia warstwa jest funkcja liniowa
postaci fr(x) = w? fi.p_1(x). Wszystkie typy sieci neuronowych (gesto potaczone,
rekurencyjne, konwolucyjne) mozna zdekomponowaé¢ w wyzej opisany sposob.
Wygodng forma przedstawienia sieci neuronowych jest schemat ich architektury, na
ktérym zaznaczone s przeptywy informacji miedzy kolejnymi warstwami neuronéw.

Przyktadowa sie¢ z dwiema warstwami (L = 2) zostala przedstawiona na rysunku .

Warstwa wejsciowa Warstwa ukryta Warstwa wyjsciowa
M
05 = fi [Erujka_,- + by

j=1

2; = fo

N
E wijx; +b;
i=1

Rysunek 2.1. Schemat sieci neuronowej z jedna ukryta warstwa. Dane wejSciowe to wektor
dowolnego wymiaru. Warstwy ukryte przeprowadzaja kolejno dwie operacje - mnozenie przez
macierz z przesunieciem o staly wektor, a nastepnie zaaplikowanie funkcji f;. Zwykle jako f;
zostaje wybrana funkcja nieliniowa, aby umozliwi¢ sieci nauczenie sie potencjalnych nielinio-
wych zaleznosci w danych.
Zrédlo: Opracowanie wlasne.

W modelowaniu szeregéw czasowych szczegdlnie przydatna klasa sieci neuronowych

jest |Rekurencyjna Sie¢ Neuronowa - ang. Recurrent Neural Network (RNN)| ktéra

w naturalny sposoéb uwzglednia ciagi przyczynowo - skutkowe. Oprécz zwyktych da-
nych wchodzacych do sieci, dodatkowym wejsciem sa dane wyjsciowe wygenerowane
w poprzednim kroku. Moze to by¢ zobrazowane jako petla sprzezenia zwrotnego lub

iteracyjne rozwiniecie calej sieci na poszczegdlne kroki (rysunek [2.2)).
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Rysunek 2.2. Schemat przeplywu danych w rekurencyjnej sieci neuronowej. Sie¢ A na wejsciu
przyjmuje kolejne wektory wejéciowe oraz wektor stanu z chwili £ — 1. W ten sposéb mozliwe
jest nauczenie sieci, aby pamietala informacje przetwarzane w przesztosdci i wykorzystywata
je do wnioskowania na podstawie nowych danych.
Zrédlo: Opracowanie wlasne.

Dziatanie sieci polega na iteracyjnym przetwarzaniu szeregu danych wejscio-
wych, stad mozliwo$¢ zastosowania do szeregéw czasowych i danych sekwencyjnych,
np. tekstu. Poza zwyklymi polaczeniami kolejnych warstw w [RNN] wystepuja réwniez
sprzezenia zwrotne - rezultat obliczen wybranych neuronéw dla probki danych w kroku
t zostaje zapamietany i przekazany jako jedno z wejsé tych samych lub innych (w
zaleznosci od typu sieci) neuronéw w kroku ¢ 4+ 1. W czasie procesu trenowania wagi
polaczen zwrotnych sg rowniez optymalizowane, przez co sie¢ uczy sie zapamietywac
pewne informacje (staje sie systemem stanowym) [99}/158].

Duzym ograniczeniem sieci RNN] jest stopniowe zanikanie informacji, ktére poja-
wity sie na poczatku przetwarzanego szeregu czasowego, przez co sieci te nie sg w
stanie wycigga¢ dtugoterminowych wnioskow. W 1997 roku Hochreiter S. i Schmidhu-

ber J. zaproponowali rozwiazanie tego problemu przez modyfikacje budowy pojedyn-

czego neuronu [84]. Powstaly w ten sposéb nowy typ sieci wyrdzniata [Diuga Pamied]

IKrotkotrwata - ang. Long Short-Term Memory (LSTM)L Neuron |[LSTM| oprocz prze-

kazywania dalej informacji posiada dodatkowy parametr odpowiedzialny za decyzje,
czy dang informacje nalezy zapamieta¢ w dlugim terminie, czy zapomnie¢. Schemat
neuronu jest przedstawiony na rysunku [2.3] zas sposéb przeptywu informacji przez sieé
typu [LSTM] zostal przedstawiony na rysunku [2.4]

Wazng zaletg sieci neuronowych jest olbrzymia elastycznos¢ co do typu modelo-
wanych danych, zwlaszcza w poréwnaniu do klasycznych modeli ekonometrycznych.
Wykorzystanie wielowymiarowych danych jest wspierane przez wigkszos¢ pakietow do
trenowania sieci neuronowych (np. TensorFlow [1]). Wada natomiast jest duzy rozmiar
otrzymywanych modeli (duza liczba parametréw), przez co konieczne jest wykorzysta-
nie znacznie wiekszej ilosci danych, a proces trenowania (estymowania) jest bardziej

wymagajacy pod wzgledem potrzebnych zasobow. Mimo to, dzicki rozwojowi kompu-
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vy
Ci-1 X

Rysunek 2.3. Pojedynczy neuron typu [LSTM| Opr6cz wewnetrznego stanu hy do kolejnego
kroku przekazywana jest rowniez zmienna c¢; kontrolujaca, czy obecne dane wejéciowe po-
winny zostaé¢ zapamietane czy zapomniane. Kontrolowanie zapominania podlega treningowi.
Mechanizm ten zapobiega zastepowania starszych (lecz istotnych) informacji nowymi.
Zrédlo: Opracowanie wlasne.

Iy Iy I

NG RIE
T [ =

Rysunek 2.4. Przeplyw danych przez sie¢ typu [LSTM] Przeplyw danych jest analogiczny do
przeplywu zwyktlej sieci (rys. , jednak oprécz wewnetrznego stanu h; przekazana
zostaje rowniez zmienna c;.

Zrédlo: Opracowanie wlasne.
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teréw w ostatnich dekadach, sieci neuronowe staly sie powszechne uzywane w wielu
dziedzinach, w tym réwniez w ekonometrii finansowe;j.

Stan rozwoju réznych typow (nie tylko sieci neuronowych) oraz ich por6éwnania
miedzy soba i z modelami klasycznej ekonometrii zostatl opisany w dwdch pracach:
publikacji Obthonga M. i in. z 2020 roku [137] i artykule Soni P. i in. z 2022 roku [166].

Woezesne udane proby zastosowania sieci neuronowych do prognozowania finanso-
wych szeregow czasowych siegaja 2005 roku. Ich podsumowanie oraz bardziej szczego-
towe poréwnanie z modelami opublikowal w 2011 roku Guresen E. i in. [76].
Osiagniete wyniki potwierdzaja wiekszg skutecznosé predykeji indeksow gietdowych niz
przy wykorzystaniu modeli GARCH]

Sieci neuronowe moga by¢ rowniez wykorzystane do predykeji akcji konkretnych
spotek. Chlebus M. i in. w 2021 roku opublikowali artykut, w ktérym wykorzystywali
modele hybrydowe do predykcji akcji Nvidia Corporation osiagajac wyniki lepsze niz

przy uzyciu modeli typu |[ARIMA] [24].

2.3. Podsumowanie

W ekonometrii finansowej zostaly podjete proby uwzglednienia strumienia nowych
informacji w modelach stép zwrotu. Najczesciej wykorzystywane sg historyczne szere-

gi czasowe, np. w modelach [ARTMAHGARCH] jednak wspolczeénie coraz czesciej do

modeli dodawane sg dane egzogeniczne, ktore przyblizaja efekty zwigzane z reakcja
inwestoré6w na nowe wiadomosci.
Oprocz klasycznych modeli ekonometrii finansowej coraz czesciej wykorzystywane

sg modele uczenia maszynowego, zwtaszcza rekurencyjne sieci neuronowe.



Rozdzial 3

Wspblczesne techniki NLP oraz mozliwosci

ich zastosowania do analizy informacji

finansowych

IPrzetwarznie Jezyka Naturalnego - ang. Natural Language Processing (NLP)|staje

sie coraz bardziej popularne w wielu dziedzinach nauki i zastosowaniach komercyjnych.
Historia analizy jezyka naturalnego siega IX wieku i z czasem jej uzycie stato sie wyjat-
kowo powszechne. Ze wzgledu na mnogos¢ celéw, jakie mozna stawiaé przed systemem
INLP| wyr6znia sie odrebne zadania, ktére zwykle sa realizowane przez niezalezne mo-
dele.

Najbardziej wspotczesne modele zwykle oparte sa o glebokie sieci neuronowe, do
ktorych stworzenia wykorzystano bardzo duze ilosci danych tekstowych. Nastepnie cze-
sci tych modeli sa wykorzystywane wielokrotnie w procesie fine-tuningu. W szczegodl-

nosci tak stworzone sieci mozna wykorzysta¢ w analizach ekonometrycznych.

3.1. Historia rozwoju NLP

3.1.1. Poczatki - tltumaczenie maszynowe i systemy regutowe

Pierwsze proby automatycznego przetwarzania jezyka naturalnego zostaty odnoto-
wane juz w IX wieku. Najwczesniej napisane manuskrypty, ktorych autorem byt arab-
ski uczony al-Kindi, dotyczyty kryptografii, kryptoanalizy, ttumaczenia maszynowego,
analizy statystycznej oraz czestotliwo$ciowej tekstow pisanych. Jednym z najszerzej
znanych jego dzietl jest traktat ,O odczytywaniu zaszyfrowanych listow”, w ktérym
autor ktadzie nacisk na wykorzystywanie tekstow na tyle dtugich, aby posiadalty wy-
starczajaco duzg statystyke. Traktat ten zostat zrekonstruowany i wydany ponownie w
2003 roku [95].

Zainteresowanie ttumaczeniem maszynowym pojawito sie ponownie w XVII wieku
wsrod europejskich filozofow i naukowcow. W 1629 roku René Descartes zaproponowat

stworzenie uniwersalnego jezyka, ktory bedzie sktadat si¢ z jednakowych symboli przed-
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stawiajacych te same idee w réznych jezykach. Mysl ta byta kontynuowana przez wielu
znanych uczonych, miedzy innymi Newtona czy Leibniza. Jednym z podstawowych
celow stworzenia takiego jezyka byto zastgpienie taciny i umozliwienie sprawniejszego
komunikowania si¢ oraz ttumaczenia tekstow [107].

W latach 30. XX wieku zaczely pojawiaé¢ sie patenty maszyn ttumaczacych. Jedne z
pierwszych prototypow takiej maszyny zostaty zaprojektowane przez Artsrouni’ego G..
Wykorzystywal w nich tasme perforowana do automatycznego (mechanicznego) thu-
maczenia pomiedzy dwoma jezykami. Dalsze préby (miedzy innymi Troyanskiego P.)
pozwalaly na tlumaczenie nie tylko stéw miedzy jezykami, ale takze ich gramatyki,
bazujac na zasadach jezyka esperanto. Ttumaczenie odbywato si¢ w trzech krokach:
najpierw rodzimy uzytkownik jezyka zrédtowego normalizowalt tekst w postaci form lo-
gicznych, nastepnie maszyna ttumaczyta je do jezyka docelowego, a na koncu rodzimy
uzytkownik jezyka docelowego korygowal otrzymany tekst [90].

Pierwsze projekty maszyny tlumaczacej, bedacej komputerem, pochodza z 1949
roku, a ich pomystodawca byt Weaver W. Proponowana przez niego metodologia opie-
rata sie o teori¢ informacji i osiagniecia w kryptografii pochodzace z czasow 11 Wojny
Swiatowej [190).

Jednym z najbardziej znanych testow poziomu rozwoju systemow sztucznej inteli-
gencji jest Test Turinga, ktéry opiera sie wlasnie o zaawansowane metody [NLP] W 1950
roku A. Turing opublikowal artykul, w ktérym opisat kryterium inteligencji systemu
bazujace na tym, czy w konwersacji tekstowej z czlowiekiem jest w stanie wystar-
czajaco dobrze nasladowac¢ zywa osobe. W przypadku, gdy cztowiek nie jest w stanie
rozstrzygnaé czy rozmawia z komputerem, czy innym cztowiekiem, mozna powiedziec,
ze pomy$lnie przeszla test Turinga [179].

Kilka lat po publikacji Weavera W. [190] na wielu uniwersytetach w Stanach Zjed-
noczonych wzrosto zainteresowanie ttumaczeniem maszynowym, zas nowe osiggniecia
pozwolity na pozyskanie srodkow na badania. Jednym z najbardziej znanych wydarzen
tego okresu jest Eksperyment Georgetown-IBM, ktéry odbyt sie 7 stycznia 1954 roku.
Eksperyment ten byt prezentacja catkowicie zautomatyzowanej maszyny ttumaczacej
zdania z jezyka rosyjskiego na angielski. W prezentacji wykorzystano szes¢dziesiat wy-
selekcjonowanych zdan. System wykorzystywat jedynie sze$¢ regul gramatycznych i
250 pozycji w stowniku, za§ domena, w ktorej pracowat, byta chemia organiczna. Do

wykonywania obliczen uzyto komputera IBM 701, a zdania musialy by¢ wprowadzone
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na tasmie perforowanej. Jednym z gltéwnych celéw eksperymentu byto przyciagniecie
inwestoréw i zebranie srodkéw na prowadzenie dalszych badan [91,92].

W 1957 roku Chomsky N. (lingwista), przedstawil idee gramatyki generatywnej,
ktora ttumaczy zjawisko polegajace na tym, ze kazdy méwigcy w danym jezyku jest
zdolny do tworzenia zdan, ktérych nigdy dotad nie konstruowat, zas stuchajacy moze
zrozumie¢ zdania, ktérych nigdy dotad nie styszal. Gramatyka generatywna jest skon-
czonym zbiorem regul, ktére pozwalaja budowaé zrozumialte zdania [25]. P6Zniejsze
badania wykazaly, ze nie wszystkie wnioski Chomsky’ego N. sa w mocy, jednak przez
kilka kolejnych dekad mialy silny wplyw na rozwdj lingwistyki, a takze [NLP|

W latach 60. i 70. powstalo wiele praktycznych zastosowan [NLP| gtéwnie syste-
méw dialogowych. Jednym z nich byta ELIZA (symulator psychoterapeuty powstaly na
Massachusetts Institute of Technology), ktéra udzielata bardzo og6lnych odpowiedzi na
zadawane pytania [193]. Bardziej zaawansowanym podejsciem byt PARRY (symulator
osoby chorej na schizofrenie stworzony na Stanford University) [29)].

Wykorzystanie systeméw regutowych byto kontynuowane do konca lat 80. W tym
czasie powstal m.in. algorytm Leska (stuzacy do ujednoznaczniania stéw), wiele imple-

mentacji gramatyki generatywnej, a takze komercyjnych systemow dialogowych.

3.1.2. Podejscie statystyczne

U schytku lat 80. wplyw teorii Chomsky’ego N. ostabl, zas wzrosta popularnosé
podejscia statystycznego. Modelowanie jezyka naturalnego coraz czesciej opierano na
duzych zbiorach tekstéw (korpusach jezykowych), ktérych dostepnosé rosta. Réwniez
przetwarzanie tak znacznych ilosci tekstu stato si¢ mozliwe dzigki coraz wigkszej mocy
obliczeniowej komputeréw.

Ttumaczenie maszynowe nadal byto jedna z wiodacych dziedzin [NLP] ze wzgledu
na oczywistg mozliwos¢ wykorzystania praktycznego. Jedna z grup badawczych IBM
pod kierownictwem M. Nagao rozwijata ttumaczenie maszynowe oparte o przyktady.
Metoda ta catkowicie ignorowata zasady gramatyczne (syntaktyczne i semantyczne) i
polegata wylacznie na odpowiedniej liczbie przyktadéw [134].

Wszelkie podejscia statystyczne do ttumaczenia wymagaty duzych rownolegtych
korpusow w kilku jezykach. W latach 90. Parlament Kanady oraz Unia Europejska
zarzadzity, ze wszelkie oficjalne teksty musza by¢ dostepne we wszystkich jezykach

urzedowych. Dzigki temu powstata idealna okazja do rozwijania systeméw ttumacze-



Rozdzial 3. Wspolczesne techniki NLP oraz moZliwosci ich zastosowania do analizy... 68

nia. Mimo iz tres¢ korpuséw byta bardzo specjalistyczna, ich dostepnosé przewazyta o
uzytecznosci.

Statystyczne metody [NLP| miaty istotna zalete wzgledem podejsécia regutowego -
byty znacznie bardziej odporne na niedoskonate dane wejsciowe. Jezyk uzywany na
co dzien jest duzo bardziej zanieczyszczony niz perfekcyjnie przygotowane zdania w
lingwistyce regutowej np. pojawiaja sie powtorzenia, btedy gramatyczne wprowadzone
przez cztowieka, cofnigcia, przerwy w trakcie méwienia. W dziedzinie rozpoznawania
mowy dodatkowo pojawiaja sie¢ zaklocenia dzwickowe, np. przez odgtosy otoczenia,
zmiane dystansu od osoby moéwiacej czy jednoczesng mowe kilku oséb. W przypadku
podejscia statystycznego mozna juz na etapie trenowania modeli wprowadza¢ tego typu
zaktocenia, aby uodporni¢ na nie system.

Po roku 2000 Internet byt juz powszechnie dostepny, zas ilos¢ ogdlnodostepnego
tekstu byta tak duza, ze niemozliwe byto opisywanie go recznie, a tym samym uczenie
nadzorowane. Spowodowato to zwigkszenie nacisku na metody nienadzorowane, wyko-
rzystujace ogdlne wlasciwosci tekstu, np. uzupekianie luk w tekstach, z ktérych zostaty
usuniete losowe stowa.

W tym czasie pojawilo sie wiele komercyjnych projektow, z ktorych czesé (po
modyfikacjach, a czesto zaadaptowaniu podejécia wykorzystujacego sieci neuronowe)

funkcjonuje do dzisiaj:

— Google Translate (dawniej cze$¢ Google Language Tools) - darmowy serwis umoz-
liwiajacy ttumaczenie wybranych par jezykow,

— AltaVista Babel Fish - konkurencyjny serwis do ttumaczenia maszynowego, obec-
nie Microsoft Translator,

— Siri - wirtualny osobisty asystent stworzony przez firme Apple, wbudowany w sys-
temy operacyjne MacOS, i0S, iPadOS,

— Cortana - wirtualny asystent firmy Microsoft,

— Alexa - wirtualny asystent firmy Amazon,

— Google Assistant - wirtualny asystent firmy Google.

Wymienione serwisy, zwlaszcza w przypadku wirtualnych asystentéw, wykorzystuja
jednoczesnie wiele nurtow w NLP, bowiem sktadaja sie z systemu rozpoznawania mowy,

ttumaczy maszynowych, systeméw dialogowych, itp.
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3.1.3. Sieci neuronowe

Jednym z przetloméw w skutecznym przetwarzaniu jezyka naturalnego przez sieci
neuronowe byto opublikowanie nowego typu sieci [LSTM] przez Hochreitera S. i Schmi-
dhubera J. w 1997 [84]. Zaproponowane rozwiazanie polegato na uzyciu szczegdlnego
typu neuronu w sieciach [RNN| ktéry w trakcie treningu uczyl sig, ktére informacje
nalezy zapisa¢ na dtuzej, w przeciwienstwie do klasycznych sieci [RNN]| posiadajacych
staly wspoélczynnik zastepowania starych informacji nowymi. Sieci RNN] i [LSTM] zo-
staly opisane dokladniej w rozdziale 2.2

Juz na poczatku XXI wieku sieci [LSTM] byly szeroko wykorzystywane do analizy
szeregbw czasowych, a takze jezyka naturalnego. Ich wada byta konieczno$é¢ sekwencyj-
nego przetwarzania (co dawato efekt podobny do trenowania sieci z bardzo duza liczba
warstw), a przede wszystkim problemy ze wstepnym uczeniem sieci (ang pre-training)

na duzym, tatwo dostepnym zbiorze danych, a nastepnie uzycia takiej sieci do nauczenia

sie na docelowym zbiorze danych (uczenie transferowe - ang. Transfer Learning (TL))).

Taka technika wyjatkowo dobrze sprawdza si¢ w sieciach splotowych (konwolucyjnych),
stuzacych do rozpoznawania obrazu.

Kilka lat pdzniej w uczeniu maszynowym zaczety przewazaé glebokie sieci neuro-
nowe, tj. sieci o duzej liczbie warstw. Wykorzystanie ich w dziedzinie [NLP] przyniosto
wiele skutecznych modeli jezykowych, a takze metod parsowania tekstu [68,(69}100].
W tym czasie rozwijaty sie rowniez najbardziej popularne obecnie narzedzia do pracy

z przetwarzaniem jezyka - NLTK [120] oraz spaCy [85].

Wprowadzenie modelu BERT (model oparty o dwukierunkowe enkodery z siecial

ftypu transformer - ang. Bidirectional Encoder Representations from Transformers|) z

mechanizmem uwagi przez zespot badawczy Google Brain w 2017 [183] pozwolito na
wstepne trenowanie modeli jezykowych na ogromnych ilosciach dostepnych tekstow, a
nastepnie ,,douczenie” ich na mniejszych, lekko réznigcych sie zbiorach danych. Sieci
[BERT] sa wspolczesnie uzywane do najbardziej zaawansowanych zadan [NLP| - auto-
matyczne streszczanie, odpowiadanie na otwarte pytania na podstawie danego tekstu,
a takze maszynowe tlumaczenie dowolnej pary jezykéw. Mechanizm uwagi pozwala
na dobre zrozumienie zdania nawet, gdy semantycznie powigzane ze sobg wyrazenia
potozone sg daleko od siebie. Doktadniejszy opis dziatania mechanizmu uwagi znajduje
sie w rozdziale

Obecnie modele z mechanizmem uwagi sa powszechne w wiekszosci zastosowan

INLP] Jeden z najnowszych trendéw polega na wykorzystaniu bardzo duzych gene-
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ratywnych sieci z mechanizmem uwagi do stworzenia modelu ogdlnego zastosowania,
ktorego dane wejsciowe i wyjsciowe sktadaja sie z tekstu zrozumialtego przez czlowie-
ka. Jednym z takich modeli jest GPT-3 opublikowany w 2020 roku przez badaczy z
grupy OpenAl [16]. Model ten sktada sie z okoto 175 miliardéw parametréw i zostal
wytrenowany na tekscie zebranym automatycznie z olbrzymiej ilosci stron interneto-
wych. Kolejne wersje tego modelu to ChatGPT [139], posiadajacy 1,5 miliarda para-
metrow (zmniejszenie modelu byto mozliwe dzieki zastosowaniu nowej architektury)
oraz GPT-4 [140.|141] zbudowany z 170 bilionéw parametrow.

Wiekszos¢é biezacych badan prowadzonych jest przez komercyjne spotki technolo-
giczne, jednak czesto ich wyniki publikowane sg na licencjach typu Open Source. Poza
sama trescig publikacji zwykle dostepny jest kod Zrédtowy potrzebny do odtworze-
nia wynikow, a takze pliki z wagami wstepnie wytrenowanych modeli. Dzieki takiemu
podejsciu badania moga postepowadé znacznie szybciej, a trenowanie wtasnych modeli
jezykowych ogélnego przeznaczenia, ktore jest wyjatkowo kosztowne, nie jest koniecz-

nym krokiem dla kazdego badacza.

3.2. Zadania NLP

Zastosowania [NLP| mozna skategoryzowaé ze wzgledu na realizowane zadanie T,
gdzie zadanie oznacza odpowiedni sposob przewidywania lub wnioskowania na podsta-
wie danych. Typy zadari zostaly w formalny sposéb opisane w rozdziale 2.2 Niektére
z zadan moga wydawac si¢ naturalne dla cztowieka, jednak w przypadku komputero-
wej implementacji muszg zosta¢ rozbite na mniejsze czesci. Na przyktad na ekstrakcje

iformacyi z tekstu pisanego moze sktadaé sie:

— klasyfikacja zdan ze wzgledu na znaczenie,

— [rozpoznawanie jednostek referencyjnych - ang. Named Entity Recognition (NER)|

— analiza sentymentu.

Wybor wszystkich pod-zadan realizowanych przez system jest zawsze uzalezniony
od celu, w jakim jest on tworzony, a takze od dostepnych danych wejsciowych. Gdyby

posiadany zbiér danych sktadal sie z zeskanowanych dokumentéw (obrazow), dodatko-

wo konieczne byltoby wstepne |optyczne rozpoznawanie pisma - ang. Optical Character|

|Recognition (OCR)|
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Zadania w ogblnosci nie zmienity sie¢ od poczatkéw rozwoju tej dziedziny.
Nadrzednym celem wciaz jest szeroko pojete rozumienie tekstu - ekstrakcja informacji,
ttumaczenie tekstu na inny jezyk czy synteza mowy. Jednak szczegdtowe podejscie do
rozwiazania tych probleméw (rozbicie na konkretne pod-zadania) zmienialo si¢ wraz z
gtéwnym nurtem badan. W przypadku systeméw regutowych z lat 60. i 70. kluczowy-
mi etapami byty: oznaczanie czesci mowy, analiza leksykalna, wykorzystywanie stow
kluczowych. Obecne rozwigzania skupiaja sie na przetwarzaniu catoéciowo dtuzszych
fragmentéw tekstu i istotniejsze sa neuronowe reprezentacje jezyka, [NER] oraz wyko-

rzystanie mechanizmu uwagi.

3.2.1. Reprezentacja tekstu

Podstawowym zagadnieniem, bez ktérego nie jest mozliwa dalsza praca z[NLP], jest
wyboér sposobu reprezentacji jezyka. Procesory komputerowe sa zdolne do przetwa-
rzania jedynie liczb binarnych, lecz dzieki zastosowaniu pewnych abstrakcji, posrednio
rowniez liczb catkowitych i zmiennoprzecinkowych. Wykonywanie operacji arytmetycz-
nych we wspotczesnych komputerach zostato silnie zréwnoleglone, zatem mozliwe jest
prowadzenie obliczen na wektorach, macierzach i tensorach wyzszych rzedow.

Architektura komputeréw byta rozwijana, umozliwiajac coraz szybsze obliczenia.

Najbardziej powszechne uktady do obliczen to:

— (lcentralna jednostka przetwarzajaca - ang. Central Processing Unit (CPU)|- uktad

pozwalajacy na sekwencyjne wykonywanie operacji,

— (lprocesor graficzny - ang. Graphics Processing Unit (GPU)|- uktad zaprojektowany

do szybkiego (réwnoleglego) mnozenia i dodawania macierzy, szczegélnie przydat-

nego w generowaniu trojwymiarowej grafiki,

— (lprocesor tensorowy - ang. Tensor Processing Unit (TPU)|- uktad zaprojektowany w

2016 roku przez firme Google, specjalnie w celu réwnolegltego mnozenia i dodawania

tensorow.

Mimo tak zaawansowanego rozwoju, komputery wcigz nie sg zdolne do przetwarza-
nia jezyka (w tym tekstu pisanego) w taki sposéb, jak ludzie. Znaki (litery, cyfry, znaki
interpunkcyjne i specjalne) sa kodowane w postaci binarnej, co pozwala na przecho-
wywanie ich w pamieci komputera. Jednak nawet umiejetnosé¢ zapisu nie oznacza, ze
komputer ,rozumie” zapamietany tekst lub chociaz potrafi go w jakis sposob przetwo-

rZy¢.
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W zdecydowanej wiekszosci zastosowan pierwszym krokiem jest wybor stow, ktore
trafia do modelu jezyka. Zwykle stowa blednie zapisane (z btedami ortograficznymi
czy literébwkami) w ogéle nie trafiaja do modelu. W podejsciach statystycznych pod-
czas tworzenia reprezentacji jezykow fleksyjnych najczesciej konieczna jest lematyzacja
stow - pozbycie sie ich czesci fleksyjnej. Np. dla jezyka polskiego wszystkie rzeczowniki
sg sprowadzane do mianownika. Dzieki tym operacjom, kosztem utraty czesci infor-
macji zawartych w gramatyce, mozliwe jest znaczne zredukowanie liczby wszystkich
stow, ktore nalezy zapamieta¢. Kazde pozostate unikalne stowo to token, zas operacja
przetwarzania nieobrobionego tekstu na ciag tokenow to tokenizacja. W niektorych
zastosowaniach nazwy wlasne lub innego typu frazy moga réwniez byé¢ traktowane
jako indywidualne tokeny. Tokenizacja stanowi interesujacy i szeroki problem, ktorego
rozwigzanie jest zalezne od jezyka, w ktérym napisany jest tekst oraz nadrzednego
zadania T 1 zostata opisana w licznych publikacjach, np. [74,191].

W celu umozliwienia komputerowi pracy na tekscie (juz jako zbiorze stéw, a nie
znakow), kazdemu tokenowi mozna przypisa¢ zmienng liczbowa. Wykorzystanie liczb
porzadkowych nie ma wiekszego sensu ze wzgledu na brak naturalnego znaczeniowego
porzadku stéw. Z tego powodu zaczely rozwijaé sie metody reprezentacji wektorowej.

Jedna z najbardziej uproszczonych metod reprezentacji tekstu jako wektora to

irek Stow - ang. Bag of Words (BoW)| Metoda ta polega na zliczaniu wystapien tokenéw

w dokumencie. Nazwa zostata pierwszy raz uzyta przez Harrisa Z. w artykule, w kto-
rym krytykowat tego typu spojrzenie na jezyk naturalny, poniewaz podejscie to nie
uwzglednia struktury tekstu [80].

Stworzenie reprezentacji w pierwszym kroku polega na wylistowaniu wszyst-
kich indywidualnych tokenéw wystepujacych we wszystkich dokumentach. Kazdy z
tokenéw stanowi wymiar wektora tej reprezentacji. Nastepnie wektory przedstawiajace
kazdy z dokumentéw zostajg utworzone poprzez zanotowanie liczby wystapien kazdego
z tokenow.

Dla przyktadu majac trzy dokumenty:

1. ,Anna ma nowy rower.”,
2. ,Bartek ma samochod.”,

3. ,Bartek ma samochdd. Samochod jest nowy.”,

mozna stworzy¢ ich reprezentacje wektorows zaczynajac od utworzenia listy

”

wszystkich tokenéw: ["Anna”, ”Bartek”, "jest”, "ma”, "nowy”, “rower”, "samochdd”,
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7.7, W kolejnym kroku dokonywane sa zliczenia wystapien, jak to przedstawiono w
Tabeli B.11

Tabela 3.1. Przyktad zliczania tokenéw w dokumentach.

Anna Bartek jest ma nowy rower samochdd

Dokument 1. 1 0 0 1 1 1 0 1
Dokument 2. 0 1 0 1 0 0 1 1
Dokument 3. 0 1 1 1 1 0 2 2

Zrédlo: Opracowanie wiasne.

Wéwcezas dokumenty sg reprezentowane przez nastepujace wektory:

vy =[1,0,0,1,1,1,0,1],
vy =[0,1,0,1,0,0,1,1], (3.1)
vy =[0,1,1,1,1,0,2,2].

Metoda [BoW] posiada wady, ktére utrudniaja wykorzystanie jej w modelach [ML]
Wymiarowos¢ wektoréw wzrasta wraz z iloscig wykorzystanych w dokumentach toke-
néw - dla wigkszosci wspotezesnych jezykow zapisanie zdania czy dokumentu dawatoby
w efekcie bardzo rzadki wektor o wymiarze ponad 100 000. Metode mozna po-
strzegaé jako zagregowane (zsumowane) wektory one-hot (kod 1 z n) reprezentujace
kazdy z tokenow z osobna.

Dodatkowa wada jest ortogonalnosé¢ wszystkich tokenéw bez wzgledu na ich znacze-
nie. Reprezentacja wyrazéw bliskoznacznych nie daje zadnej informacji o ich powigza-
niu, co dodatkowo utrudnia interpretacje dtuzszych tekstéw. Jedng z metod rozwiazy-
wania tych probleméw byty proby redukeji wymiarowosci wektoréw otrzymanych przy
uzyciu Mimo zredukowania liczby wymiaréw, wektory weigz nie odwzorowywaly
w odpowiedni sposob relacji miedzy tokenami.

Przetomem byto zastosowanie word embeddings. Technika ta polega na ustaleniu z
géry wymiarowosci N reprezentacji jezyka, przy czym zwykle N € [10,1000], a nastep-
nie przypisanie kazdemu tokenowi wektora o wymiarze N z losowymi wspotrzednymi.
Kolejny krok to stworzenie sieci neuronowej uczonej w sposob nienadzorowany na du-
zym zbiorze tatwo dostepnych danych. Najczesciej wykorzystuje sie zbior artykutow
Wikipedii lub ogolnie zbiér tresci stron internetowych, np. CommonCrawl, zas za-
daniem sieci neuronowej jest uzupelnianie wycietych z tekstu stéw [31},[198]. Zadanie

uzupetniania tekstu zostato doktadniej opisane w podrozdziale |3.2.2] Podczas treningu
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wspotrzedne wektoréw przypisanych do kazdego tokenu traktowane sg jako wagi sieci,
dzieki czemu moga sie zmienia¢ tak, aby model osiggnat jak najwieksze dopasowanie
do danych [101}126].

Przez prace w takim rezimie wspotrzedne wektoréw osiagaja wartosci, ktére po-
zwalaja na reprezentacje tokenéw poprzez kontekst, w jakim wystepuja. Otrzymane

w ten sposob wektory maja wiele istotnych wtasciwosci:

1. Wymiarowos¢ jest znacznie ograniczona i moze by¢ z géry ustalona,

2. Tokeny o podobnym znaczeniu grupuja sie - dystans liczony przy pomocy kla-
sycznych metryk wewnatrz stworzonej N-wymiarowej przestrzeni jest mniejszy dla
wyrazéw bliskoznacznych lub o podobnych funkcjach,

3. Mozliwe jest wykonywanie operacji algebraicznych na otrzymanych wektorach, kto-

re zachowuja znaczenie reprezentowanych pojec.

Trzecia wlasciwos¢ tych wektorow jest szczegdlnie interesujaca z lingwistycznego
punktu widzenia. W pelni wytrenowane word embeddings pozwalaja na sprawdzanie
relacji miedzy stowami. Mozliwe jest np. zaobserwowanie nastepujacej relacji: token
,wolny” ma sie do tokenu ,wolniejszy”, tak jak token ,szybki” ma sie do tokenu ,szyb-
szy”. W przestrzeni wektorowej relacja ta polega na sumowaniu i odejmowaniu wekto-
row. Nastepnie nalezy znalezé token znajdujacy sie w przestrzeni najblizej wynikowemu

wektorowi. Operacje te mozna przedstawi¢ w formie nastepujacej zaleznosci:

Vwe(wolniejszy) — Ve(wolny) 4+ Ve (szybki) ~ vye(szybszy) (3.2)

Reprezentacja word embeddings pozwala zaobserwowaé zaleznosci takie jak stopnio-
wanie przymiotnikéw, rodzaj gramatyczny, relacje panstwo-stolica i wiele innych [125].
Przyktadowe relacje przedstawia Rysunek [3.1]

Reprezentacja word embeddings moze by¢ rozszerzona o informacje o pozycji dane-
go tokenu w dokumencie, co jest konieczne w celu wykorzystania mechanizmu uwagi
w najnowszych implementacjach sieci neuronowych typu Transformer [183]. Zwykle
informacja o pozycji tokenu wewnatrz dokumentu jest kodowana przy pomocy funkcji
harmonicznych. Otrzymane w ten sposéb wektory positional embeddings pozwalaja
na przetwarzanie wszystkich tokenéw jednoczesnie, co znacznie przyspiesza obliczenia

wzgledem sieci rekurencyjnych.
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Rysunek 3.1. Wizualizacja przykladowych relacji wektoréw word embeddings zrzutowanych
na przestrzen tréjwymiarowa. Rzutowanie na tréjwymiarows, przestrzen pomaga przedstawic
relacje w uproszczeniu. Wlasciwe wartosci sa wielowymiarowymi wektorami. a) Stopniowanie
przymiotnikéw zostalo odwzorowane jako translacja o wektor o tym samym zwrocie, kie-
runku i wartosci. Dodanie tego wektora do reprezentacji dowolnego przymiotnika w stopniu
réwnym daje w efekcie reprezentacje tego przymiotnika w stopniu wyzszym. b) Dla rzeczow-
nikéw okreslajacych osoby, zawody, itp. przejécie miedzy rodzajem meskim i zenskim jest
reprezentowane jako translacja o taki sam wektor. ¢) Odnalezienie stolicy danego panstwa w
przestrzeni word embeddings réwniez polega na translacji o taki sam wektor.
Zrédlo: Opracowanie wlasne.

3.2.2. Uzupelnianie tekstu

Uzupeknianie tekstu to zadanie, w ktérym model stara sie dopasowaé stowo lub sto-
wa usuniete z tekstu na podstawie pozostalej jego czesci. Mimo niewielu praktycznych
zastosowan tego typu modeli, okazaly si¢ one bardzo przydatne jako krok posredni w
tworzeniu reprezentacji jezykowych.

Najwicksza zaleta tej metody jest wyjatkowo duza dostepnos¢ danych treningo-
wych. Uczenie modelu odbywa si¢ w sposdb nadzorowany, jednak zbiér danych moze
zosta¢ wygenerowany automatycznie. Podstawa w tym przypadku jest duzy korpus
w danym jezyku, ktéry mozna tatwo pozyskaé¢ poprzez crawling stron internetowych -
automatyczne pobranie i zapisanie ich tresci. Ze wzgledu na praktycznie dowolny uktad
stron internetowych, konieczne moze by¢ wstepne oczyszczenie danych, jednak wiele
gotowych zbiorow jest udostepnianych za darmo np. przez fundacje Common Crawl
Foundation [31].

Kolejnym krokiem jest usuniecie z tekstu pojedynczych tokenéw i pozostawienie w
ich miejscu luki. Wowczas, korzystajac z definicji uczenia nadzorowanego w rozdzia-

le 2.2

1. Usuniete tokeny y € Y sa traktowane jako oczekiwane dane wyjsciowe z modelu,
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2. Tokeny otaczajace pozostala w tekscie luke x € X (kontekst) to dane wejsciowe
modelu,
3. Zadaniem T jest przewidzenie tokenu y na podstawie jego kontekstu x.
Wektory x i odpowiadajace im wektory y tworzone sa poprzez okienkowanie catego
dostepnego korpusu, aby zapewni¢ jak najlepsze wykorzystanie dostepnych danych.

Przyktad tworzenia zbioru danych treningowych z dtugoscia okna réwna 3 jest przed-

stawiony w tabeli 3.2 Model wytrenowany w ten sposéb to [Ciagly Worek SIéw - ang]

|Continuous Bag of Words (CBOW)|i zostal zaproponowany przez Mikolova T. i in. w

celu tworzenia ciaglych reprezentacji jezyka [125,126].

Tabela 3.2. Przyklad tworzenia zbioru danych uczacych dla modelu [CBOW]

Tekst X y
” Anna wczoraj kupila nowy rower.” | [?Anna”, "kupita”] | "wczoraj’

29 300N

[

” Anna wczoraj kupita nowy rower.” | ["wczoraj”, "nowy”] | "kupita”
[
[

)

” Anna wezoraj kupita nowy rower.” | ["kupita”, "rower”] | "nowy”
” Anna wczoraj kupita nowy rower.”

9 ”» o » 77]

nowy”, "rower”

Zrédlo: Opracowanie wiasne.

Implementacja modelu[CBOW]zaktada przypisanie kazdemu tokenowi wektora word
embeddings inicjalizowanego losowo, ktorego wagi dopasowywane zostaja w procesie
trenowania. Jezeli wykorzystany korpus jest wystarczajaco duzy, otrzymana reprezen-
tacja word embeddings moze zosta¢ ,zamrozona” i wykorzystana jako pierwsza warstwa
innego modelu realizujgcego zadanie 1", dzieki czemu proces treningu bedzie krot-
szy. Jest to szczegdlnie przydatne w przypadku, gdy dane posiadane dla zadania 7" sa
trudniej dostepne.

I[stnieja réwniez inne metody trenowania modeli w celu otrzymania reprezentacji
jezyka, np. wykorzystujace informacje zawarte w uktadzie znakéw wewnatrz stow lub
korzystajace z wektoréw x i y odwrotnie do modelu (model skip-gram). Kaz-
da z tych metod daje nieco odmienne wyniki, jednak zasada, na ktorej bazujg, jest
jednakowa [11}|73].

Wektory word embeddings wstepnie wytrenowane metoda uzupelniania tekstu sa
udostepniane przez wiele zespotéw badawczych w wersji Open Source i mozna je pobrac

np. z repozytoriéw TensorFlow Hub lub Hugging Face [1,[89).
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3.2.3. Ekstrakcja informacji zawartych w tekscie

Ekstrakcja informacji jest wysokopoziomowym zadaniem [NLP], ktére polega na od-
nalezieniu w danym tekscie waznych informacji, a nastepnie przekazanie ich dalej w
skroconej formie. To, ktore informacje sa wazne, jest arbitralnie ustalone w procesie
uczenia modelu, np. podsumowanie catego tekstu lub potozenie jednostek referencyj-
nych. Réwniez forma, w jakiej wyekstrahowane informacje sa przekazane, moze zostac
ustalona na wiele sposobow. W przypadku, gdy odbiorca jest cztowiek, moze to by¢
tekst (podsumowanie) lub tabela (jednostki referencyjne i ich pozycja), zas gdy in-
formacje maja podlega¢ dalszej obrébcee, bardziej korzystne moze by¢ przedstawienie
ich w postaci wektora liczbowego. Ekstrakcja informacji moze by¢ rozumiana bardzo
szeroko i zostata opisana w licznych publikacjach, np. [98}/164].

Enkodowanie informacji w postaci wektora moze by¢ szczegdlnie przydatne w przy-
padku wykorzystania uczenia transferowego opisanego w rozdziale [£.4.2 Wigkszos¢é
modeli ekonometrycznych oraz ogdlnie modeli [MI] wymaga danych wejsciowych o okre-
slonej wymiarowoéci. Informacje przekazywane w formie tekstu pisanego mogag miec¢
zmienng dhugos¢ i by¢ niemozliwe do zinterpretowania przez modele dziatajace wy-
tacznie na danych liczbowych.

Metody ekstrakeji informacji zawartych w tekscie wiadomosci o tematyce finansowej
i wykorzystanie ich do prognozowania cen aktywoéw emitowanych przez podmioty w nich

opisane sa gtownym przedmiotem badan w niniejszej pracy.

3.2.4. Analiza sentymentu

Analiza sentymentu (lub opinion mining) to szczegdlny przypadek ekstrakeji infor-
macji zawartych w tekscie. Polega na ustaleniu emocji lub subiektywnego nastawienia
autora tekstu do omawianej przez niego tematyki. Przyktadowe zastosowania to bada-
nie satysfakcji klientow na podstawie ich recenzji, ocena poparcia partii politycznych
na podstawie tresci publikowanych w mediach spotecznosciowych, a takze analiza na-
stawienia panujacego wsrdd inwestoréow do réznego typu inwestycji.

Pierwsze préby analizy sentymentu przeprowadzano na MIT juz w 1969 roku. Sto-
ne P. wraz z zespotem badali emocje zawarte w tekstach [170]. P6Zniejsze zastosowania
objety miedzy innymi analize recenzji produktow w celu zbadania zadowolenia klien-
téw [180]. Na poczatkowych etapach wykorzystywano stowa kluczowe i proste modele

(klasyfikatory Bayesowskie, maszyny wektoréw noénych), jednak wspotezesnie naj-
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czesciej wykorzystywane sa sieci neuronowe typu [LSTM| (patrz rozdzial i sieci z

mechanizmem uwagi.

Analiza sentymentu moze byé¢ rowniez zastosowana do predykeji notowan gietdo-
wych. W sytuacji, gdy inwestorzy sa optymistycznie nastawieni, zwykle ceny instru-
mentow rosng, za$ gdy inwestorzy se negatywnie nastawieni do sytuacji na rynku,
wyprzedaja aktywa i ceny spadaja. Analiza sentymentu w finansach bazuje na baha-
wioralnym aspekcie decyzji inwestycyjnych, tzn. poddawaniu si¢ emocjom przez uczest-
nikéw rynku. Prognozowanie kierunku zmian cen na podstawie opinii wyrazanych przez
inwestor6w daje pozytywne wyniki [130,/144]. Nastawienie do konkretnych spétek mo-
ze by¢ badane na podstawie publikacji w mediach spotecznosciowych, na blogach lub

oficjalnych serwisach informacyjnych o tematyce finansowej i gospodarczej.

3.2.5. Pozostale zadania NLP

I[stnieje wiele innych zadan realizowanych w dziedzinie przetwarzania jezyka natural-
nego. Skuteczng metoda odnajdywania informacji w tekscie jest identyfikacja jednostek
referencyjnych. W przypadku tekstow o tematyce finansowej jednostkami referencyjny-
mi moga by¢ nazwy spolek, symbole gietdowe, nazwiska cztonkow zarzadu i znanych
pracownikow.

Question answering to zadanie, w ktorym dane wejsciowe i dane wyjsciowe to tekst
zrozumialy przez cztowieka, a model uczy sie odpowiada¢ na zadane mu pytania. Row-
niez w tym przypadku wymagane jest dobre zrozumienie tekstu przez model, jednak
w przypadku modeli ekonometrycznych, odpowiedz w postaci tekstu nie jest wygodna
w celu dalszego jej przetwarzania.

Dosy¢ podobne w dziataniu jest zadanie streszczania tekstu - dane wyjsciowe réw-
niez sa w postaci tekstu zrozumiatego przez cztowieka, a celem modelu jest napisanie
streszczenia otrzymanego na wejsciu dhuzszego tekstu, nie gubigc przy tym jego sensu
i najistotniejszych informac;ji.

W wielu praktycznych zastosowaniach ten sam tekst podlega analizie przeprowa-
dzanej przez kilka modeli wytrenowanych pod katem réznych zadan - np. klasyfikacja
calego dokumentu oraz oznaczanie jednostek referencyjnych. Otrzymane w ten sposob
dane moga by¢ taczone i wykorzystywane dalej przez odpowiednig obrébke otrzyma-
nych informacji.

W przypadku, gdy tekst jest jednym z wielu typéw danych wejsciowych modelu (lub
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wiekszego algorytmu), zwykle analizowany jest caloSciowo przy uzyciu sieci neuronowej

enkodujacej informacje zawarte w tekscie.

3.3. Wspdblczesne osiggniecia w przetwarzaniu jezyka

naturalnego

Obecnie modele oparte o[NLP|coraz czesciej bazuja na wykorzystaniu uczenia trans-
ferowego. W tym celu wykorzystuje sie dostepne, wstepnie wytrenowane (i zwykle duze)
modele NLP] ktére byly uczone do rozwiazywania zadania 77, a nastepnie modyfikuje
sie lub wzbogaca o dodatkowa strukture i trenuje na zadaniu 75. Uczenie transferowe,
mimo coraz czestszego zastosowania w modelach [ML] a w szczegblnosci w kompute-
rowym przetwarzaniu obrazow, w modelach zyskato popularnosé dopiero wraz z
wprowadzeniem mechanizmu uwagi [183], opisanego w rozdziale . Sieci neuronowe
moga sktadaé¢ si¢ z wielu réwnoleglych cztonéw wykorzystujacych mechanizm uwagi,

dzieki czemu stworzone za ich pomoca reprezentacje jezykowe sa bardziej ekspresywne.

3.3.1. Budowa modeli jezykowych

Jako baze do tworzenia modeli wykorzystuje sie reprezentacje jezykowe oparte
o duze sieci neuronowe z mechanizmem uwagi wytrenowane w sposéb nienadzorowany

na mozliwie jak najwiekszych korpusach. Otrzymana w ten sposob architektura to

model jezykowy - ang. Language Model (LM)| Istnieja obecnie trzy najbardziej po-

wszechne klasy modeli jezykowych réznigce sie zadaniem T wykorzystywanym do ich

wytrenowania [127]:

— autoregresyjne modele jezykowe,
— model jezykowy z maskowaniem,

— model jezykowy typu enkoder-dekoder.

Modele autoregresyjne sa trenowane w celu przewidywania kolejnego stowa x;
na podstawie wszystkich poprzednich stow xg, z1,...,2;_1, a tym samym sg jednokie-
runkowe. Schemat dziatania modelu autoregresyjnego zostat przedstawiony na rysun-
ku - sekwencja na dole rysunku to szereg kolejnych tokenéw pojawiajacych sie na
wejsciu modelu, za$ powyzej przedstawiona jest oczekiwana odpowiedz. Zadaniem T}
modelu jest znalezienie parametréw dekodera typu Transformer 67 metoda najwiekszej

wiarygodnosci ¥;log(P(z;|xo, 1, ..., x;_1); 7). Przykladem zastosowania tego podej-
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Rysunek 3.2. Autoregresyjny model jezykowy. Dzialanie tego typu modelu polega na prze-
widywaniu kolejnego stowa (tokenu) w sekwencji. Duza zaleta modeli autoregresyjnych jest
mozliwo$¢ wykorzystania tatwo dostepnych danych do treningu. Duzy korpus tekstu jest
dzielony w taki sposob, aby danymi wejSciowymi byly sekwencje stéw, a danymi wyjscio-
wymi reprezentacja kolejnego stowa. Metoda przesuwajacego sie¢ okna mozna automatycznie
stworzy¢ tyle sekwencji uczacych, ile wszystkich tokenow w korpusie.
Zr6dlo: Opracowanie wlasne na podstawie [112].

Scia moga by¢ kolejne modele publikowane przez grupe badawcza OpenAl: GPT [153],
GPT-2 [154] i GPT-3 [16]. Pierwszy model GPT osiagnatl wyniki znacznie przewyzsza-
jace wyniki obecnego wéwczas czempiona w wiekszosci benchmarkéw (GLUE, CoLA).

Modele jezykowe z maskowaniem (rysunek wykorzystuja informacje z ca-
tego otoczenia stowa. Trening tych modeli polega na zamaskowaniu niektorych (zwykle
losowo wybranych) stéw w tekscie, a nastepnie probie ”odgadniecia” ich. Informacja
dostepna dla modelu, to cale otoczenie zamaskowanego stowa, a zatem architektura
musi by¢ dwukierunkowa. Zadanie to réwniez moze by¢ przedstawione jako odnalezie-

nie parametrow 0 metoda najwiekszej wiarygodnosci:

0 = argmax X;m;log(P(x;|x, ..., Tim1, Tix1, -, Tn); O1), (3.3)
0cO©

gdzie m; € 0,1 oznacza, czy stowo (token) z; jest zamaskowane. Jednym z pierwszych
modeli tego typu byt BERT, z dodatkowym zaltozeniem, ze wiele stéw jednoczesnie moze
by¢ zamaskowanych w celu zrownoleglenia treningu [39]. Duza zaleta modeli tego typu

jest brak autoregresyjnosci, dzieki czemu wigksza czesé obliczen moze by¢ wykonywana
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Rysunek 3.3. Model jezykowy z maskowaniem. Zadaniem tego typu modelu jest odgadywanie
zamaskowanego stowa w tekscie na podstawie sekwencji znajdujacej sie przed nim i po nim.
Mozliwe jest automatyczne stworzenie duzej ilosci danych treningowych na podstawie korpusu
tekstu poprzez maskowanie kolejnych stow i przesuwanie okna okreslajacego sekwencje przed
i po zamaskowanym stowie.
Zrédlo: Opracowanie wlasne na podstawie [112].

réwnolegle, na przyklad z uzyciem uktadéw [GPU| lub [TPU| a takze rozproszonych

klastréow. Na podstawie modelu BERT powstato wiele jego wersji z mniejszymi lub
wiekszymi zmianami w architekturze lub sposobie treningu, np. RoBERTa [11§] czy
AL-BERT [109].

Modele typu enkoder-dekoder, przedstawione na rysunku [3.4} ucza sie gene-
rowac¢ calg sekwencje tokenow vy, ..., y, w odpowiedzi na podang sekwencje tokenow
X, ..., T;m Na wejsciu. Zadaniem modelu jest predykcja kolejnosci stow w zdaniu na
podstawie stéw podanych w zaburzonym porzadku. Trening rowniez odbywa si¢ meto-
da najwickszej wiarygodnosci dla log(P (Yo, ..., Yn|To, .-y Tm); O7), gdzie O jest poszu-
kiwanym wektorem parametrow. Zbior danych treningowych moze zostaé¢ stworzony
na wiele sposobow - zwykle oczekiwana sekwencja wyjsciowa jest tworzona poprzez
rozne znieksztatcenia sekwencji wejsciowej. Przyktadowymi modelami powstatymi w
ten sposob sa BART [112] oraz T5 [155].

Wyjatkowo istotnym czynnikiem na etapie tworzenia modelu jezykowego jest wybor
korpusu, na ktérym bedzie trenowany. Zwykle w tym celu wybierany jest jak najwiekszy
dostepny zbiér danych, pokrywajacy jak najogélniejsza tematyke. Kryterium to spetnia
na przyktad zbiér wszystkich artykutéw z Wikipedii [198] lub zbiér powstaty przez po-
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Rysunek 3.4. Model typu enkoder-dekoder. Zadaniem tego modelu jest generowanie calej

sekwencji tokenéw w odpowiedzi na sekwencje wejéciowa. Model musi przewidzie¢ kolejnosé

stéw w sekwencji podanej w zaburzonej kolejnosci. Dane treningowe moga by¢ wygenerowane

automatycznie na podstawie duzego korpusu danych przez wprowadzanie réznych zaburzen.
Zr6dto: Opracowanie wlasne na podstawie [112].

branie jak najwiekszej liczby stron internetowych, np. CommonCrawl [31]. Dodatkowo
nalezy uwzglednié¢ jakosé¢ takiego korpusu (jak najmniej stéw z literéwkami, niegrama-
tycznych zdan, kawatkéw kodu zrédtowego stron internetowych, czy nic nieznaczacych
zlepek liter). Istotne jest odpowiednie oczyszczenie i wstepne przygotowanie danych,
jednak Kaplan et al. pokazuja, ze przy wystarczajaco duzej skali, zyski pochodzace
ze zwigkszania korpusu przewyzszaja zyski z dokladniejszego oczyszczania go [103].

Wielko$é¢ opisywanych korpuséw mieéci sie w granicach 108 — 103 tokendw.

3.3.2. Fine-tuning modeli NLP

W wielu przypadkach wykorzystanie duzych, wstepnie wytrenowanych modeli jezy-
kowych uzasadnione jest niewystarczajacg iloscig danych odpowiadajacych docelowe-
mu zadaniu 7. Gdy jednak jest to mozliwe, korzystne jest uzycie modeli jezykowych
wytrenowanych na korpusie pochodzacym z domeny przypominajacej tematyka do-
mene docelowg, np. SCiBERT (wytrenowany na tresciach artykutéw naukowych [8]),
BioBERT (wytrenowany na tresciach publikacji biomedycznych [110]), LEGAL-BERT
(wytrenowany na tresciach dokumentéw prawnych [21]), FInBERT (wytrenowany na

tresciach dokumentéw o tematyce finansowej [201]).
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Rysunek 3.5. Architektura modeli[NLP|opartych o bazowy model [LM] W zaleznoéci od ztozo-
nosci zadania konieczne jest dodanie mniejszej lub wiekszej ilosci warstw sieci. a) Jezeli nowe
zadanie modelu przypomina zadanie pierwotne, np. nieznacznie zmienione zadanie klasyfika-
cji, najczesciej wystarczajace jest dodanie jednej warstwy odpowiadajacej nowym kategoriom.
b) Dla nowych zadan znacznie odbiegajacych od zadania pierwotnego, wymagane moze by¢
dodanie wigkszej iloSci warstw przetwarzajacych wyjscie modelu [LM|w odpowiedni sposéb.

Zrédlo: Opracowanie wlasne na podstawie [127].

Posiadajac model jezykowy, kolejnym krokiem jest [TL] czyli wykorzystanie tego
modelu jako bazy, do ktérej dobudowywane sg kolejne moduly (patrz rozdzial .
Gléwnym zadaniem modelu jezykowego jest przetworzenie informacji zawartej w tek-
Scie, a nastepnie przekazanie jej do nowej czesci modelu, ktora realizuje zadanie T5. W
przypadku, gdy zadaniem jest klasyfikacja catych zdan (lub dokumentéw), wystarcza-
jace moze by¢ dodanie pojedynczej, gesto potaczonej warstwy sieci neuronowej (rysu-
nek ) Podejscie to sprawdza sie szczegélnie, gdy zadanie T, w znacznym stopniu
przypomina zadanie T7. Jezeli realizowane zadanie Ty jest bardziej skomplikowane (lub
w znacznym stopniu odbiega od pierwotnego zadanie T7), konieczne moze okazaé sie
zbudowanie wigkszego modelu potaczonego z modelem jezykowym (rysunek )

Ogdlny proces fine-tuningu modeli uczenia maszynowego i stosowane w nim techniki

zostaly opisane dokladniej w rozdziale

3.3.3. Benchmarki modeli jezykowych

Jako$¢ coraz nowszych modeli NLP| proponowanych przez badaczy mozna rzetelnie
oceni¢ jedynie poprzez poréwnanie ich do siebie przy pomocy odpowiednich miar i
testow. Kazdemu z zadan T' odpowiadajg inne sposoby pomiaru jakosci otrzymanych

modeli.
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Jedng z metod weryfikacji, czy model jest w stanie dobrze reprezentowac je-
zyk, jest zbudowanie na jego podstawie klasyfikatora, ktory odréznia zdania poprawne
gramatycznie od niepoprawnych. W tym celu zostal stworzony zbiér danych Corpus
of Language Acceptability (Korpus Jezykowej Akceptowalnosci), na ktérego podstawie
mozliwa jest weryfikacja dowolnego modelu jezykowego [189]. Dostepna jest strona
internetowa, na ktorej znajduje si¢ uaktualniany na biezaco ranking modeli z najlep-
szymi wynikami [146]. Test jezykowe]j akceptowalnosci jako wynik podaje jedna wartos$é
- doktadnos¢.

Bardziej ztozonym narzedziem do testowania jakosci modeli[LM]jest benchmark Ge-
neral Language Understanding Evaluation (Ogdlna Ocena Zrozumienia Jezyka), czyli
GLUE. Jest to caly zestaw zbioréw danych testowych i okreslonych na nim metryk
podzielonych na 9 réznych zadan [NLP| dla ktérych modele zbudowane sa na wspol-
nym modelu jezykowym [188]. Ze wzgledu na bardzo dynamiczny rozwdj dziedziny,
konieczne byto uaktualnienie testu o trudniejsze przyktady, dzieki czemu powstata jego
druga wersja - SuperGLUE [187]. Tworcy tych testow stworzyli réwniez oficjalng stro-
ne internetowa z rankingiem, dzieki czemu mozliwe jest porownanie jakosci kolejnych
modeli.

W przypadku modeli dajacych w wyniku predykcji sekwencje (tekst), ewaluacja
musi odbywa¢ sie w nieco bardziej ztozony sposéb. W tym celu stworzony zostal zbior
testowy Stanford Question Answering Dataset (Zbiér odpowiedzi na pytania Uniwer-
sytetu Stanford), czyli SQUAD [157]. Zbiér ten stuzy do badania jakosci modeli od-
powiadajacych na pytania w tekstowej formie. W wersji 2.0 test zostal utrudniony
o dodatkowe pytania dotyczace przetwarzanego tekstu, na ktore odpowiedz moze by¢
niemozliwa - wéwczas model powinien zaznaczy¢, ze nie da sie udzieli¢ odpowiedzi [156).
W tym wypadku autorzy rowniez udostepniaja oficjalny ranking modeli.

I[stnieje wiele innych testéw i sposobow ewaluacji najnowoczes$niejszych modeli jezy-
kowych, jednak te opisane powyzej sa obecnie najczesciej stosowane, a ogélnodostepne

rankingi pozwalaja badaczom na skuteczne porownanie wynikéw swojej pracy.

3.4. Narzedzia i modele stosowane obecnie w NLP

3.4.1. Jezyk programowania i biblioteki

Wspélczesnie badania w dziedzinie [NLP| prowadzone sa gtéwnie z wykorzystaniem

jezyka Python [181]. Python to jezyk programowania ogdlnego przeznaczenia, ktéry
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powstal we wczesnych latach 90. jako projekt Open Source, zarzadzany przez Python
Software Foundation. Jedne z najwazniejszych cech, ktore spowodowaly, ze stal sie
popularny w naukowych zastosowaniach, to przejrzystosé i zwieztos¢ kodu, duza do-
stepno$¢ otwartozrédtowych bibliotek, a takze brak duzych wymagan co do srodowiska
sprzetowego. Python jest jezykiem skryptowym - jego kod nie jest kompilowany, przez
co obliczenia moga by¢ wolniejsze niz na przyktad w jezyku C. Wiele bibliotek nu-
merycznych zostato jednak stworzonych w jezykach nizszego poziomu, udostepniajac
tylko interfejs dla programisty w jezyku Python, dzieki czemu osiagajg poréwnywalng
szybko$¢ przetwarzania danych.

Ze wzgledu na zastosowanie sieci neuronowych w budowie modeli [NLP] jedna z naj-
wazniejszych bibliotek w tej dziedzinie jest TensorFlow (wraz z biblioteka Keras) [1].
TensorFlow zostal stworzony w 2015 roku przez Google Brain Team w celu prowadzenia
obliczen na tensorach - koniecznych w budowaniu sieci neuronowych. Biblioteka sktada
sie z kilku modutéw, z ktérych najistotniejszym jest silnik wykonawczy przeprowa-
dzajacy obliczenia, napisany w jezyku C++ i umozliwiajacy wykonywanie obliczen na

réznych typach maszyn - [CPU] [GPU| czy [TPU] W celu utatwienia uzycia udostepnio-

ne zostaly interfejsy (m.in. Keras), ktére utatwiaja budowanie kolejnych warstw sieci
neuronowej bez koniecznosci zaglebiania sie w szczegdly numeryczne i pozostawiaja
stworzenie grafu obliczen odpowiednim komponentom.

Konkurencyjna bibliotekg umozliwiajaca trenowanie sieci neuronowych jest Py-
Torch napisany przez zespét badaczy Facebooka w 2016 roku [147]. Mozliwosci zastoso-
wania oraz sposob dziatania jest bardzo zblizony do TensorFlow - jedna z najwiekszych
roznic jest mniejsza czytelnos¢ kodu PyTorch, co jednak réwnowazy tatwiejsze debug-
gowanie go.

Oproécez bibliotek do tworzenia sieci neuronowych ogdlnego przeznaczenia, dostep-
ne sg rowniez biblioteki wspomagajace prace z danymi tekstowymi. Jedng z pierw-
szych takich bibliotek byt stworzony w 2001 roku na Uniwersytecie Pensylwanii NLTK
(Natural Language Toolkit) umozliwiajacy statystyczna i gtéwnie symboliczng anali-
z¢ tekstu [120]. Jednym z zastosowan bylo wykorzystanie go do edukacji w zakresie
lingwistyki komputerowej, a takze prototypowania algorytméw [NLP]

W 2009 roku zostala opublikowana biblioteka Gensim, ktoérej gtéwna funkcja jest
statystyczne [NLP]- m.in. modelowanie tematu, wyszukiwanie informacji, indeksowanie
dokumentéw. Gensim pozwala na parsowanie strumienia tekstu (tekst nie musi byé w

catosci wezytany do pamieci komputera), dzieki czemu umozliwia prace z bardzo duzy-
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mi korpusami. Biblioteka ta jest wykorzystywana w wielu komercyjnych i akademickich
projektach.

Obecnie najbardziej zaawansowang biblioteka do przetwarzania tekstu jest spa-
Cy [85]. Biblioteka ta powstala w 2015 roku jako rozwigzanie gtéwnie komercyjne,
wspierajace wykorzystanie gtebokich sieci neuronowych poprzez integracje m.in. z Ten-
sorFlow i PyTorch. SpaCy umozliwia prace z kilkudziesiecioma jezykami, w tym pol-
skim. Autorzy udostepniaja wiele gotowych szablonéw projektéw [NLP] ktore znacznie

przyspieszajg tworzenie nowych aplikacji.

3.4.2. Infrastruktura obliczeniowa

Wykorzystanie sieci neuronowych i duzych korpusow w wigze si¢ ze zwick-
szonym zapotrzebowaniem na moc obliczeniowa. Wraz z rozwojem sieci neuronowych
i wzrostem dostepnosci duzych ilosci danych, konieczne stato sie uzycie sprzetu kom-
puterowego wspierajacego roéwnoleglte przetwarzanie wektoréw, macierzy i tensorow.
Urzadzeniami spetniajacym te kryteria sa m.in. karty graficzne . Dalszy wzrost
liczby parametréw w proponowanych modelach, a takze wielkosci korpuséw, wymusity
rozwo0j metod estymacji modeli na rozproszonej infrastrukturze - wiekszos¢ komercyj-
nych i akademickich grup badawczych zaczeto wykorzystywaé¢ w swoich placéwkach
maszyny potaczone w klastry.

Na samym poczatku XXI wieku coraz wieksza popularnos¢ zaczeto zyskiwaé pro-
wadzenie obliczen w chmurze. Firmy Amazon, Google i Microsoft rozpoczety udo-
stepnianie odptatnie swojej infrastruktury obliczeniowej, dzieki czemu badacze mogli
skupi¢ sie na swoich projektach bez koniecznosci statego utrzymywania serweréow w
odpowiednim stanie. Z czasem ustugi przechowywania danych i prowadzenia obliczen
stawaly sie coraz tansze, a dostepne maszyny coraz nowoczesniejsze. W 2018 roku
Google zaczal udostepniaé¢ uzytkownikom komputery z uktadami [TPU| dedykowanymi
wlagnie do tworzenia duzych modeli [MT]

Obecnie dostawcy rozwigzan chmurowych oferuja duze znizki dla srodowisk akade-
mickich i start-upéw. Firma Google udostepnia srodowisko Colab, w ktérym catkowicie

nieodplatnie mozna uzywaé uktadéw [TPU| z pewnymi limitami czasowymi.

3.4.3. Zbiory danych i pre-trenowane modele

Wielu badaczy w dziedzinie [MI] wraz z publikacja udostepnia zbiér danych, kod

zrodtowy, a takze zapisane parametry wytrenowanych modeli na licencjach typu Open
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Source. Dzielenie si¢ najnowszymi wynikami i praca umozliwiaja dedykowane w tym
celu serwisy. Ma to szczegdlne znaczenie w przypadku budowania modeli opartych
o pre-trenowane modele jezykowe. Modele [LM] mozna pobraé przez API odpowiednich
serwisow, wykorzysta¢ do swoich badan jako gotowe komponenty i opcjonalnie dokonaé
fine-tuningu, jak to opisano w podrozdziale [3.3.2]

Najbardziej znanym portalem internetowym zrzeszajacym spoteczno$é badaczy ML
jest Kaggle [102]. Platforma Kaggle funkcjonuje od 2010 roku. Poza mozliwoscia pu-
blikacji (oraz pobierania) oczyszczonych, gotowych do uzycia zbioréw danych i wy-
trenowanych modeli, Kaggle jest platforma, na ktérej firmy oglaszaja konkursy na
najlepszy model zbudowany na udost¢pnionych przez nie danych. Ze wzgledu na duza
popularnosé¢ platformy, duza konkurencje i nagrody pieniezne, otrzymane rozwiazania
czesto pomagajg posuwacé naprzod biezacy stan wiedzy.

W ramach biblioteki TensorFlow od 2018 roku dostepny jest modut TensorFlow
Hub, ktéry dziala na zasadzie repozytorium gotowych modeli [1]. Duza zaleta tego
rozwigzania jest mozliwos¢ bezposredniego wezytania modelu z wewnatrz kodu zré-
dtowego Pythona przez odpowiednie wywolanie w API biblioteki. Modele dostepne
w TensorFlow Hub muszg zosta¢ zaakceptowane zanim beda mogty by¢ udostepnione
innym uzytkownikom, co zapewnia ich lepsza jakos¢.

Platforma, ktéra ktadzie szczegdlnie duzy nacisk na modelowanie[NLP] jest Hugging
Face [89]. Hugging Face to firma, zalozona w 2016 roku, tworzaca czatboty i narzedzia
stuzace do ich tworzenia. Ze wzgledu na potrzebe pracy z najbardziej zaawansowanymi
modelami jezykowymi, zatozyciele stworzyli rowniez platforme wymiany modeli i zbio-
réow danych z dziedziny [NLP] Poza udostepnionymi zasobami Hugging Face dostarcza
rowniez biblioteke i narzedzia do pracy z tekstem.

Bardzo istotnym narzedziem w modelowaniu sg zbiory testowe, dzigki ktérym moz-

na zweryfikowaé jako$¢ otrzymanych modeli. Zostaly one opisane w podrozdziale |3.3.3]

3.5. Automatyczna analiza wiadomosci finansowych

Inwestorzy w podejmowaniu decyzji zwykle kieruja sie informacjami. Zmiana w
ramach konkretnej spétki (np. jej zarzadu lub polaczenie z inna) albo jej otoczenia
rynkowego moga spowodowac, ze uczestnicy rynku postanowia dokonaé¢ zmian w swojej
pozycji. Jednak zeby wiedzie¢ o takich zdarzeniach, zmuszeni sg stale monitorowac

wiele zrédetl informacji, ktore w dobie Internetu stale sie powiekszaja - pojedynczy
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inwestor nie jest w stanie recznie przeanalizowa¢ pelnego strumienia wiadomosci, ktore
do niego sptywaja. Wobec tych zaleznosci oczywistym rozwigzaniem wydaje sie by¢
proba zautomatyzowania procesu analizy wiadomosci.

Jezyk naturalny moze przybiera¢ rézne struktury i style, przez co ekstrakcja in-
formacji w nim zawartych moze przebiega¢ na wiele sposobéw. Klasyczna analiza sze-
regéw czasowych (w tym ludzkiej mowy lub notowan gieldowych), a takze analiza z
zastosowaniem technik uczenia maszynowego jest od wielu lat opisywana w licznych
publikacjach naukowych. Jednak dopiero rozwoj infrastruktury obliczeniowej, gtéwnie
[GPUJi[TPU], umozliwil w ostatnich latach znaczny postep w cyfrowym przetwarzaniu
jezyka naturalnego - pierwsze zastosowanie sieci miato miejsce w 1997 [84], a
sieci neuronowych z mechanizmem uwagi w 2017 [183]. Dzieki tym technikom tekst jest
reprezentowany nie tylko jako zbiér niepowiazanych stéw kluczowych (Bag-of-words),
ale uwzgledniana jest tez m.in. gramatyka, kontekst czy nacechowanie emocjonalne.
Zastosowanie najnowszych technik [NLP| do optymalizacji strategii inwestycyjnych lub
prognozowania finansowych szeregéw czasowych jest obecnie opisane w stosunkowo

niewielkiej liczbie publikacji m. in.: [42,43,]59.83}/169].

3.5.1. Statystyczna analiza tekstu wiadomosci

Statystyczna analiza tekstu pozwala na bezposrednia predykcje ruchu notowan na
podstawie tresci wiadomosci. Zwykle wykorzystywane sa w niej parametry opisujace
tekst, takie jak np. czestotliwo$¢ wystepowania konkretnych stow lub ilosci nowych ar-
tykutéw. Istota tego podejscia polega na wykorzystaniu (poza historycznymi szeregami
czasowymi stop zwrotu) dodatkowych informacji w postaci przetworzonych wiadomosci
kierowanych do ludzi. Tego typu wiadomosci zwykle opisujg wydarzenia, ktére moga
mie¢ wplyw na zachowanie inwestoréw, a ich analiza moze dostarczy¢ nowych infor-
macji jeszcze niezawartych w historycznych szeregach czasowych.

Zachowania notowan gietdowych spotek mozna analizowa¢ w oparciu o wiadomo-
sci publikowane na ich temat. Istnieja znaczace réznice w zaleznosci od wydzwigku
opublikowanych wiadomosci — szczegolnie duze zmiany nastepuja w przypadku ztych
wiadomosci. Posiadaja one rowniez nieco inne charakterystyki powrotu do $redniej w
przypadku, gdy zadne wiadomosci si¢ nie pojawiaja. Efekty te zostaty opisane przez
Chana W. w 2003 roku na podstawie danych zebranych na przestrzeni 20 lat [22].

Liczba publikacji na temat wykorzystania w celu analizy wptywu wydarzen
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na swiecie na rynki finansowe jest stosunkowo nieduza. Wynika to gtéwnie z faktu, ze
jest dosy¢ nows gatezig nauki.

Pierwsze proby automatycznej analizy wiadomosci publikowanych w Internecie w
celu przewidzenia notowan gieldowych polegaly na zliczaniu recznie wybranych stow
kluczowych m. in. w The Wall Street Journal. W 1998 Wuthrich B. et al. opublikowali
swoje pierwsze wyniki bazujace na kilku réznych modelach (systemie regutowym, K
Najblizszych Sasiadow i sieci neuronowej). Strategia oparta o predykcje systemu dla
indeksow gietdowych daje wyniki lepsze niz inwestycja typu ”Kup i trzymaj” [200].

Kolejnym podejsciem byto zbadanie mozliwos¢ wykorzystania algorytmoéw gene-
tycznych i statystycznych klasyfikatorow tekstu w celu predykeji na rynkach finanso-
wych opracowane przez Thomas J. D. i Sycara K. w 2000 roku. W badaniach wykorzy-
stano artykuly z réznego rodzaju biuletynéw internetowych. Zaproponowana metoda
pozwolita osiggaé zwroty z inwestycji o 30% wyzsze niz proste inwestowanie w caly
indeks [|177].

Kierunek ruchéw cen akcji, a takze kwartalnego przychodu mozna prébowaé prze-
widzie¢ na podstawie liczby stow o negatywnym wydzwieku pojawiajacych sie w wia-
domosciach. Tetlock P. i jego zespdt badali teksty publikowane w Dow Jones Stock
News oraz The Wall Street Journal oraz ich dlugoterminowy wplyw na skumulo-
wane osiggi finansowe. Zastosowanie na tyle prostego podejscia pozwala istotnie na
przewidzenie kierunku ruchu, jednak w przypadku rzeczywistego srodowiska inwesty-
cyjnego (uwzgledniajacego prowizje i podatki) nie pozwalatoby osiagaé¢ pozytywnych
wynikow [175].

Schumaker R. P. i Chen H. w 2009 stworzyli hybrydowy system, ktéry wykorzy-
stywal uczenie maszynowe, metody statystyczne oraz analize tekstu do przewidywania
kierunku ruchéw notowan spotek na gietdzie NYSE z ponad 71% skuteczno$cig. Symu-
lowana stopa zwrotu byta o 2,88 punktu procentowego wyzsza niz przy strategii " Kup i
trzymaj” realizowanej na calym indeksie S&P 500. Badacze do modelowania wykorzy-
stali maszyne wektoréw nosnych dziatajacag w oparciu miedzy innymi o statystyczng
analize teksu wiadomosci [162].

W 2014 Ding X. et al przedstawili poréwnanie kilku modeli [42], ktore na wej-
Sciu otrzymywaty jedynie nagltowki wiadomosci finansowych i przewidywaty kierunek
ruchu indeksu S&P 500 w handlu intra-day. Model dokonywal predykcji na podstawie

wydarzen dotyczacych spotek, o ktorych informacja pochodzita bezposrednio z tekstu.
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Srednia skutecznoéé na danych testowych najlepszego z proponowanych modeli osiagata

warto$¢ 58,94%.

3.5.2. Predykcja oparta o wydarzenia

Jedng z metod predykeji notowan gietdowych na podstawie tekstu jest proba eks-
trakcji informacji na temat wydarzen, ktére moga wywotaé zmiany w otoczeniu ryn-
kowym danej spotki. Podejscie to polega na wykryciu w tekscie informacji o wszelkich
wydarzeniach, jak mialy miejsce, a nastepnie predykcji potencjalnych zmian ceny w
zaleznosci od typu wydarzenia.

W 2016 Ding X. et al poprawili osiagniety wynik przez zastosowanie zewnetrzne-
go grafu wiedzy, dzieki ktéremu sie¢ neuronowa nie musiata uczy¢ sie od poczatku
zaleznosci pomiedzy faktami. W dodatkowym grafie wiedzy przechowywane byty mieg-
dzy innymi informacje o powigzaniach miedzy nazwiskami oséb i spotek, a takze ich
stanowiska. Skutecznos¢ modelu byta wieksza o ponad 5 punktéw procentowych dla
wigkszosci spétek w poréwnaniu z wynikami badaczy sprzed 2 lat |43].

Kolejnym krokiem byto zbadanie wptywu wtlaczenia informacji upublicznianych
przez spotki z powodu prawnych obowiazkéw (regulatory disclosures) na jakosé pre-
dykcji indekséw gietdowych. W 2018 Feuerriegel S. i Gordon J. w zaproponowanym
przez siebie modelu z pozytywnym skutkiem wykorzystali te dane do podniesienia sku-
tecznosci predykeji indeksow GAX, CDAX i STOXX Europe 600, zwlaszcza w dhugim
horyzoncie czasowym [59].

Wptyw $wiatowych wydarzen na wyniki akcji moze by¢ rézny dla gospodarek o
roznych profilach. Magsood H. i in. stworzyli model prognozowania cen w oparciu o
sentyment do konkretnych wydarzen na podstawie ponad 11 milionéw wiadomosci pu-
blikowanych na Twitterze dla spétek w Stanach Zjednoczonych, Hong Kongu, Turcji
i Pakistanie (rynki rozwinigte, wschodzace i stabo rozwinigte). Jednym z wnioskéw
autoréw byt fakt, ze lokalne wydarzenia zwykle maja wiekszy wptyw niz globalne, a
takze ze wydarzenia lokalne w bardziej rozwinietych gospodarkach (np. wybory prezy-
denckie w USA) moga réwniez mie¢ znaczacy wplyw na zachowania cen akcji w innych
krajach [124].

Jedna z metod ekstrakcji informacji o wydarzeniach opisanych w wiadomog$ciach
jest zastosowanie sieci z mechanizmem uwagi, np. BERT lub AL-BERT ([39,/109]).
Podejscie to zostalo wykorzystane przez X. Wu do stworzenia systemu, ktory naj-

pierw ekstrahowat informacje o wydarzeniach, a nastepnie dokonywat predykcji trendu
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cen. Badania zostaly przeprowadzone na indeksach S&P 500, Dow Jones i Nasdaq,
za$ wiadomosci pochodzity z publikacji Reutersa i Bloomberga. Otrzymane rezultaty
potwierdzily, ze to podejscie daje wyniki lepsze niz inwestowanie z indeksy [199].
Jednym z najbardziej istotnych wydarzen w analizie inwestycyjnej jest publikacja
rocznych raportéw finansowych. W 2023r. Glodd A. i Hristova D. zaproponowali dwu-
etpaowe podejscie do ekstrakeji z tego typu publikacji [66]. Ich rozwiazanie polegato na
wykorzystaniu jednej z odmian modelu [BERT] (DistilBERT [160]) do rozpoznawania
fragmentéw raportow mogacych mie¢ wptyw na dalsze przebiegi cen, a nastepnie uzyciu
innego modelu typu (FiInBERT [201]) do analizy sentymentu tych fragmentéw.
Wyniki otrzymane przy pomocy takiego systemu sg lepsze niz wykorzystanie do pro-

gnozowania wytacznie historycznych cen.

3.5.3. Analiza sentymentu

Bardzo istotnym nurtem w wykorzystaniu [NLP| w ekonometrii stata si¢ analiza
sentymentu inwestorow. W przeciwienstwie do proby bezposredniego przetozenia tresci
wiadomosci gietdowych na zachowania notowan, analiza sentymentu dodaje krok po-
sredni, w ktérym na podstawie tresci oceniane jest nastawienie inwestoréw do danego
aktywa, a w konsekwencji kierunek zmian notowan.

W 2004 Antweiler W. i Frank M. Z. rozpoczeli nowy trend — analize tresci stworzo-
nych przez uzytkownikow grup dyskusyjnych (jak dotad analizowano wytacznie arty-
kuty oficjalnie publikowane). Byta to zatem pierwsza préba ekstrakcji opinii i ,wiedzy
tlumu”. Do analizy wykorzystano ponad 1,5 miliona wiadomosci opublikowanych na
Yahoo! Finance i Raging Bull. Wiadomosci byly klasyfikowane na pozytywne i nega-
tywne, zatem podejscie to byto bardzo zblizone do analizy sentymentu. Autorzy po-
twierdzili pozytywny wptyw wlaczenia informacji pochodzacych z foréw dyskusyjnych
do modelowania zmiennosci z czestotliwoscia dzienna, a takze wieksza [4].

Trend ten byl kontynuowany m. in. przez Kim Y. i in. podczas ich préb analizy
opinii na duza skale (opinion mining), w ktérej uzyli ponad 78 000 wypowiedzi na
temat spotek wchodzacych w sktad Korea Composite Stock Price Index [105]. Celem
badan byta klasyfikacja wiadomosci na pozytywne, negatywne i neutralne, w celu prze-
widzenia, czy cena aktywa wzrosnie, spadnie, czy pozostanie na tym samym poziomie.
Skuteczno$é otrzymanego modelu znajdowala sie na poziomie 60-65%.

Mimo iz wiekszos¢ publikacji dotyczy akcji spotek, ze wzgledu na mnogosé zjawisk,

ktére moga ich dotyczy¢ (przejecia, nowe produkty, skandale z osobami powiazanymi),
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analize sentymentu mozna rowniez zastosowa¢ do prognozowania cen surowcoéw. Li J.
i in. przeprowadzili analize wykorzystujac artykuty publikowane przez Reutersa oraz
ceny ropy (West Texas Intermediate) do stworzenia kilku modeli - maszyny wektoréw
nos$nych, regresji logistycznej i sieci neuronowej. Za pomoca przyczynowosci Grange-
ra dowiedli, ze sentyment wiadomosci rzeczywiscie ma wpltyw na ceny ropy, a takze
zaproponowali modele, ktére dawaly poprawne predykcje |113].

Tharsis S. i Tomaso A. zaproponowali istnienie dwoch rownolegtych, powigzanych
struktur — finansowej i spotecznej. Przez odwzorowanie relacji miedzy notowaniami
roznych spotek na obu tych strukturach, mozliwe byto doktadniejsze przewidzenie ich
wzajemnego wplywu na siebie i podniesienie skutecznosci predykeji [169].

Po publikacji Devlina J. i in. ([39]) zaczelo pojawiaé sie wiele prac na temat wyko-
rzystania architektury z mechanizmem uwagi do réznych zadan . Jednym
z nich byla wlasnie ogélnie rozumiana analiza sentymentu (niekoniecznie rynkowego).
Li X. i in. zaproponowali prosty model oparty o model jezykowy BERT] z dodatkowa
warstwa do klasyfikacji sentymentu. Otrzymany w ten sposéb model moze stuzy¢ jako
benchmark jakosci tego typu modeli [115].

W 2019 Hiew J. i in. dokonali analizy mozliwosci przewidywania notowan gietdo-
wych trzech popularnych firm na gieldzie w Hongkongu poprzez badanie sentymentu
inwestoréw w dyskusjach na Weibo.com przy uzyciu sieci [83]. Wynikiem ich
pracy byto zestawienie réznych modeli i ich skutecznosci w zaleznosci od horyzontu
CZasowego.

Rozszerzeniem analizy sentymentu jest analiza emocji inwestoréw. Charalampos L.
i Sotiris K. stworzyli model oparty o sieci konwolucyjne (zamiast sieci typu po-
taczone z modutem typu w celu analizowania postéw z serwisu Twitter (obecnie
X) [116]. W swojej pracy z 2023r. wykorzystali 28 réznych emocji, ktére model sta-
rat sie przypisa¢ odpowiednim postom uzytkownikéw, aby nastepnie wykorzystaé te
informacje do lepszego prognozowania dziennej ceny zamkniecia. Wyniki otrzymane
przy pomocy tego modelu przewyzszaly wyniki otrzymywane przy uzyciu modeli nie-

uwzgledniajacych emocji inwestoréw pod wzgledem wielkosci btedéw prognoz.

3.5.4. Pozostale podejscia

Dzieki wykorzystaniu modelu jezykowego BERT| Chen Q. zbudowal model, ktérego
celem bylo przewidzenie trendéw cen akcji wchodzacych w sktad Europe STOXX 600

Index bez posredniego przejécia przez ekstrakcje z tekstu wydarzen lub sentymentu.
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Otrzymany model pozwolit stworzy¢ strategie inwestycyjna, ktéra osigga bardzo dobre
wyniki (12,6% CAGR) nawet po uwzglednieniu kosztéw transakeji [23].

Analize sentymentu mozna polaczy¢ z generatywnymi modelami w celu tworzenia
predykcji w postaci oczekiwanego szeregu czasowego. Takie podejscie wykorzystali P.
Muthukumar i J. Zhong tworzac dwustopniowy model. W pierwszym kroku wiado-
mosci sa klasyfikowane na pozytywne i negatywne. W drugim kroku otrzymane klasy
wykorzystywane sa wraz z samym szeregiem czasowym cen do prognozowania dalsze-
go ich przebiegu (w horyzoncie 1-, 15- i 30-dniowym). Autorzy bazowali na akcjach

spotek branzy lotniczej ze wzgledu na silne powiazanie jej wynikéw ze Swiatowymi

wydarzeniami. Btad predykcji mierzony jako [pierwiastek btedu sredniokwadratowego -|

lang. Root Mean Squared Error (RMSE)| przewyzszal inne stosowane do tego momentu

metody, w tym glebokie sieci neuronowe [133].

Nalezy zauwazy¢, ze stworzenie modelu przewidujacego sentyment na podstawie
tekstu wymaga duzej ilo$ci poprawnie oznaczonych wiadomosci. Najprostszym, jednak
najbardziej czasochlonnym rozwigzaniem, jest przeczytanie i reczne oznaczenie kazdej
wiadomosci. Birbeck E. i Cliff D. zaproponowali wykorzystanie przebiegow cen ak-
¢ji, aby automatycznie oznaczaé¢ sentyment wiadomosci. Jest to zadanie odwrotne do
zwykle realizowanego, jednak pozwala tatwiej pozyska¢ duze ilosci danych treningo-
wych [10].

Praktyczne uzycie modeli [NLP| czesto wymaga nie tylko samego modelowania, ale
rowniez calej procedury odpowiedniej obrobki danych - czyszczenia wiadomosci i od-
powiedniego umiejscowienia ich w czasie wzgledem szeregu czasowego cen. Dong Y. i
jego zespot zaproponowali rozwiazanie pomagajace wykorzysta¢ dane z Twittera do
usprawnienia predykcji cen akcji notowanych na NYSE w odporny na zaklécenia spo-
sob. Publikacja ma raczej inzynieryjng charakterystyke, jednak wskazuje szereg istot-
nych szczegbétéw, na ktére inni badacze powinni zwracaé uwage w swoich systemach
predykcji notowan gieldowych wykorzystujacych dane tekstowe [46).

W 2022 roku zesp6t Google Research zbadal, jakie informacje na temat rynkéw
moga posiadaé¢ duze modele jezykowe [38]. Badania opieraly sie na generowaniu tekstu
o tematyce inwestycyjnej i sprawdzaniu, czy model potrafi utrzymywacé¢ kontekst o
znaczeniu finansowym. W swojej publikacji wykorzystywali dane pochodzace z serwisu
Reddit. Nastepnie model generujacy tekst zostat zaadaptowany na model klasyfikuja-
cy sentyment. Wyniki otrzymywane przy jego pomocy byty porownywalne z modelami

uczenia nadzorowanego, gdzie wszystkie dane musiaty by¢ opisane przez cztowieka. Te-
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go typu system moze znacznie uproscic¢ tworzenie nowych modeli poprzez przyspieszenie
wstepnej obrobki danych.

Przedstawione podejécia do automatycznej analizy wiadomosci gietdowych pozwa-
laja na osigganie dobrych wynikéw predykeji w dziennych horyzontach czasowych. Jak
dotad nie ma jednak podejs¢, ktore pozwalalyby na wykorzystanie tresci wiadomosci na

poziomie intra-day. Jednym z celow niniejszej pracy jest wypetnienie tej luki badawcze;j.

3.6. Podsumowanie

Przetwarzanie jezyka naturalnego nie jest catkiem nowsg dziedzing nauki. Pierwsze
osiagniecia [NLP| w kryptografii pojawily sie juz w IX wieku. Na przestrzeni kolejnych
wiekéw metody te byty rozwijane, a takze stosowane w ttumaczeniu maszynowym. Pod
koniec XX wieku systemy regulowe zostaly zastapione podejsciem statystycznym, co
umozliwito wykorzystanie komputeréw i znaczne przyspieszenie obliczen. Jednak dopie-
ro zastosowanie sieci neuronowych i duzych korpuséw umozliwito osiggniecie rezultatow
zblizonych do rozumienia tekstu na poziomie czlowieka.

Algorytmy [NLP] czesto sktadaja si¢ z wielu komponentéw, ktére analizuja tekst pod
roznymi katami. Podstawowym problemem jest odpowiednie reprezentowanie tekstu w
pamieci komputera tak, aby byt on mozliwy do przetworzenia przez modele. Zwykle
reprezentacja tekstu polega na stworzeniu stownika, ktéry kazdemu stowu przypisuje
odpowiedni wektor liczb. Wektory te powstaja w procesie trenowania modeli jezyko-
wych, czyli sieci neuronowych, ktorych zadanie jest dobrane w taki sposob, aby umoz-
liwi¢ nienadzorowane uczenie na tatwo dostepnym, duzym korpusie, np. uzupetianie
tekstu. Otrzymane w ten spos6b modele mogg stuzy¢ jako baza do wykonywania innych
zadan - ekstrakeji informacji, analizy sentymentu czy [NER]

Wspbtcezednie jako model jezykowy najczedciej wykorzystywane sa glebokie sieci
neuronowe z mechanizmem uwagi. Wielu badaczy udostepnia wytrenowane przez sie-
bie modele, ktérych architekture mozna nastepnie zmodyfikowaé lub rozszerzy¢ tak,
aby realizowaly inne zadania. W ten sposéb znaczna cze$¢é modelu jest juz wstepnie
wytrenowana na korpusach ogblnego przeznaczenia i nawet stosunkowo niewielkie ilo$ci
danych odpowiadajacych docelowemu zadaniu pozwalajg na skuteczny fine-tuning.

Wigkszo$¢ najbardziej zaawansowanych modeli jest rozwijana i publikowana na
licencjach Open Source, dzieki czemu w tatwy sposéb mozna pobraé¢ wyczyszczone

zbiory danych tekstowych, pre-trenowane modele jezykowe (i ogdlnie modele [NLP)), a
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takze porownac¢ swoje wyniki uzywajac ogoélnodostepnych rankingéw. Rozwijanie kodu
zrodtowego utatwiaja biblioteki jezyka Python, przygotowane do pracy z gltebokimi
sieciami neuronowymi i duzymi korpusami.

Modele [NLP] sa z powodzeniem stosowane w automatycznej analizie wiadomosci
finansowych. Powstato wiele podejs¢ bazujacych na: analizie statystycznej stow poja-
wiajacych sie w wiadomosciach finansowych i raportach publikowanych przez spotki,
ekstrakcji informacji o wydarzeniach opisywanych w wiadomog$ciach, a takze na anali-
zie sentymentu inwestorow i tresciach publikowanych na portalach spotecznosciowych.
Mimo tak wielu podejs¢, zadne nie przedstawia metod wykorzystania tresci wiado-
mosci do prognozowania cen na poziomie intra-day. Celem niniejszej pracy jest m.in.

uzupehienie tej luki badawcze;j.



Rozdzial 4

Proponowana metodologia badan
wykorzystania technik NLP w analizie

tresci wiadomosci finansowych

Celem prowadzonych badan jest sprawdzenie, czy mozliwe jest wykorzystanie zauto-
matyzowanej analizy tresci wiadomodci finansowych do poprawy jakos$ci prognoz na
rynkach kapitatowych. Techniki sg dziedzing $cidle powigzana z metodami nume-
rycznymi i inzynierig oprogramowania. Wobec tego gtéwnym narzedziem badawczym
beda analizy i symulacje komputerowe wykorzystujace dane w postaci historycznych
szeregow stop zwrotéw pojedynczych spotek, a takze wiadomosci opublikowane na ich
temat w serwisach informacyjnych o tematyce finansowej.

W celu przeprowadzenia badan, stworzony zostat autorski system, na ktéry sktada
sie komponent gromadzacy dane (historyczne przebiegi cen oraz pelna tresé opubliko-
wanych wiadomosci), programy umozliwiajace stworzenie modeli bazowych typu
IMAHGARCH] oraz glebokich sieci neuronowych - sieci typu [LSTM] do ktérej dotaczony
jest autorski modul: [FENE] Dodatkowo stworzone zostaly programy pozwalajace na
poréwnanie otrzymanych modeli wykorzystujac wachlarz miernikow trafnosci prognoz

oraz testow statystycznych.

4.1. Metodyka weryfikacji hipotez badawczych

We wstepie niniejszej pracy zostaly postawione hipotezy badawcze. Ich weryfikacja
jest oparta o obliczenia wykonane przy pomocy zbudowanych modeli. Wykorzystane

zostaly rézne metody weryfikacji dopasowane do kazdej z hipotez.

Hipoteza: Mozliwe jest efektywne zautomatyzowanie analizy finanso-
wych wiadomosci oraz posto6w w mediach spotecznosciowych poprzez uzycie
wspolczesnych metod przetwarzania jezyka naturalnego — gtéwnie glebokich

sieci neuronowych.
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Metoda weryfikacji: Weryfikacja powyzszej hipotezy opiera sie na poréwnaniu mo-
deli wykorzystujacych analize z modelami bazowymi, ktére wiedze
o wydarzeniach moga czerpaé¢ wytacznie z historycznych szeregéw czasowych oraz wzor-
cow sezonowosci (bedacych posrednia metoda obserwacji zwigkszonej ilosci nowych in-
formacji pojawiajacych sie wsréd uczestnikow rynku). Poréwnanie wykorzystuje skon-
frontowanie miernikéw trafnosci prognoz (opisanych w rozdziale osiggnietych
przy pomocy badanych modeli. Oprécz tego, wykorzystany zostal statystyczny test
Diebolda-Mariano [40], ktéry umozliwia poréwnanie modeli r6znego typu. Efektywne
zautomatyzowanie analizy wiadomosci powinno przetozy¢ sie na lepsze wyniki osiggane

przez model.

Hipoteza: Wykorzystanie tresci calej wiadomosci w analizie pozwala na
osiggniecie lepszych wynikéw prognozowania niz w przypadku wykorzysta-
nia wylgcznie tresci naglowkow.

Metoda weryfikacji: Nagtowki wiadomosci finansowych sa krotkim podsumowaniem
ich tresci. Informacje zawarte w petnym tekscie tych wiadomosci moga jednak dostar-
cza¢ dodatkowych przestanek dla modelu, dzieki ktorym jako$¢ prognoz bedzie lepsza.
W celu zweryfikowania, czy faktycznie tak sie dzieje, poréwnane zostaly ze sobg modele
o takich samych architekturach, jednak w procesie treningu uzyte zostaty peine teksty
wiadomosci lub wytacznie nagtéwki. Prognozy z tych modeli zostaty poréwnane ze soba
przy wykorzystaniu odpowiednich miernikéw jakosci prognoz oraz testow statystycz-

nych.

Hipoteza: Modele oparte na gtebokich sieciach neuronowych z autorskim
modulem generuja lepsze (dokladniejsze) punktowe prognozy cen i
stop zwrotu aktywow finansowych w poréwnaniu z modelami wykorzystu-
jacymi klasyczne metody sztucznej inteligencji.

Metoda weryfikacji: Weryfikacja tej hipotezy polega na poréwnaniu modeli
wykorzystujacych analize [NLP|] z modelami opartymi o sie¢ neuronowa typu
[LSTM], ktoéra nie otrzymuje informacji pochodzacych z wiadomosci finansowych w bez-
posredni sposob. Poréownanie jako$ci modeli odbywa sie poprzez analize miernikow

trafnosci prognoz oraz wynikéw testu Diebolda-Mariano [40].

Hipoteza: Wykorzystanie szeregu czasowego notowan o 5 minutowej cze-
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stotliwosci jest wystarczajgce, aby zaobserwowaé zmieniong charakterystyke
zwrotow spowodowang publikacjg wiadomosci.

Metoda weryfikacji: Momenty pojawienia sie nowych informacji (publikacji wia-
domosci dotyczacych spotek) to punkty w czasie, gdy inwestorzy moga podjaé¢ nowe
decyzje i zwykle sa poczatkiem wytracenia rynku ze stanu ekwilibrium efektywno-
sci. Ponowne osiggniecie stanu efektywnosci rynkowej to krotki okres, w ktéorym za-
proponowany model moze sprawdzaé si¢ lepiej. Weryfikacja, czy agregacja danych do
S5-minutowych interwalow jest wystarczajaca polega na sprawdzeniu, czy efektywnosé
prognoz jest wieksza w okresach po pojawieniu sie nowych informacji w poréwnaniu z

okresami bez publikacji zadnych wiadomogci.

Hipoteza: Zautomatyzowana analiza finansowych wiadomosci i postéw
w mediach spotecznosciowych za pomocga algorytmow w potlaczeniu z
obecnie stosowanymi metodami prognozowania finansowych szeregéw cza-
sowych pozwala na poprawienie efektywnosci predykcji.

Metoda weryfikacyi: Mozliwos¢ potaczenia modeli ekonometrycznych z sieciami neu-
ronowymi poprzez wlaczenie wektora enkodujacego tres¢ wiadomosci pozwala na stwo-

rzenie dodatkowego typu modelu. Skutecznosé¢ predykeji tej metody zostata przetesto-

wana przez porownanie prognoz modelu [ ARMAHGARCHHFENE] z prognozami modeli

[ARMAHGARCH,] wykorzystujacych wzorce wolumenu bedace posrednia informacjg o
pojawianiu si¢ nowych informacji, a takze z prognozami modeli LSTMHFENE]

Hipoteza: Klasyczne modele ekonometrii finansowej typu
IMAHGARCH) z autorskim modutem FENE| generuja lepsze (dokladniejsze)

punktowe prognozy cen i stop zwrotu aktywéw finansowych w poréwnaniu

z klasycznymi modelami typu [ARMAHGARCH] bez tego modutu.

Metoda weryfikacji: Weryfikacja tej hipotezy jest oparta na poréwnaniu modeli

ARMAJGARCHHFENE]| wykorzystujacych analize [NLP| z modelami [ARMAGARCH],

ktore nie otrzymuja informacji pochodzacych z wiadomosci finansowych. Poréwnanie

jakosci modeli polega na analizie miernikow trafno$ci prognoz oraz wynikow testu

Diebolda-Mariano [40].

Hipoteza: Klasyczne modele ekonometrii finansowej typu
IMAHGARCH) z autorskim modutem FENE| generujg lepsze (dokladniejsze)
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punktowe prognozy cen i stop zwrotu aktywow finansowych w poréwna-
niu z modelami opartymi na gltebokich sieciach neuronowych z autorskim
modutem

Weryfikacja powyzszej hipotezy opiera sie na poréwnaniu modeli [AR]
MAHGARCHHFENE] wykorzystujacych analize tresci wiadomosci finansowych z
modelami [LSTMFENE] ktére réwniez otrzymuja informacje zawarte w wiadomo-

Sciach. Poréwnanie wykorzystuje analize miernikow trafnosci prognoz osiggnietych

przy pomocy badanych modeli oraz przeprowadzenie testu Diebolda-Mariano [40].

4.2. Architektura autorskiego systemu prognozowania

notowan gietldowych

Programy komputerowe i komponenty, stworzone do przeprowadzenia badan w ni-
niejszej pracy, moga by¢ traktowane jako wszechstronny system. Dzigki modutowe;j
budowie tatwo jest dokonywaé zmian w poszczegolnych etapach, a takze poréwnywac
wyniki réznych wariantow modeli.Programy tworza jednolita calo$¢, w ktérej dane
przeptywaja zawsze w takim sam sposob, dzigki czemu osiggane wyniki sa powtarzalne.
W duzym uproszczeniu dziatanie autorskiego systemu mozna podzieli¢ na dwa etapy.
Architektura systemu zostala przedstawiona na rysunku [4.1]

Pierwszym krokiem jest wezytanie danych. Wszystkie konieczne zmienne sg obliczo-
ne i zapisane w lokalnej bazie danych przez modut wstepnego przetwarzania danych,
opisany w rozdziale m (na rysunku zaznaczony kolorem zielonym). Biblioteki
wykorzystywane do estymacji modeli moga wymagaé¢ podania catego zakresu histo-
rycznych danych (np. pakiet rugarch w jezyku R) lub podzielenia ich na krétkie okresy
zawierajace wszystkie op6znione wektory (np. biblioteka TensorFlow w jezyku Py-
thon). Ostatni etap przygotowania danych rézni sie w zaleznosci od wykorzystywanych
narzedzi, dlatego zostat on wlaczony w etap estymacji modeli.

Drugi etap dziatania realizuje modut estymacji i ewaluacji wszystkich modeli wy-

korzystywanych w badaniach: bazowych modeli ARMAHGARCH] autorskiego modelu
LSTMHFENE] oraz hybrydowych modeli ARMAJGARCHHFENE] Szczegbélowy opis tej

czedel systemu znajduje sie w rozdziale [4.2.2]
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Przygotowanie
danych

v

Estymacja
i ewaluacja modeli

Rysunek 4.1. Ogélny schemat budowy autorskiego systemu prognozowania notowan gietdo-
wych. Przygotowanie danych sktada si¢ z pobrania danych ze wszystkich zrédel, przetworzenia
ich do wspdélnej formy oraz obliczenie zmiennych wymaganych do modelowania. Estymacja i
ewaluacja modeli to wygenerowanie modeli dla wszystkich badanych instrumentéw, obliczenie
prognoz oraz ich miar trafnodci.
Zrédlo: Opracowanie wlasne.

4.2.1. Przygotowanie danych

Autorski system prognozowania wykorzystuje dwa podstawowe typy danych: szeregi
czasowe poziomow cen akcji spotek i wiadomosci na temat tych spotek opublikowane
w internetowych serwisach informacyjnych. Oba typy maja odmienna specyfike oraz
zrodia i musza by¢ potaczone w sposéb zapewniajacy odpowiednie wzajemne umiej-
scowienie w czasie. Nastepnie na podstawie surowych danych obliczane sg zmienne
modelowane, ktére ostatecznie podlegajg normalizacji i w takiej formie zostajg zapisa-
ne w lokalnej bazie danych, skad moga by¢ bezposrednio wezytane i wykorzystane do
modelowania. Proces ten zostal przedstawiony na rysunku [4.2]

Szeregi czasowe cen aktywéw sa pobierane przez API serwisu Alpha Vantage [3].
Dane sa w postaci plikow tekstowych CSV o 1-minutowej rozdzielczosci i dla kazde-
go dnia, kiedy otwarta jest gietda, pokrywaja rozszerzone godziny handlu. Dla kazdego
aktywa zdefiniowane sg metadane zawierajace miedzy innymi strefe czasows gietdy,
na ktorej instrument jest notowany i date ostatniego od$wiezania danych na serwerze.
Szeregi czasowe dla kazdego okresu zawieraja cene otwarcia, cene zamkniecia, najwyz-
sza cene, najnizsza cene oraz wolumen obrotu. System pobiera te informacje dla listy

wszystkich spétek zdefiniowanych przez uzytkownika.
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Rysunek 4.2. Schemat algorytmu przygotowujacego dane. Szeregi czasowe poziomoéw cen
sg wzbogacane informacjami z serwiséw informacyjnych. Aby odnalezé wszystkie pierwot-
ne publikacje wykorzystywany jest serwis CityFALCON. Dane agregowane sg do interwatéw
5-minutowych, a nastepnie obliczone zostaja zmienne objasniajace.
Zrédlo: Opracowanie wlasne.
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Wiadomosci gietdowe uzywane w systemie powinny by¢ zdeduplikowane i sktadac
sie¢ wytacznie z oryginalnych wiadomosci, tj. najwczesniejszych doniesien na temat da-
nego wydarzenia. Tak okreslone wiadomosci moga pochodzi¢ z wielu réznych zrodet,
ktore nalezaloby stale monitorowaé¢. Dodatkowo wiadomo$ci moga by¢ edytowane i
zmieniane juz po ich publikacji, czesto zaburzajac czas podany przy artykule. Serwis
CityFALCON zajmuje sie m.in. dostarczaniem nagtéwkéw i URLI (linkéw) wszystkich
oryginalnych wiadomosci dla wybranych przez uzytkownika spétek [27]. Wykorzystujac
API CityFALCON system pobiera URLe do wiadomosci na temat kazdej z wybranych
przez uzytkownika spétek wraz z doktadnym czasem pierwszej publikacji artykutu,
ktora jest zaokraglana do pelnej minuty.

Kolejnym krokiem jest pobranie pelnej tresci wiadomosci dla wszystkich URLi
otrzymanych z serwisu CityFALCON. Wiekszos$¢ wspotczesnych serwiséw informacyij-
nych wykorzystuje zaawansowane techniki tworzenia stron internetowych. Artykuty
bardzo czesto poza tekstem zawierajg obrazy, tabele, wykresy czy interaktywne elemen-
ty wykorzystujace JavaScript. Przetworzenie wszystkich tych tresci stanowi ogromne
wyzwanie, wobec czego niniejsza praca skupia sie wylgcznie na czesci tekstowej ar-
tykutow. W celu polaczenia ze strona i wydobycia z niej kodu Zrodtowego HTML
system wykorzystuje biblioteke requests w jezyku Python. Kod HTML jest nastepnie
oczyszczany przy pomocy wyrazen regularnych, pozostawiajac jedynie tekst zawiera-
jacy tres¢ artykutu. Doktadnos¢ ekstrakeji tekstu bytaby wicksza, gdyby wykorzystac
dedykowane crawlery, jednak ze wzgledu na mnogos$¢ uzywanych stron konieczne jest
zastosowanie bardziej uniwersalnego rozwiazania. Ostatecznie system otrzymuje zbior
danych sktadajacy sie z nagtowkéw, pelnego tekstu wiadomosci finansowych, a takze
doktadnego czasu ich pierwszej publikacji.

Do skonstruowania potaczonego zbioru danych, wykorzystywane sg biblioteki jezyka
Python pandas [176] oraz NumPy |79] stuzace do manipulacji danymi tabelarycznymi.
Szeregi czasowe z serwisu Alpha Vantage zostajg uzupetnione w przypadku brakéw, po-
przez skopiowanie wartosci z poprzedniego okresu. Nastepnie kazda wiadomo$é zostaje
przypisana do odpowiadajacego jej w czasie notowania. Tak zbudowana tabela w zde-
cydowanej wiekszosci wierszy nie posiada zadnych wiadomosci tekstowych ze wzgledu
na czestotliwo$¢ pojawiania sie nowych artykutow. Dane sg nastepnie agregowane do
arbitralnie wybranej czestotliwosci (5 minut - chyba, ze zaznaczono inaczej) poprzez

wybranie z kazdego okresu:
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— pierwszej ceny otwarcia,

— ostatniej ceny zamkniecia,
— minimum najnizszej ceny,
— maksimum najwyzszej ceny,
— sume wolumenu,

— liste wszystkich wiadomosci w tym okresie.

Ostatecznie odrzucane sg obserwacje z okresow poza podstawowymi godzinami handlu.

Dla tak otrzymanych danych utworzone zostaja dodatkowe zmienne uzywane w
modelowaniu. Podstawowa modelowang wielkosScig jest logarytmiczna stopa zwrotu ob-
liczona na podstawie cen zamkniecia. Wolumen jest znormalizowany poprzez obliczenie
logarytmu jego wartosci. Dodane zostaja stosowane w sieciach neuronowych sztuczne
zmienne czasowe. Sa one utworzone poprzez obliczenie harmonicznych (funkcji sinus i
cosinus) z wartosci czasu dla kazdego wiersza. Wykorzystuje sie zwykle okresy pokry-
wajace oczywistg sezonowosé - rok i tydzien. Tak dodane zmienne pozwalajg sieciom
tatwiej modelowaé¢ zmiany w danych, wynikajace z sezonowosci.

Utworzone zostaja réwniez wzorce sezonowosci (wolumenu) wykorzystywane w mo-
delach [ARMAHGARCH] obliczone zgodnie z zaleceniami w publikacji Bedowskiej-Séjki

B. [106]. W niniejszej pracy uzyta zostala metoda usrednionych obserwacji $roddzien-

nych [7,64]. W danych $réddziennych widoczne sa regularne okresowe wahania, m.in.
w zmiennosci, wolumenie i spreadzie bid-ask. Poprzez usrednienie tych wahan dla wielu
sesji otrzymywane sg dzienne wzorce sezonowosci wyznaczone dla kazdego dnia tygo-
dnia osobno.
W celu oszacowania estymatora sktadowej periodycznej sroddziennej obliczone zo-

staja zwroty standaryzowane przy pomocy nastepujacego wzoru:

. Tt

Tin = 5, (4.1)
gdzie 0, jest estymatorem zmienno$ci dziennej, ktory w niniejszej pracy zostal przyjety

jako dzienna zmienno$¢ zrealizowana [13]. Nastepnie dla kazdego interwalu n wyzna-

2.

czony moze zosta¢ estymator zmiennosci sréddziennej s :

§n = = ft,n- (42)
T t=1

Wrzorce sezonowosci (stop zwrotu i wolumenu) dla spétek wybranych do badania
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sg przedstawione na rysunkach i [4.4 Wrzorzec dla stép zwrotu posiada ksztalt
litery "L” - duze wartodci wystepuja na poczatku kazdej sesji, a nastepnie gwalttow-
nie spadajg i pozostaja niskie az do konca. Ksztatt tej krzywej jest zgodny z opisem
przebiegéw w literaturze [106]. W przypadku wzorca wolumenu dla kazdej ze spotek
mozna zaobserwowaé ewidentnie wyzsze warto$ci na poczatku i na koncu kazdej sesji
(ksztalt litery "U” | réwniez zgodny z tymi opisywanymi w literaturze). Dla wiekszosci
spotek wida¢ tez pewng symetrie przebiegu dnia - po okresie bardzo duzych wartosci
na poczatku sesji wolumen powoli opada, po czym gwaltownie rosnie na koniec dnia.
Jest to szczegdlnie widoczne w przypadku Tesli (TSLA), Boeinga (BA) i Forda (F).
Przebiegi dla réoznych dni r6znig sie dos¢ nieznacznie miedzy soba, z pewnymi wyjat-
kami: wolumen Microsoft Corporation (MSFT) i The Coca-Cola Company (KO) jest
widocznie wiekszy w poniedziatki i wtorki, zas dla Verizon Communications mniejszy
w poniedziatki i wtorki.

Analogiczna analiza zostata przeprowadzona dla kryptowalut. Wzorce sezonowosci
dla st6p zwrotu zostaly przedstawione na rysunku[4.5 Mozna zaobserwowacé okresowosé
w wartosciach zalezna od pory dnia. Wzorce sezonowosci dla wolumenu dla kryptowa-
lut wybranych do badania sa przedstawione na rysunku [£.6, Handel kryptowalutami
odbywa sie rowniez w weekendy, dlatego te wzorce zostaly obliczone dla 7 dni tygo-
dnia. Na wykresach wzorcéHw dla Bitcoina, Ethereum i Cardano (jedne z najbardziej
popularnych kryptowalut) mozna zauwazy¢ zdecydowanie wiekszy wolumen na sesjach
od poniedziatku do pigtku niz w weekendy. Dla Litecoina i Dogecoina réznice nie sa
tak zauwazalne. W przypadku kryptowalut nie wystepuja bardzo duze skoki, takie jak
dla spétek na poczatku i koncu sesji, poniewaz handel nigdy nie jest przerywany.

Wzorce sezonowosci dla stop zwrotu dla metali szlachetnych zostaty przedstawione
na rysunku [4.7] Na wykresach widoczna jest okresowosé zalezna od pory dnia. Handel
walutami odbywa sie na calym Swiecie i ksztalt tych wzorcow odpowiada aktywnosci
inwestorow na roznych rynkach swiata. Rzetelne dane na temat wolumenu obrotu dla
metali szlachetnych nie byly dostepne dla rozdzielczosci sréddziennej. Z tego powo-

du, wzorce sezonowosci (wolumenu) dla metali szlachetnych nie byly uzywane przy

estymowaniu bazowych modeli ARMAHGARCH] dla ztota i srebra.
Bazowe modele ARMAHGARCH]| w niniejszej pracy estymowane sg z wykorzysta-

niem stop zwrotu, z ktorych usunieta zostata sktadowa sezonowa poprzez podzielenie

ich przez obliczony estymator sréddziennej sktadowej periodycznej. Obliczanie prognoz

przy pomocy tak zbudowanych modeli polega na wyznaczeniu prognozy, a nastepnie
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Rysunek 4.3. Wzorce sezonowosci dla stop zwrotu dla notowan spétek wybranych do badania
dla kazdego dnia tygodnia. Na wykresie mozna zaobserwowac, ze istotnie wyzsze stopy zwrotu
wystepuja na poczatku kazdej sesji gieldowej.
Zrédlo: Opracowanie wlasne na podstawie .



Rozdzial 4. Proponowana metodologia badan wykorzystania technik NLP...

: : . .
0.0550 F TS 0.060F —— NK
t
I
wf 00525 F 5 0.035
}
[
0.0500 - 0.050
¥
0 50 100 150 200 250 300 350 400 0 50 100 150 200 250 300 350 400
0.060 KO BA
; 0.055
L5 0,055} o
0.050 0.050
0 50 100 150 200 250 300 350 400 0 50 100 150 200 250 300 350 400
0.060 - C : M :
- 0.055
5 0.055 -
0.050 0.050
0 a0 100 180 200 250 300 350 400 0 50 100 1500 200 250 300 350 400
. . . . . ; . 0.060 F ; . . . . : : .
— JP MS
0.055 _0.055
5 i)
0,050 0.050
0 50 100 150 200 250 300 350 400 0 50 100 1500 200 250 300 350 400
+
0.060F —— GS 0.0550 NVIpA
w5 0055 F L5 0.0525
0.050 0.0500
0 50 100 150 200 250 300 350 400 0 50 100 1506 200 250 300 350 400
0.0550 F — €
) _ 0.053
o 0.0525 5
0.0500 - 0.050
t
0 Bl 100 150 2000 2hi 300 o0 400 il a0 100 150 200 250 300 350 400
: , : : - : 0.060 . : - : T :
0.060 F —— MS o [
. 0,055
W5 0.055F o
0,050 - 0.050
0 50 100 150 200 250 300 350 400 0 50 100 1500 200 250 300 350 400
0.060 T vz ¥ T 7 Numer ohserwacji
- 0.055
N
0.050 -
b . . . .
0 50 100 150 200 250 300 350 400

106

Numer ohse Twacjl

Rysunek 4.4. Wzorce sezonowosci dla wolumenu dla notowan spoétek wybranych do badania
dla kazdego dnia tygodnia. Na wykresie mozna zaobserwowaé, ze istotnie wyzszy wolumen
wystepuje na poczatku i na koncu kazdej sesji gietdowe;j.

Zrédlo: Opracowanie wlasne na podstawie .
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Rysunek 4.5. Wzorce sezonowosci dla stop zwrotu dla kurséw kryptowalut wybranych do
badania dla kazdego dnia tygodnia. Na wykresie mozna zaobserwowac¢ okresowos¢ w wielko-
Sciach stop zwrotu w zaleznosci od pory dnia.

Zrédlo: Opracowanie wlasne na podstawie .
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Rysunek 4.6. Wzorce sezonowosci dla wolumenu dla kurséw kryptowalut wybranych do ba-
dania dla kazdego dnia tygodnia. Na wykresie mozna zaobserwowac¢ okresowos¢ silniejsza niz

w przypadku stép zwrotu (Rys. [4.5)).
Zrédio: Opracowanie wlasne na podstawie \\
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Rysunek 4.7. Wzorce sezonowosci dla stép zwrotu dla kurséw metali szlachetnych wybra-
nych do badania dla kazdego dnia tygodnia. Na wykresie mozna zaobserwowaé¢ okresowosé¢ w
wielko$ciach stép zwrotu w zaleznosci od pory dnia.

Zrédlo: Opracowanie wlasne na podstawie .

natozeniu wzorca sezonowosci, tj. przemnozeniu przez estymator sroddziennej sktado-
wej periodycznej. Modele oparte o sieci neuronowe obliczane sa na danych pierwotnych
(bez usuwania sktadowej periodycznej), poniewaz w ich przypadku sezonowosé repre-
zentowana jest przez model automatycznie.

Tabela ze wszystkimi zmiennymi jest zapisywana w lokalnej bazie danych w forma-
cie CSV. Pozwala to unikna¢ kazdorazowego dokonywania obliczen przed rozpoczeciem
modelowania. Autorski system do prognozowania notowan gietdowych bazuje na da-

nych utworzonych w ten sposéb do budowania kazdego z modeli.

4.2.2. Estymacja i ewaluacja modeli

Bardzo istotna czescig systemu jest modut stuzacy do estymacji bazowych modeli

[ARMAHGARCH] napisany w jezyku R (oznaczony litera A na rysunku [4.8). Wykorzy-

stywany jest w nim pakiet rugarch, ktéry umozliwia estymowanie roznych specyfikacji
modeli wykorzystujac tez dane egzogeniczne. W niniejszych badaniach uzywane sa
wzorce sezonowosci. Utworzone modele moga by¢ od razu wykorzystane do obliczenia
(i zapisania w formacie CSV) prognoz.

Roéwnolegle, z punktu widzenia przeptywu danych, uruchamiany jest modut budo-
wania i trenowania autorskiego modelu (oznaczony litera B. na rysun-
ku , zas$ doktadny opis architektury modelu znajduje sie z rozdziale . Ta czesé
systemu jest stworzona w jezyku Python i bazuje gtéwnie na bibliotece TensorFlow.
Po wezytaniu danych muszg one zostaé dodatkowo przygotowane dla sieci typu [LSTM]
tj. podzielone na krotsze szeregi czasowe o ustalonej dhugosci, réwnej wybranemu mak-
symalnemu opdznieniu danych. Budowa wykorzystywanego modelu zostata opisana
dalej. Obliczenie prognoz dla walidacyjnego zbioru danych moze byé¢ przeprowadzone

bezposrednio po wytrenowaniu modelu.
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Przygotowanie

danych
Estymacja i ewaluacja modeli
l ¥
A. Estymacja B. Trening
bazowych modeli autorskiego modelu
ARMA-GARCH LSTM-FENE
[
C. Estymacja
modeli hybrydowych
ARMA-GARCH-FENE
'
Obliczenie Obliczenie Obliczenie
prognoz prognoz prognoz
'
Obliczenie bledow
| miar trafnosci Disbolda Mariano
prognoz

Rysunek 4.8. Schemat budowy systemu estymujacego modele i weryfikujacego ich jakosé.
Wszystkie komponenty wykorzystuja dane przygotowane w pierwszym etapie dzialania sys-
temu. Na ich podstawie stworzone zostaja bazowe modele ARMAHGARCH] autorski model
oraz hybrydowe modele ARMAIGARCHHFENE] Wszystkie typy modeli zo-
staja wykorzystane do wygenerowania prognoz, a nastepnie poréwnania ich jakodci poprzez
obliczenie miernikéw trafnosci prognoz i wynikéw testu Diebolda-Mariano.
Zrédlo: Opracowanie wlasne.
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Modut [FENE] moze byé¢ wykorzystywany do obliczenia wektora dodatkowych da-
nych egzogenicznych modeliARMANGARCH,] Jest to dodatkowy typ modelu oznaczony

literg C na rysunku [£.8] Taka kombinacja modelowania tworzy nowg czesé systemu po-
zwalajaca zweryfikowac, czy hybrydowe modele bazujace na klasycznych rozwigzaniach
ekonometrycznych daja lepsze wyniki niz w petni sieciowe modele. Modut do Estymacji
modeli hybrydowych rowniez generuje i zapisuje prognozy umozliwiajac ich pozniejsze
poréwnanie.

Prognozy dla kazdego z badanych instrumentéw uzyskane przy pomocy wszyst-
kich typéw modeli zostaja poréwnane przez dwa konicowe moduly (napisane w jezyku
Python). Pierwszy z nich oblicza btedy oraz miary trafnosci prognoz, drugi zas przepro-
wadza test Diebolda-Mariano. Dzigki wynikom tych modutéw mozliwe jest wybranie
najlepszego modelu dla kazdego aktywa, a takze weryfikacja hipotez badawczych.

Opisane czesci systemu moga by¢ uruchamiane indywidualnie i asynchronicznie.
Cze$¢ z wykonywanych obliczen jest czasochlonna, dlatego dogodne jest wykorzysta-
nie rozwigzan umozliwiajacych zrownoleglenie i przyspieszenie prac. Infrastruktura, na
ktorych prowadzone byty obliczenia, zostata dobrana tak, aby zapewnia¢ kompromis
miedzy kosztami a czasem oczekiwania na wyniki. Znaczna ilo$¢ danych powodowala,
ze etap estymacji nie byt pomijalnie krotki w caltym procesie badan. Zwtaszcza etap
treningu sieci neuronowych wymaga uzycia komputerow o duzej mocy obliczeniowe;j.

Do estymacji bazowych modeli ARMAHGARCH] wykorzystany zostal serwis Google

Cloud Compute Engine umozliwiajacy uruchomienie maszyn wirtualnych z szybkimi
procesorami [71]. Biblioteka jezyka R, wykorzystywana do estymacji modeli bazowych,
pochodzi z repozytorium udostepnionego wraz z publikacja Perlina M. et al [150].
Kod do estymacji wykorzystuje pakiet rugarch [62], ktérego nie da sie uruchomié¢ na

maszynach z akceleratorami [GPU] lub [TPU| Ze wzgledu na prowadzenie obliczenn w

schemacie rekursywnym konieczne byto wielokrotne re-estymowanie modelu. Dla jed-
nego instrumentu proces zajmowal okoto 1 godziny w przypadku akcji oraz okoto 2-3 w
przypadku metali szlachetnych i kryptowalut, dla ktorych obliczenia prowadzone byty
dla wiekszej liczby probek.

Autorski model LSTMHFENE] zbudowany na bazie architektury sieci neuronowych
jest stosunkowo duzy przez wykorzystanie duzego modelu jezykowego (modut .
Model ten, w zaleznosci od doboru hiperparametrow, skladat si¢ z 4-5 milionow para-
metréw. Praca z tak duzym modelem byta mozliwa dzigki uzyciu chmurowego serwisu

Google Colab [70], ktéry umozliwia prace z klastrami maszyn wyposazonych w
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oraz [TPUl W cyklu catych badan przeprowadzono kilkadziesiat eksperymentéw z réz-

nymi architekturami sieci, ktérych wytrenowanie zajmowato od 2 do 4 godzin.

Duzym wyzwaniem byla estymacja hybrydowych modeli ARMAIGARCHHIFENE]

w ktorych dane wejsciowe sktadaly sie z oryginalnego szeregu czasowego logarytmicz-

nych stép zwrotu oraz wielowymiarowego wektora otrzymywanego z modutu [FENE]|
dla kazdej chwili ¢;. Dla kazdego instrumentu zbadane zostaly 3 wielkosci modutu [FE
INE] Obliczenia wykorzystywaly pakiet rugarch i nie mogly byé prowadzone z uzyciem
maszyn z akceleratorami[GPU]lub [TPUl W efekcie estymacja dla kazdej spotki trwala

okoto 6, 12 i 24 godzin dla poszczegdlnych rozmiaréw enkodera (w sumie okoto 42
godziny na instrument). Dla kryptowalut i metali szlachetnych byto to po 12-24, 24-48

oraz 48-72 godziny (w sumie 84-144 godziny na instrument).

4.3. Propozycja modelu predykcji wspomaganej analiza tresci

wiadomosci

Wspotezesne metody analizy tekstu pisanego przy uzyciu gltebokich sieci neurono-
wych, pozwalaja w zautomatyzowany sposéb ekstrahowaé¢ najwazniejsze informacje,
odpowiadaé¢ na pytania zadane w otwarty sposob, a takze ttumaczy¢ dowolne pary je-
zykéw. Jednocze$nie Internet dostarcza olbrzymiego strumienia danych — wiadomosci
z rynkéw finansowych, geopolitycznych, raportéw spotek, postéw w mediach spotecz-
nos$ciowych. Wszystkie te dane moga mie¢ krétko- jak i dhugoterminowy wptyw na
zachowanie notowan gietdowych. Chan W. [22] zbadal réznice w zachowaniu notowan
spotek w okresach, kiedy pojawiaja si¢ wiadomosci na ich temat oraz w okresie, kiedy
takich wiadomosci nie ma. Zauwazyt istotne réznice pozwalajace lepiej przewidziec¢
przyszte ruchy cenowe na podstawie analizy tresci opublikowanych wiadomosci. Ilos¢
zrodet danych, ich typow i form, jak i sama objetos¢ tekstu, znacznie przekracza mozli-
woéci kognitywne cztowieka. Odbioér tych informacji przez uczestnikow gietdy powoduje,
ze w koncu znajduja one swoje odzwierciedlenie w wycenach, jednak ich odpowiednio
szybka analiza i reakcja moze dawaé przewage nad innymi uczestnikami rynku.

Rysunek przedstawia og6lng architekture proponowanego w niniejszych bada-
niach modelu. Poza historycznymi przebiegami stop zwrotu, wykorzystywane sg row-
niez informacje zawarte w wiadomosciach opublikowanych na temat spotek, dla ktorych
wyliczane sg prognozy. Przedstawiony model sktada sie z trzech gtéwnych modutéw,

oznaczonych kolorami na rysunku [4.9}
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Wiadomosci finansowe

Rysunek 4.9. Ogélny schemat architektury proponowanego modelu wykorzystujacego wia-
domosci finansowe [LSTMIFENE] Model sklada si¢ z trzech gléwnych czesci: modul [FENE]
ekstrahuje informacje zawarte w wiadomosciach finansowych, Body to sie¢ [LSTM] przyjmu-
jaca na wyjsciu szereg czasowy logarytmicznych stép zwrotu, Head (glowa modelu) taczy
informacje obu poprzednich moduléw i generuje prognoze.
Zrédlo: Opracowanie wlasne
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— modut [FENE] zaznaczony na zielono,
— cze$ przetwarzajaca finansowe szeregi czasowe zaznaczona na zo6tto (Body (LSTM))),

— glowa modelu zaznaczona na pomaranczowo (Head)).

Modutl [FENE] to gle¢boka sie¢ neuronowa, ktéra powstaje przez wykorzystanie
pre-trenowanego modelu jezykowego. Wykorzystywany w tym procesie bazowy model,
to zwykle model jezykowy z maskowaniem, dla ktérego zadanie T to odgadywanie
stéw, ktore zostaly zamaskowane w danych treningowych (proces ten zostal doktad-
niej opisany w rozdziale . 7 tak otrzymanego modelu usuni¢te zostaja goérne
warstwy. Wowcezas najwyzsza z pozostatych warstw stanowi enkoder otrzymywanego
tekstu przedstawiajac go w reprezentacji, ktéra moze by¢ dalej wykorzystana. Dany-
mi wejSciowymi jest pelen tekst pochodzacy z artykutéw opublikowanych na temat
modelowanych spotek. Kluczowe jest, aby moment, w ktérym modut otrzy-
muje te dane, byl zsynchronizowany z danymi w finansowych szeregach czasowych
otrzymywanych przez drugg cze$¢ modelu. Danymi wyjSciowymi tej czesci jest wektor
v, przechowujacy informacje wyekstrahowane z wiadomosci. Optymalna dtugos$¢ tego
wektora (czyli wielko$¢ enkodera) jest jednym z przedmiotéw badan w niniejszej pracy.

Czesé przetwarzajaca finansowe szeregi czasowe (lub inaczej ciato modelu -
ang. Body) jest odpowiedzialna za reprezentacje wzorcéow czasowych, ktére pojawiaja
sie w historycznych danych finansowych spétek. Ta czesé sieci neuronowej sktada sie
z kilku warstw typu [LSTM] Dane wejsciowe maja postaé¢ wielowymiarowego szeregu
czasowego zawierajacego przede wszystkim logarytmiczne stopy zwrotu. Dodatkowymi
wymiarami wejsciowego wektora moze by¢ wolumen obrotu, bezwzgledny poziom cen
czy moment w czasie przedstawiony w postaci harmonicznej. Dane wyjsciowe to wektor
v;s przedstawiajacy informacje, jakie ta cze$¢ modelu moze otrzymaé¢ na podstawie
historycznych szeregow czasowych.

Funkcja glowy modelu (ang. Head) jest zebranie danych obliczonych przez opi-
sane wyzej czesci i obliczenie prognozy. Dane wejsciowe glowy modelu to po prostu
otrzymane wczesniej i potaczone ze sobg wektory v, i v;s. Ta cze$¢ modelu sktada sie z
gesto potaczonych warstw, ktorych wyjsciem jest wektor prognoz o arbitralnej dtugosci.
Wielkoscia prognozowana sa wylacznie logarytmiczne stopy zwrotu.

Tak zbudowany model wymaga szczegdlnego rodzaju treningu. Modut skta-
da sie z o kilka rzedow wielkosci wiekszej ilosci parametrow niz czesé przetwarzajaca

szeregi czasowe. Wytrenowanie tak duzej sieci moze zajac¢ wiele tygodni nawet przy uzy-
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ciu bardzo duzych klastrow obliczeniowych. Wobec tego, korzystne jest wykorzystanie
pre-trenowanych modeli jezykowych, a nastepnie uzycie technik uczenia transferowego
1 fine-tuningu, ktore zostang opisane w rozdziale 4.4, W tym procesie treningu ustalone
zostaje zadanie Ty, ktore polega na réwnoleglym wykorzystaniu danych tekstowych i
historycznych szeregéw czasowych do obliczenia prognozy dalszego przebiegu szeregu
stop zwrotow. Bardzo ogdlnie mozna zatem okresli¢ zadanie Th jako regresje.

Zaproponowany w niniejszych badaniach model ma na celu wzboga-
cenie klasycznego podejscia do prognozowania stop zwrotu na podstawie historycznych
przebiegéw cen instrumentéw finansowych wraz z wolumenem obrotu. Dodatkowe in-
formacje przekazywane do algorytmu to tres¢ wiadomosci, ktére odnoszg sie do mo-
delowanych spoétek. Informacje te sg doktadnie zsynchronizowane w czasie z przebie-
giem poziomow cen, aby mozliwe bylto zaobserwowanie efektu, jaki wywierajg na dalsze
trajektorie. Dane tekstowe nie moga by¢ bezposrednio przetwarzane przez sieci neuro-
nowe, wobec czego konieczne jest wykorzystanie sieci typu [LM] wraz z odpowiednim
pre-processingiem.

Duze modele jezykowe wymagaja znacznej mocy obliczeniowej i ogromnej iloci
danych do zbudowania ich od podstaw. Mimo pozytywnego wptywu na gospodarke i
$rodowisko, jaki moga mie¢ wspolezesne techniki [NLP] nalezy ostroznie podchodzi¢ do
zbednego trenowania duzych modeli. Kazdorazowy trening pochtania olbrzymie ilosci
energii i prowadzi do wigkszego zanieczyszczenia srodowiska. Estymuje sie, ze stworze-
nie modelu GPT-3 sktadajacego si¢ z 175 miliardow parametrow wymagato emisji okoto
500 ton dwutlenku wegla |122}149]. Czas treningu GPT-3 z wykorzystaniem 1024 kart
NVidia A100 wyniést 34 dni. Wobec tak ogromnych kosztéw czasowych jak i sSrodowi-
skowych, odpowiedzialne podejscie do badan rozwigzan nakazuje wykorzystywac
pre-trenowane modele, kiedy to tylko mozliwe.

W niniejszych badaniach tekstowa czes¢ danych jest przetwarzana za pomoca ogol-
nodostepnych, pre-trenowanych modeli jezykowych o réznej wielkoéci. Modele te wyko-
rzystuja architekture enkodera opartego o mechanizm uwagi, uznawany obecnie
za najbardziej skuteczne podejscie [20,|163]. Na rysunku ta cze$¢ modelu jest ozna-
czona na zielono.

Schemat budowy i dzialania enkodera zostal przedstawiony na rysunku [39].
Pierwszym krokiem jest wstepne przetworzenie tekstéw do postaci tokendéw, a nastepnie
obliczenie ich reprezentacji word embeddings (embedding tokendéw) oraz positional em-

beddings (embedding pozycji tokendw), czyli struktury typowej dla mechanizmu uwagi
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Rysunek 4.10. Schemat budowy enkodera w duzych modelach jezykowych. Dane wejsciowe
(tokeny) zostaja przeliczone na ich reprezentacje word embeddings i wzbogacone o embedding
pozycji. Tak utworzony wektor trafia do wielowatkowego mechanizmu uwagi, a pdzniej do
jednokierunkowej warstwy (po kazdym z tych krokéw nastepuje normalizacja).
Zrédlo: Opracowanie wlasne na podstawie .
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opisujacej miejsce, jakie kazdy token zajmuje w zdaniu. Wymiar otrzymanego wektora
danych opisuje parametr d,,.q- Nastepnie wektor ten trafia na stos N identycznych
struktur sktadajacych sie z dwoch pozioméw. Pierwszy poziom to wielowgtkowy me-
chanizmu uwagi (opisany ponizej), gdzie h oznacza liczbe réwnolegtych watkow. Dane
wyjéciowe sg nastepnie sumowane z danymi wejSciowymi tej warstwy oraz podlegaja
normalizacji, aby na wyjsciu ponownie otrzymac¢ wektor o wymiarze d,,,qe;- Drugi po-
ziom to jedna warstwa gesto potaczonej jednokierunkowej sieci neuronowej, ktérej dane
wyjsciowe sg sumowane z danymi wejSciowymi oraz normalizowane.

Mechanizm uwagi (funkcja uwagi) to mapowanie miedzy zapytaniem (@) oraz zbio-
rem par klucz-wartosé (K, V), w ktérym zapytania, klucze i wartosci sa wektorami.
Wynik mapowania jest wazona sumg wartosci, gdzie wagi, to odpowiedz funkcji kompa-
tybilnosci miedzy zapytaniem i odpowiednim kluczem. Wigkszo$¢ najpopularniejszych
zastosowan wykorzystuje funkcje uwagi zaimplementowang z uzyciem skalowanego ilo-

czynu skalarnego, dang wzorem i przedstawiona na rysunku [£.11.

T

Attention(Q, K, V') = softmaz( Cf/d_
k

gdzie dj jest wymiarowoscig zapytan @ i kluczy K, za$ softmax to znormalizowana

WV, (4.3)

funkcja wyktadnicza obliczona dla wektora o wymiarowosci D:

e
Zgzl e*d

Wielowatkowy mechanizm uwagi polega na réwnolegtym wykorzystaniu A in-

softmaz(z); (4.4)

stancji mechanizmu uwagi obliczonego dla takich samych danych wejéciowych V., K, @,
a nastepnie polaczeniu (konkatenacji) wektorow wejsciowych, jak zostato to przedsta-
wione na rysunku 4.11b. Matematycznie wielowatkowy mechanizm uwagi moze by¢

przedstawiony jako:

MultiHead(Q, K, V) = (head,|...|head,)W©, (4.5)

gdzie:
head; = Attention(QWE, KWK vwY), (4.6)

gdzie WO, VVZ-Q, WE WY to macierze parametréw podlegajacych treningowi. Takie
podejscie pozwala, aby model wykorzystywat funkcje uwagi jednoczesnie w wielu miej-

scach w zdaniu dla réznych reprezentacji tego tekstu. Rysunek przedstawia wizu-
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Funkcja uwagi

(ze skalowanym iloczynem skalarnym) Wielowatkowy mechanizm uwagi
4
4 ™ i i
Mnozenie
macierzy
softmax Konkatenacja
Maskowanle s
(opcjonalne) £
—— i
{(ze skal ym i em skalarmym)
./) h
Skalowanie »
Mnokenie Warstwa Warstwa Warstwa
macierzy liniowa liniowa liniowa
b b
\_ J & J
Q K v Q K vV
a) b)

Rysunek 4.11. Schemat budowy mechanizmu uwagi w duzych modelach jezykowych. a) Funk-
cja uwagi sktada sie z mapowania zapytania @) i zbioru par klucz-wartosé. W praktyce operacja
ta realizowana jest przez mnozenie odpowiednich macierzy. b) Wielowatkowy mechanizm uwa-
gi wykorzystuje wiele instancji (watkéw) funkeji uwagi (zainicjalizowanych losowo réznymi
wspoélczynnikami), ktore nastepnie podlegaja konkatenacji i trafiaja do warstwy liniowej.
Zrédlo: Opracowanie wlasne na podstawie .
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Rysunek 4.12. Przyklad zaleznos$ci wytrenowany w dwdéch osobnych watkach mechanizmu
uwagi. Dzigki réznej (losowej) inicjalizacji kazdego watku, otrzymane sa rézne wyniki. W
teorii pomaga to modelowi reprezentowac rozne aspekty zaleznosci jezykowych.

Zrédlo: [183].

alizacje zaleznosci wyuczonych przez dwa rézne watki mechanizmu uwagi w tym samym
modelu.

Istnieje wiele modeli o architekturze bardzo podobnej do opisanej powyzej, ré6znia-
cych sie warto$ciami hiperparametréw (N, h, dy.), danymi wykorzystanymi do wytreno-
wania modelu lub drobnymi szczegétami implementacji. Jedne z najpopularniejszych
to modele BERT i Small BERT [178]. W rozdzia,le zostal opisany miedzy innymi
wplyw wyboru modelu jezykowego na jakosé¢ predykcji.

Model [LSTMHFENE]| wykorzystuje historyczne przebiegi cen instrumentéw finanso-
wych jednoczesnie z danymi tekstowymi. Na rysunku czes¢ modelu odpowiedzialna
za przetwarzanie finansowych szeregéw czasowych oznaczona jest na niebiesko. Szcze-
gbélowy schemat architektury tego modutu przedstawia rysunek [£.13] Dane wejsciowe
to logarytmiczne stopy zwrotu, wolumen obrotu oraz sztuczne zmienne harmoniczne
stworzone na podstawie danych czasowych (dzien roku i godzina w ciagu dnia). Tak
utworzony wektor dla kazdego okresu trafia do Npgry warstw typu[LSTM] a nastepnie

N}, jednokierunkowych warstw gesto potaczonych.
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Rysunek 4.13. Schemat budowy czesci modelu przetwarzajacej finansowe szeregi czasowe.
Dane wejsciowe (logarytmiczne stopy zwrotu, poziomy cen, wolumen obrotu, sztuczne zmien-
ne harmoniczne) trafiaja na Npgra warstw typu odpowiedzialnych za znalezienie
zaleznosci w sekwencjach. Ich wynik trafia do Nj, warstw gesto potaczonych.
Zrédlo: Opracowanie wlasne.
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Ostatecznie wektor wyjsciowy modutu[FENE]oraz wektor wyjsciowy czesci prze-
twarzajacej finansowe szeregi czasowe zostaja potaczone w jeden wektor, trafiaja-
cy na ostatnia gesto potaczona warstwe sieci neuronowej. Danymi wyjsciowymi catego
modelu jest prognoza jednopunktowa dla logarytmicznych stép zwrotu, a zatem jest to
model regresyjny.

Proces treningu zaproponowanego modelu odbywa si¢ z wykorzystaniem techniki
W pierwszym kroku wszystkie parametry modutu s zablokowane i nie
podlegaja treningowi - ich zadaniem jest jedynie przetwarzanie tekstu na wektory zro-
zumiate przez reszte sieci neuronowej. Po wstepnym wytrenowaniu modelu, parametry
modulu [FENE] zostaja odblokowane, a trening zostaje wznowiony ze zmniejszonym
wspotczynnikiem uczenia.

Przyktady pochodzace ze zbioru treningowego sieci neuronowej powinny by¢ uzy-
wane w losowej kolejnosci, zatem mozliwa jest proba stworzenia wspdélnego modelu
dla wielu instrumentéw. W rozdziale |p| zostaly przedstawione porownania skutecznosci
dedykowanych modeli z modelami wspolnymi dla wielu instrumentéw.

Hipotezy badawcze postawione we wstepie pracy zostalty zweryfikowane przy pomo-
cy tak zdefiniowanego modelu. Dla poszczegdlnych instrumentéw finansowych wybrane
zostaly najlepsze instancje modeli, tj. z hiperparametrami dobranymi tak, aby progno-
za byla najdoktadniejsza. Skuteczno$¢ kazdego z modeli zostata zbadana w oparciu o
zestaw wielu miar trafnosci prognoz przy wykorzystaniu rolowanego schematu progno-
zowania, ktére zostaly przedstawione w rozdziale [4.4]

Proponowany w tym rozdziale model jest w caltosci zbudowany z czesci, ktore sa
réznego typu sieciami neuronowymi. Jednakze czes¢ odpowiedzialna za obrébke finanso-

wych szeregéw czasowych moze by¢ zastgpiona modelem typu [ARMAHGARCH| ktéry

wykorzystuje wektor v, jako dodatkowe dane egzogeniczne. Wyniki eksperymentow
z taka architekturg i jej poréwnanie z modelem ztozonym w catoéci z warstw sieci

neuronowej beda przedstawione w rozdziale [6]

4.4. Trening i walidacja modeli

4.4.1. Podzial na zbiér treningowy, walidacyjny i testowy

Modele ARMAHGARCH] dzieki wzglednej prostocie (liniowosci) pozwalaja na ocene

i interpretacje poszczegdlnych wspotczynnikow oraz na ocene dopasowania modelu do
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danych empirycznych poprzez ocene reszt modelu. Analiza reszt modelu mozliwa jest
m.in. przy wykorzystaniu funkcjii (patrz rozdziat . W przypadku bar-
dziej ztozonych modeli uczenia maszynowego, ktére czesto bazuja na przeksztatceniach
nieliniowych, tego typu analiza jest trudniejsza do przeprowadzenia i zinterpretowania.

Mimo tych komplikacji bezposrednie poréwnanie modeli réznych klas jest mozliwe
przez poréwnanie prognoz uzyskanych przy ich uzyciu, z rzeczywistymi warto$ciami.
Miara efektywnosci P dla modeli prognozowania jest zwykle btad prognozy (im mniej-
szy, tym lepszy) dla ustalonego horyzontu czasowego.

Ocena jakosci prognoz pozwala na wytrenowanie serii modeli i wyboru najlepszego

z nich. W tym celu zbiér dostepnych obserwacji dzieli si¢ na 2 lub 3 podzbiory:

1. Zbidér treningowy - W czasie procesu trenowania (estymowania) modelu zostaja
znalezione parametry, ktore najdoktadniej dopasowuja go do danych treningowych.
Poréwnanie predykecji modelu dla danych wejsciowych, na ktérych byt trenowany,
pozwala jedynie stwierdzi¢ czy proces treningu znalazt pewne (lokalne) optimum,
jednak nie daje informacji, czy predykcja na nowych probkach bedzie rownie sku-
teczna.

2. Zbiér walidacyjny - Celem zbioru walidacyjnego jest dobranie hiperparametrow
modelu, np. wielkos¢ kolejnych warstw sieci neuronowych, rzedéw opdznien mo-

deli ARMA}GARCH] Po wytrenowaniu modelu na zbiorze treningowym, zostaje

on uzyty do wygenerowania predykcji dla danych wejsciowych pochodzacych ze
zbioru walidacyjnego, ktore nastepnie sa porownywane ze znanymi zmiennymi mo-
delowanymi przy uzyciu miary P. Hiperparametry dobiera sie tak, aby zmaksyma-
lizowa¢ miare P (zminimalizowaé btad prognozy) dla zbioru walidacyjnego, przy
czym trening zawsze odbywa si¢ na zbiorze treningowym. W przypadku modeli nie
posiadajacych hiperparametréw (lub posiadajacych niewielka ich liczbe), czasami
pomija sie¢ tworzenie zbioru walidacyjnego.

3. Zbiér testowy - Model z hiperparametrami maksymalizujacymi miare P na zbio-
rze walidacyjnym zostaje wybrany jako model docelowy. W celu ostatecznej oceny
jakosci prognoz, obliczana jest miara efektywnos$ci P dla predykcji przy uzyciu

zbioru testowego jako danych wejsciowych.

Obliczone miary P mozna uzna¢ za skuteczne tylko, jesli ww. zbiory danych sa
niezalezne i posiadaja jednakowy rozklad prawdopodobienstwa (sa wygenerowane przez

ten sam proces).
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Rysunek 4.14. Podziat danych na zbiory: treningowy, walidacyjny i testowy. W zbiorze tre-
ningowym umieszcza si¢ zwykle okolo 80% wszystkich obserwacji. Pozostalg cze$é obserwacji
dzieli sie réwno pomiedzy zbiér walidacyjny i testowy. Jezeli obserwacji jest wystarczajaco
duzo, mozna zwiekszy¢ ich procentowy udzial w zbiorze treningowym.
Zrédlo: Opracowanie wlasne.

W pierwszym kroku ustalone zostaja relatywne wielkosci zbioréw danych. Zwykle
zbidr treningowy ustala sie na 60-80% wszystkich prébek, zas reszta zostaje podzielona
réwno pomiedzy zbiér walidacyjny (o ile jest wykorzystywany) i testowy. W przypadku,
gdy obserwacji jest bardzo duzo, zbiér treningowy moze by¢ jeszcze wiekszy.

Nastepnie kazda z obserwacji nalezy przypisa¢ do konkretnego i tylko jednego zbio-
ru. W wielu zastosowaniach prébki zostaja przydzielone catkowicie losowo, jednak w
przypadku szeregow czasowych dane treningowe musza pochodzi¢ z okresu poprze-
dzajacego dane walidacyjne, zas te musza pochodzi¢ z okresu poprzedzajacego dane
testowe. Ma to na celu unikniecie walidacji i testowania modelu na danych zawie-
rajacych przyczyny, ktorych skutki znalaztyby sie w zestawie treningowym. Oprocz
tego, wiekszo$¢ modeli szeregéw czasowych bazuje na jednostajnym prébkowaniu i nie
mozna dopusci¢ do powstawania brakujgcych obserwacji z powodu przypisania ich do
innego zbioru [93]. Wobec tych zalozen, zbiér wszystkich dostepnych obserwacji zostaje

podzielony jak przedstawiono na rysunku [9].

4.4.2. Uczenie transferowe

Czesto pojawiajacym sie problemem przy tworzeniu modeli[MI]jest brak wystarcza-
jacej ilosci danych treningowych. Jedna z metod radzenia sobie z nim jest [TL] Technika
ta polega na wytrenowaniu modelu (zwykle sieci neuronowej) z zadaniem 7" na innych,
tatwiej dostepnych danych, a nastepnie wykorzystaniu jego pre-trenowanej czesci do
stworzenia nowego modelu z zadaniem 7", jak przedstawiono na Rysunku

W ogélnym przypadku przestrzen, z ktérej pochodza dane X oraz rozktad brzegowy
dostepnych danych P(Xy), X1 = {x1,}, 21, € &) okreslaja domeng D, jako:
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tatwo dostepne dane
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Rysunek 4.15. Schemat dzialania uczenia transferowego . Poczatkowo model trenowany
jest przy wykorzystaniu duzej ilosci tatwo dostepnych danych. W kolejnym kroku docelowe,
trudniej dostepne dane zostaja wykorzystane do fine-tuningu modelu.

Zrédlo: Opracowanie wlasne.

Dy = {X1, P(X1)} (4.7)

Zadanie T dla domeny D; jest okreslone przez przestrzen modelowana ), funkcje
predykeji f przewidujaca wartos¢ modelowang y;; € ) na podstawie danych wejscio-

wych x1; € X1 ¢ f(21) = Y10

Ty = {0, PM[X0)} = {1, 1, Y1 = {yi} 1 € D1 (4.8)

Dla domeny zrédtowej D, i odpowiadajacemu jej zadaniu T oraz domenie docelowej
Ds i jej zadaniu Ty, celem uczenia transferowego jest znalezienie prawdopodobienstwa
warunkowego P(Y3|X3) w domenie Dy wykorzystujac informacje zdobyte przez treno-

wanie modelu na domenie D; i zadaniu T3 [192].

4.4.3. Fine-tuning modeli

W przypadku wykorzystania uczenia transferowego znalezienie dobrze dostepnego,
bogatego zestawu danych z domeny Dy, ktéra jest wystarczajaco podobna do docelowej

domeny Ds, jest dopiero pierwszym z koniecznych krokéw do otrzymania dobrego mo-
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delu. Wyjatkowo istotny jest réwniez sam proces trenowania modelu do wykonywania
zadania T5 [132].

Fine-tuning modelu (najczesciej glebokiej sieci neuronowej) zaczyna sie od otrzy-
mania modelu bazowego M; w procesie pre-trenowania, czyli trenowania do wykony-
wania zadania T; wykorzystujac przy tym obserwacje z (fatwo dostepnej) domeny D;.
Przyktadem moze by¢ gteboka, konwolucyjna sie¢ neuronowa, ktorej danymi wejscio-
wymi byly zdjecia zwierzat, za$ zadaniem byta klasyfikacja na dosy¢ ogdlne kategorie
("pies”, "kot”, "ptak”, itp.). Otrzymany model M; sklada sie z L warstw réznego typu,
przy czym najwyzsze warstwy sa zwykle gesto potaczone i odpowiadaja warunkowemu
prawdopodobienstwu przypisywanemu kazdej z dostepnych kategorii dla kazdego ze
zdjec.

W kolejnym kroku na podstawie modelu M; budowany jest model M, co schema-
tycznie przedstawia rysunek 7 bazowej sieci neuronowej zostaje usunieta arbi-
tralna, czesto wyznaczana eksperymentalnie, ilo$¢ gornych warstw i zostaje zastgpiona
nowymi warstwami (niekoniecznie z ta sama ich iloécia) z losowa inicjalizacja, ktére sa
przystosowane do realizacji zadania T,. Tak otrzymany model musi zosta¢ ponownie
wytrenowany z wykorzystaniem danych pochodzacych z docelowej domeny D,. Na-
wigzujac do przyktadu uzytego powyzej, domena Dy moglyby by¢ zdjecia rzadkich
gatunkow ptakow, ktore z zalozenia sporadycznie bedg wystepowaé w danych trenin-
gowych modelu M, a zadanie Ts to klasyfikacja kazdego ze zdje¢ na konkretny gatunek
wystepujacego na nim ptaka. Model M; w czasie pre-treningu uczy si¢ rozpoznawac
takie elementy, jak oczy, dzioby, pidra czy nogi, a zatem jest to wiedza uzyteczna
rowniez w nowym zadaniu 75.

Analogicznie w dziedzinie NLP| wykorzystuje sie duze, pre-trenowane na ogélnodo-
stepnych danych sieci neuronowe, tzw modele jezykowe. Funkcjg modelu jezykowego
jest ogdlne wychwycenie struktur wystepujacych w danych tekstowych, ktore po prze-
tworzeniu przez dolne warstwy, moga by¢ wykorzystane do realizacji zadania Ty za
pomoca nowej struktury gérnych warstw.

Najprostszym i najmniej wymagajacym obliczeniowo sposobem, aby wykorzystac
[LM], to zastosowanie go w ”zamrozonej” postaci. Dopasowanie modelu w tym rezi-
mie polega na trenowaniu jedynie parametréw w nowych warstwach sieci neuronowej,
traktujac caty jako zaawansowane embeddingi kontekstu zawartego w tekscie (ang.
contextual embeddings). Podejscie to jest stosowane, gdy dostepna moc obliczeniowa

jest ograniczona lub gdy ilos¢ dostepnych danych dla zadania T5 nie pozwala na skutecz-
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ne trenowanie duzych modeli. Mimo tak ograniczonego podejscia, dzigki wykorzystaniu
zaawansowanych modeli jezykowych, otrzymane efekty sa lepsze niz dotychczasowych
modeli, np. dla analizy sentymentu [115].

W przypadku, gdy dane dla zadanie T, sa bardziej liczne, a dostepna moc obli-
czeniowa wieksza, lepsze wyniki mozna uzyskaé przez fine-tuning nowej czesci sieci
neuronowej wraz z modelem jezykowym - catym lub jego wybranymi warstwami. Po-
dejscie to sprawdza si¢ szczegodlnie dobrze, gdy zadanie T5 jest bardziej skomplikowane i
wymaga predykeji struktury wewnatrz tekstu, np. [168]. Proces treningu modelu
z fine-tuningiem moze by¢ przeprowadzony catosciowo lub etapami (rysunek .

Pelny trening modelu (przedstawiony na rysunku ) nie rézni si¢ od zwyczaj-
nego treningu. W takim przypadku model zbudowany jest z pre-trenowanego modelu
[LM] oraz nowej czesci, ktéra wezesniej nie podlegata treningowi. Od samego poczatku
wagi wszystkich warstw sieci neuronowej sg aktualizowane.

W przypadku trenowania etapami w pierwszym kroku czesé¢ zostaje "zamro-
zona” i zajmuje si¢ wylacznie przetwarzaniem i przekazywaniem dalej danych wej-
Sciowych, za$ treningowi podlega jedynie dodana czes¢ modelu. W kolejnym kroku
"odmrozona” zostaje cata reszta architektury, a trening jest kontynuowany od stanu
osiagnietych wezesniej wag (rysunek [1.16p). Otrzymywane w ten sposob rezultaty sa
zwykle lepsze, poniewaz w procesie treningu nie ma momentu, w ktérym czes¢ warstw
musi byé¢ aktualizowana duzo mocniej od reszty (co dzieje sie, gdy czes¢ modelu nie
podlegata wezedniej uczeniu, jak w przypadku a)). W niniejszych badaniach wykorzy-
stywany byt fine-tuning dwuetapowy.

W niektorych przypadkach zaleca si¢ ”odmrazanie” czesci w kilku krokach (ry-
sunek ) Wyniki osiggane w ten sposob sa zwykle najlepsze, jednak caty proces jest
znacznie wydtuzony i kosztowny. Dokladniejszy opis fine-tuningu modeli jezykowych
mozna znalez¢ m.in. w publikacji Howarda J. i Rudera S. [86].

W praktyce najcze$ciej wykorzystuje sie duze zbiory danych udostepnione przez
innych badaczy (z odpowiednimi licencjami) lub nawet gotowe modele. Repozytoria

takich modeli i zbior6w danych, szczegélnie dla dziedziny [NLP] zostaly opisane w roz-

dziale 3.4.3
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. Warstwy trenowane
a) [ warstwy zamrozone

b)

<)

Rysunek 4.16. Mozliwe warianty Fine-tuningu modeli opartych o bazowy model [LM]
Warianty te réznig sie liczbg etapéw, w ktoérych odmrazane sa warstwy pre-trenowanego mo-
delu a) Pelny trening modelu.(wszystkich warstw jednoczesnie) b) Dwuetapowy trening,
w ktérym fine-tuning odbywa sie jako osobna faza. ¢) Trening, w ktérym fine-tuning polega
na odmrazaniu kolejnych warstw w nastepujacych po sobie etapach.
Zrédlo: Opracowanie wlasne.
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4.5. Budowa i ocena krétkookresowych prognoz stép zwrotu i

cen analizowanych instrumentéw finansowych

4.5.1. Badane instrumenty finansowe

W przypadku analizy danych $réddziennych konieczne jest ustalenie czestotliwosci
obserwacji cen instrumentéw. Najbardziej doktadnym odwzorowaniem rynku bytaby
analiza uwzgledniajaca doktadny czas kazdego pojedynczego zlecenia. W takim przy-
padku nalezatoby zagtebic sie w mikrostrukture rynku, a czestotliwosé nie bytaby stata,
co uniemozliwiatoby wykorzystanie wickszosci klasycznych modeli ekonometrycznych.
W zwigzku z tym, dane agreguje si¢ do zadanej z géry czestotliwosci. Wysokie czestotli-
wosci (na przyklad 1-minutowa) skutkuja wystepowaniem bardzo silnej autokorelacji.
Czestotliwosci nizsze mogg dawacé gorsza jakos¢ modeli prognozujacych. Dodatkowym
problemem technicznym jest duza zlozono$é¢ i czas przygotowania modeli dla wysokich
czestotliwo$ci. W publikacji z 2010 roku Bedowska-Sojka B. i Kliber A. zalecajg wy-
korzystanie czestotliwosci 5-minutowej [106]. Wobec powyzszych argumentéow w
niniejszej pracy dane dla wszystkich instrumentéw i modeli zostaly zagre-
gowane do czestotliwosci 5-minutowej.

Trzon badan niniejszej pracy stanowi prognozowanie stop zwrotu akcji spotek wy-
korzystujace informacje zawarte w wiadomosciach finansowych. W celu zbadania czy
zaproponowana metodologia ma rowniez zastosowanie dla innych typow instrumentow
finansowych, identyczne analizy (dla tego samego zakresu dat i 5-minutowej czestotli-
wosci) zostaly wykonane dla pieciu bardziej medialnych kryptowalut, a takze dwdch
metali szlachetnych - ztota i srebra.

W przypadku akcji do badania zostaty wykorzystane notowania spotek wchodzacych
w sktad indeksu S&P 500. Sa to duze i znane spotki - ich akcje charakteryzuja sie duza
plynnoscia, a ze wzgledu na ich powszechna popularnosé, wiadomosci na ich temat sa
publikowane czesto i sg stosunkowo tatwe do pozyskania. Okres, z ktérego pochodza
dane dla kazdej ze spétek, to 2021-03-10 do 2022-12-30, tj. 503 dni z otwarta sesja
gietdows.

Do badan wybrano spotki o roznym charakterze. Cze$¢ z nich to firmy, ktérych
ushugi i produkty trafiaja do klientéw detalicznych, np. Apple. Wéwcezas znaczna czesé
wiadomosci dotyczy produktéw i débr szeroko opisywanych w roznego typu portalach

internetowych. W przypadku firm $wiadczacych ustugi typu B2B wickszo$¢ publika-
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Tabela 4.1. Calkowita i $rednia dzienna liczba zgromadzonych wiadomo$ci na temat bada-
nych spotek.

Spotka  Nazwa spotki Liczba wiadomosci
catkowita $rednia dzienna
TSLA  Tesla Inc. 3151 6.26
MSFT  Microsoft Corporation 1988 3.95
NVDA NVIDIA Corporation 787 1.56
JPM JPMorgan Chase & Co e 1.54
GM General Motors Company 736 1.46
BA Boeing Company 591 1.17
NKE  NIKE Inc. Class B 434 0.86
INTC  Intel Corporation 423 0.84
GS Goldman Sachs Group Inc. 375 0.75
C Citigroup Inc. 357 0.71
F Ford Motor Company 339 0.67
KO Coca-Cola Company 266 0.53
VZ Verizon Communications Inc. 261 0.52
CRM  salesforce.com inc. 245 0.49
MS Morgan Stanley 231 0.46

Zr6dlo: Opracowanie wlasne.

cji ma charakter czysto inwestycyjny. Wicksze i bardziej znane spotki sg tez chetniej
opisywane.

Zrédlem historycznych notowan gieldowych jest serwis Alpa Vantage [3]. URLe
oraz nagtéwki wiadomosci finansowych sa otrzymywane z serwisu CityFALCON [27], a
nastepnie zostaja pobrane ze stron internetowych pierwotnych zrédet (portali informa-
cyjnych). Proces pobierania i przygotowywania danych do modelowania zostal opisany
doktadniej w rozdziale [4.2.1] Tabela[d.T] przedstawia ilo$¢ publikacji zgromadzonych na
temat spotek wybranych do badan.

Dla notowan akcji wybranych spotek zmienng modelowang, jest logarytmiczna stopa
zwrotu, obliczona dla okreséw w czasie otwarcia gieltdy i z pominieciem zwrotow noc-
nych. Szeregi dla wybranych spotek zostaly przedstawione na rysunku dla pelnego
zakresu dat. Dla kilku ze spotek (TSLA, NKE, KO, CRM, MSFT, NVDA, VZ) mozna
zaobserwowa¢ mniejszg zmienno$¢ na poczatku okresu, ktora zwieksza sie w okolicy
pazdziernika-listopada 2022 (okoto 12000-14000 prébek). Mniejsza zmiennosé pokry-
wa si¢ z okresem, kiedy caly indeks S&P 500 znajdowat sie w trendzie wzrostowym,
zas$ zwiekszona zmiennos¢ pojawia sie w p6zniejszym okresie spadkéw. Dla wszystkich
spotek widoczne sg dhuzsze okresy, w ktorych zmienno$é utrzymywata sie na podobnym

poziomie, a takze pojawianie si¢ obserwacji nietypowych.
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Rysunek 4.17. Szeregi czasowe logarytmicznych stép zwrotu dla spétek uwzglednionych w
badaniach.
Zrédlo: Opracowanie wlasne.
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Tabela 4.2. Statystyki opisowe szeregéw zwrotéow b-minutowych z akcji spotek wybranych do

badania.

Spotka  Srednia  Odch. Min. Maks. Skosnos¢ Kurtoza Liczba

stand. obserwacji
TSLA  -1.66e-05 0.00410 -0.0682 0.0957 0.222 41.5 35576
MSFT -8.34e-07 0.00192 -0.0342 0.0359 -0.204 40.0 35576
NVDA  4.59¢-06 0.00381 -0.0665 0.0779 0.065 40.1 35576
JPM -3.31e-07  0.00190 -0.0393 0.0304 -0.132 40.0 35580
GM -9.94e-06 0.00287 -0.0539 0.0475 -0.886 51.8 35580
BA -3.46e-06  0.00282 -0.0482 0.0440 0.018 39.2 35580
NKE  -1.26e-05 0.00215 -0.0489 0.0512 -0.374 61.2 35580
INTC  -1.74e-05 0.00214 -0.0476 0.0460 -0.670 47.5 35576
GS 1.94e-06 0.00211 -0.0372 0.0412 -0.342 43.7 35580
C -1.58e-05 0.00220 -0.0439 0.0365 -0.866 43.9 35580
F 3.66e-06 0.00300 -0.0523 0.0548 0.100 41.4 35580
KO 4.98¢-06  0.00127 -0.0227 0.0250 0.174 38.5 35580
V7 -4.53e-06  0.00128 -0.0257 0.0259 -0.228 37.0 35580
CRM  -1.50e-05 0.00254 -0.0548 0.0410 -0.343 37.6 35580
MS 1.67e-06 0.00223 -0.0416 0.0412 0.095 47.6 35580

Zrédto: Opracowanie wiasne.

Tabela przedstawia podstawowe statystyki opisowe zmiennej modelowanej (loga-
rytmicznych stép zwrotu) dla wybranych spétek. Srednia stopa zwrotu dla wszystkich
spotek jest bliska zera.

Wigksze odchylenie standardowe widoczne jest szczegdlnie dla stop zwrotéw Tesla
Inc. (TSLA), NVIDIA Corporation (NVDA) oraz Ford Motor Company (F). Réwniez
dla tych spotek minimalna i maksymalna zaobserwowana wielko$¢ majg najwiecksze
wartosci bezwzgledne.

Stosunkowo duza ujemna sko$nosé charakteryzuje stopy zwrotéw General Motors
Company (GM), Citigroup Inc. (C) oraz Intel Corporation (INTC). Sko$nosé dla pozo-
stalych spotek ma wartos¢ bezwzgledna ponizej 0,5. Kurtoza ma znaczna wielkos¢ dla
wszystkich spotek, co oznacza stosunkowo czesto pojawianie sie obserwacji odstajacych.

Liczba obserwacji jest niemal jednakowa dla wszystkich szeregéw. W kilku przy-
padkach serwis Alpha Vantage dostarczyl szeregi historycznych notowan z brakujacy-
mi pojedynczymi obserwacjami. Punkty te zostaly pominiete (nie zostaty uzupetione
wartoscia poprzednig lub $rednia).

Kryptowaluty, ktore znalazty sie w niniejszych badaniach réwniez zostaty wybrane
ze wzgledu na ich duza popularnosé. Zasady, na ktorych oparte jest dziatanie Bitcoina,
Ethereum, Cardano, Litecoina i Dogecoina, sa do$¢ podobne, cho¢ réznig sie technicz-

nymi szczegotami. Mimo to, z punktu widzenia inwestora moga by¢ postrzegane dosé
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Tabela 4.3. Catkowita i Srednia dzienna ilo$¢ zgromadzonych wiadomosci na temat badanych

kryptowalut.
Kryptowaluta [lo$¢ wiadomosdci

catkowita srednia dzienna
Bitcoin 13239 20.02
Ethereum 4371 6.61
Dogecoin 1650 2.51
Cardano 1041 1.57
Litecoin 306 0.46

Zrédlo: Opracowanie wiasne.

podobnie - jako instrument finansowy, w ktory mozna zainwestowaé po pojawieniu sie
korzystnych dla niego wiadomosci.

Charakterystyka wiadomo$ci opisujacych kryptowaluty jest inna niz w przypadku
spotek. Artykuty te czesto analizuja zmiany cenowe w krotkim i dhugim okresie oraz
staraja sie przewidywaé przyszie tendencje na podstawie réznych czynnikéw, takich
jak nowe regulacje, wydarzenia na rynku, zmiany technologiczne czy ogdlna sytuacja
gospodarcza. Moga to by¢ rowniez doniesienia o przyjeciu kryptowalut przez rézne
instytucje finansowe czy firmy, co moze mie¢ wptyw na ich warto$¢ rynkowa. Poja-
wiaja sie réwniez wiadomos$ci na temat zmian w regulacjach dotyczacych kryptowalut,
zaré6wno na poziomie krajowym, jak i miedzynarodowym. Informacje o prébach re-
gulacji, zakazach czy nowych przepisach prawnych moga znaczaco wptywaé¢ na rynek
kryptowalut.

Tabela [4.3] przedstawia ilo$¢ wiadomosci pobranych z serwisu CiyFALCON dla kaz-
dej z wybranych kryptowalut w badanym okresie. Handel kryptowalutami odbywa sie
rowniez w weekendy i swigta, wiec dla tego samego zakresu dat daje to 661 dni z otwarta
sesja. Mozna zaobserwowac, ze Srednia dzienna ilos¢ wiadomosci na temat Bitcoina jest
3 razy wieksza niz dla najbardziej medialnej z badanych spétek, Tesla Inc. (TSLA).

Szeregi czasowe stop zwrotow w H-minutowych interwatach dla badanych krypto-
walut zostaly przedstawione na rysunku [£.18 Nie ma istotnych réznic w zmiennosci w
prezentowanym okresie. Tak jak w przypadku akcji, przez wiekszos¢ czasu zmiennosé
ma wzglednie statg wielkos¢, a okazjonalnie pojawiajg sie obserwacje odstajace.

W tabeli [4.4] znajduja sie statystyki opisowe kryptowalut wybranych do badania.
Wartosé érednia logarytmicznej stopy zwrotu dla wszystkich z nich jest niemal réwna

zero. Odchylenie standardowe odpowiada wielkoscia bardziej zmiennym spotkom opisa-
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Rysunek 4.18. Szeregi czasowe logarytmicznych stop zwrotu dla kryptowalut uwzglednionych

Zrédlo:

w badaniach.
Opracowanie wlasne.

Tabela 4.4. Statystyki opisowe szeregdéw zwrotow 5-minutowych z kurséw kryptowalut.

Instrument Srednia Odch.

Min. Maks. Skos$nos¢é Kurtoza Liczba

stand. obs.
Bitcoin -4.12e-06  0.00207 -0.0363 0.0391 0.224 25.0 189792
Ethereum  -3.68e-06 0.00268 -0.0510 0.0501 0.047 21.1 189614
Cardano -7.46e-06 0.00316 -0.0643 0.0567 0.223 21.2 189504
Litecoin -4.13e¢-06 0.00303 -0.0613 0.0572 0.035 21.5 189225
Dogecoin -5.91e-06  0.00363 -0.0682 0.0716 0.443 29.4 189504

Zrédlo:

Opracowanie wlasne.

nym powyzej (TSLA, NVDA, F). Obserwacje minimalne i maksymalne co do wartosci

bezwzglednej rowniez posiadaja podobne zakresy.

Skoénos¢ dla wszystkich kryptowalut jest dodatnia i mniejsza niz 0,5. Kurtoza jest

znacznie mniejsza niz w przypadku akcji - oznacza to, ze dla wybranej czestotliwosci

obserwacje znacznie odstajace sa mniej prawdopodobne niz w przypadku akcji.

Liczba obserwacji dla kryptowalut, dla tego samego okresu jest znacznie wieksza,

poniewaz handel odbywa sie w sposob ciggly tzn. we wszystkie dni tygodnia i 24 godziny

na dobe. Wartosci nie sa doktadnie jednakowe ze wzgledu na sporadycznie brakujace

obserwacje w danych pobranych z serwisu Alpha Vantage.

Zbadane zostaly réwniez stopy zwrotu dla dwoéch metali szlachetnych - zlota i

srebra. Sg to fizyczne aktywa, ktére maja duze znaczenie w Swiatowej gospodarce.
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Tabela 4.5. Catkowita i érednia dzienna ilo$é zgromadzonych wiadomosci na temat badanych
metali szlachetnych.

Metal Iloé¢ wiadomosci
catkowita Srednia dzienna

Ztoto 10189 20.26

Srebro 1916 3.81

Zrédlo: Opracowanie wiasne.
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Rysunek 4.19. Szeregi czasowe logarytmicznych stop zwrotu dla metali szlachetnych uwzgled-
nionych w badaniach.
Zrédto: Opracowanie wiasne.

Inwestorzy réwniez moga wykorzystywac je jako instrumenty finansowe, jednak maja
tez zastosowania przemystowe. Poza tym, musza one by¢ wydobywane, a nie tworzone
sztucznie jak kryptowaluty. Wiadomosci, ktore pojawiaja sie w mediach na temat zto-
ta i srebra sa czesto powiazane z gospodarka monetarna (i pokryciem walut w zlocie
przez banki centralne). Indywidualni inwestorzy czesto wykorzystuja je jako ”bezpiecz-
ng przystan” dla kapitatu i zabezpieczenie na bardziej niespokojne czasy.

Statystyki dotyczace ilosci wiadomosci finansowych pojawiajacych sie w mediach
na temat wybranych metali szlachetnych przedstawia tabela . Srednie dzienne ilogci
wiadomosci sg wysokie i porownywalne z warto$ciami dla bardziej popularnych spétek
i kryptowalut. Tak jak w przypadku akcji spétek gietdowych, handel metalami szla-
chetnymi nie odbywa si¢ w weekendy i swigta.

Na rysunku [4.19| zostaly przedstawione przebiegi stép zwrotéw w 5H-minutowych
interwaltach dla badanych metali szlachetnych. W wybranym zakresie dat zmiennos¢
jest dos¢ jednorodna ze sporadycznymi obserwacjami odstajacymi. Trudno jest wskazac
wyrézniajace sie okresy.

Statystyki opisowe dla zlota i srebra znajduja si¢ w tabeli 1.6, Wartosé¢ rednia
logarytmicznej stopy zwrotu dla obu jest niemal réwna zero. Odchylenie standardowe
jest nizsze niz dla ktérychkolwiek z badanych akeji lub kryptowalut. Réwniez moduty
warto$ci minimalnych i maksymalnych sg niskie.

Skos$nosé rozktadéw logarytmicznej stopy zwrotu dla obu metali jest niska co do
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Tabela 4.6. Statystyki opisowe szeregdéw zwrotéw S5-minutowych z cen metali szlachetnych.

Metal Srednia Odch. Min. Maks. Sko$no$¢ Kurtoza Liczba

stand. probek
Ztoto  -2.45e¢-07 0.00055 -0.0107 0.0106 -0.108 24.9 129190
Srebro -6.11e-07 0.00113 -0.0155 0.0170 0.129 11.3 128585

Zrédlo: Opracowanie wiasne.

wartosci bezwzglednej (rozklady sa niemal symetryczne). Kurtoza ztota ma warto$é
podobna do kurtozy dla kryptowalut, zas kurtoza srebra jest znacznie nizsza.

Handel metalami szlachetnymi odbywa sie na wielu rynkach, co w efekcie powoduje,
ze ceny sa aktualizowane przez cala dobe we wszystkie dni poza weekendami i Swigtami.
Liczba probek jest zatem wigksza niz dla akcji z tego samego zakresu dat. Roznice w

doktadnych wartos$ciach wynikaja z brakujacych obserwacji w serwisie Alpha Vantage.

4.5.2. Schemat prognozowania i walidacja modeli

Walidacja jest koniecznym krokiem w celu upewnienia si¢, ze otrzymane modele
potrafia dobrze generalizowac - tj. czy daja dobre prognozy dla danych, ktore nie
byly wykorzystywane w procesie estymacji (trenowania) modelu. Poprawna walidacja
wymaga odpowiedniego podziatu dostepnych danych na cze$¢ wykorzystang do esty-
macji modelu i czesé do jego walidacji (oraz ewentualnie czesé testowa). Konkretne
miary jakosci prognoz dla tak zdefiniowanych zbioréw zostaty opisane doktadniej w
rozdziale [£.5.3] Walidacja pozwala réwniez upewni¢ sie, ze hiperparametry modelu
(parametry, ktore nie podlegaja procesowi treningu, lecz sa narzucone przez badacza)
zostaly poprawnie wybrane.

Walidacja jest stosowana, aby upewni¢ si¢, ze model jest stabilny, tj. bedzie da-
wal poprawne prognozy réwniez dla danych, ktére nie bylty uzyte do wytrenowania
go. Podejscie to polega na wykonaniu kilku podziatow danych na 3 opisane wczesniej
podzbiory i przeprowadzeniu procedury treningu oraz walidacji dla kazdego z nich.
Zbior testowy dla kazdego z podziatdéw zawsze pozostaje ten sam i obejmuje najnowsze
obserwacje.

W przypadku gdy hiperparametry modelu sa juz ustalone, miara trafnosci P dla
prognoz na kazdym ze zbioréw walidacyjnych powinna mie¢ mozliwie nisks warian-
cje. W przeciwnym przypadku istnieje mozliwo$¢, ze model nie daje poréwnywalnych
wynikéw w zaleznosci od okresu, na ktéorym zostal wytrenowany i nie bedzie mozna

skutecznie stosowaé¢ go do prognozowania przysztosci.
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Zgodnie z przyjmowang w literaturze przedmiotu z zakresu prognozowania konwen-
cja dotyczaca sposobu oceny zdolnosci prognostycznych rozwazanych modeli, analiza
moze by¢ przeprowadzona dla dwoch typéw schematu prognozowania (schematycznie
przedstawionych na rysunku : rolowanego schematu prognozowania (ang. rolling
scheme) oraz rekursywnego schematu prognozowania (ang. recursive scheme). Roznica
wynika ze stosowanego typu okna czasowego wykorzystywanego do estymacji modeli:
statego lub zmiennego.

Schemat rolowany (ze stalym oknem estymacji) charakteryzuje sie zbiorem tre-
ningowym i walidacyjnym o statej dtugos¢, zas czas ich rozpoczecia i konca jest ustalany
ze staltym krokiem (rysunek ) Przyktadowo dla spétki TSLA caly zbiér danych
sktada si¢ z T' = 35576 obserwacji, mozna nada¢ im numeracje t = 1,....,T, czyli
t =1,...,35576. Zaktadajac, ze w badaniu empirycznym dtugo$é¢ podokresu wykorzy-
stanego do estymacji modelu jest ustalona i zostala oznaczona jako s = 4914, zbior
treningowy sktada si¢ z obserwacjit =1, ..., s, czylit = 1, ...,4914. Niech x; oznacza ob-
serwacje w chwili t. Wowczas w pierwszym kroku analizy zbiér treningowy sktada sig
z obserwacji xy, ..., T, (a zatem xq, ..., T4914), a prognoza na kolejny okres (o horyzoncie
prognozy h = 1) z modelu estymowanego na tym zbiorze treningowym, to sy, czyli
Z4915- W kolejnym kroku wszystkie indeksy przesuwaja sie o 1. Zestaw treningowy to
X, ..., T4915, & prognoza zostaje wyliczona dla nastepnego okresu: Z,.5. W nastepnych
krokach zbior treningowy przesuwa sie, pozostajac jednakowej dtugosci s, pozwalajac
ostatecznie wygenerowac szereg wszystkich prognoz: Tr_g, ..., 1, tj. T30662; ---, T35576-

W schemacie rekursywnym (ze zmiennym oknem estymacji) zbiér treningowy
zaczyna si¢ zawsze od najstarszej dostepnej probki i jest wydtuzany tak, ze koniec
przypada w réznych chwilach, za$ zbiér walidacyjny ma statg dtugosc i zaczyna sie w
chwili zakoniczenia zbioru treningowego (rysunek ) Przyjmujac takie same ozna-
czania, jak w przypadku schematu rolowanego, w pierwszym kroku zbiér treningowy
i prognoza sa takie same - odpowiednio x1, ..., T4914 Oraz Z411. W kolejnym kroku prze-
suniety zostaje jedynie indeks prawego konca zbioru uczacego. W takim przypadku do
estymacji uzyte sa wszystkie probki poczynajac od najstarszej: x1, ..., xs11. Otrzymana
prognoza to Zs.o. Ostatecznie wszystkie prognozy zostaja wyliczony dla tego samego
okresu, co w przypadku schematu rolowanego #4y1, ..., 7, (czyli £4915, ..., Z35576 ), jednak
kazda kolejna z nich powstaje na podstawie modelu estymowanego na coraz dtuzszym

zakresie.
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Rysunek 4.20. Dwa sposoby schematu prognozowania (podzial danych do wykorzystania w
celu walidacji). A) Schemat rolowany (ze stalym oknem czasowym) wykorzystuje szeregi o
statej dtugosci do estymacji modelu. B) W schemacie rekursywnym okno czasowe obejmujace
dane treningowe wydluza sie. Zbiér walidacyjny i testowy w obu schematach sg statej dtugosci
i sa tak samo umiejscowione.
Zrédlo: Opracowanie wlasne.

Miary trafnosci prognoz modeli sg wyliczane dla tak otrzymanych okresow walida-

cyjnych. W niniejszej pracy przyjety zostal schemat rolowany.

4.5.3. Metody oceny trafnosci prognoz

Do poréwnywania trafnosci prognoz ex post w w literaturze przedmiotu z zakresu
prognozowania szeregéw czasowych zaproponowano bardzo duzo miernikow. Szczegdto-
wy opis tych miar znajduje sie w wielu pracach m.in. w: Makridakis S. i in. (1982 ,
1998 [196]), Hyndman R. i Koehler A. (2006) [94], Zelia$ A. i in. (2008) [202], Welfe W.
(2009) [194]), Doman M. i Doman R. (2009) [45], Weron R. (2014) [195].

W celu zdefiniowania najczesciej wykorzystywanych w badaniach empirycznych
miernikow oceny trafnosci prognoz ex post wprowadzone zostaly nastepujace ozna-
czenia. Przyjety w badaniu schemat prognozowania pozwala zbudowacé szereg czasowy,
ktorego wartosci sg prognozami uzyskanymi na podstawie kolejnych oszacowanych mo-
deli. Niech N bedzie dtugoscia otrzymanego szeregu prognoz punktowych (przyktadowo
stép zwrotu lub cen). W przypadku prognozowania procesu stochastycznego Y; niech

y; oznacza warto$¢ rzeczywista zmiennej prognozowanej Y w chwili ¢, a g, - prognoze
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punktowa zmiennej Y na chwile ¢. Podstawowa wielkos$cia konieczng do zdefiniowania

miar trafnosci prognoz jest (bezwzgledny) btad prognozy ex post opisany réwnaniem:

6t:yt_gt7 t = ]_,...,N. (49)

Bazujac na powyzszym rownaniu, mozna réwniez zdefiniowaé procentowy (wzgled-

ny) btad prognozy ex post:

5= .100%, t=1,..,N. (4.10)
Yt

Ze wzgledu na sposob obliczania btedéw prognoz (bezwzglednych lub wzglednych)

istnieje wiele dostepnych miar. Podstawows i najprostszg miara oceny trafnosci prognoz

jest [sredni btad prognozy - ang. Mean Error (ME)| Jest to zwykla srednia z kolejnych

btedéw prognozy:

ME

N
o D=1 €t
— T A7

L (4.11)

gdzie N jest dlugoscia szeregu wyznaczonych prognoz.

Gdy wartosé miary [ME] jest ujemna, oznacza to, ze prognozy sa niedoszacowane, w
przeciwnym przypadku zas przeszacowane. Wartosci tej miary wykorzystuja te sama
skale oraz jednostke, co wielko$¢ modelowana. Oznacza to, ze miara [ME| nie moze
by¢ wykorzystywana do poréwnania ze sobg dwoch modeli utworzonych dla danych o
roznych skalach.

UsSrednianie btedéw razem z ich znakiem moze prowadzi¢ do otrzymania bardzo

niskich wartosci, zwtaszcza kiedy estymator (model) jest nieobciazony. Z tego powodu

wprowadza sie [Sredni btad bezwzgledny - ang. Mean Absolute Error (MAE);

Zi\;l |e4]

MAE =
N

(4.12)

Miara [MAE] informuje, o ile $rednio rzeczywiste realizacje zmiennej prognozowanej
moga odchyla¢ sie od prognoz co do ich bezwzglednej wartosci. Miara ta sprawdza sie
szczegblnie dobrze, gdy bledy sa symetrycznie roztozone, a w danych nie ma wyjatkowo

mocno odstajacych wartodci.

IBtad $redniokwadratowy - ang. Mean Squared Error (MSE)| wykorzystywany jest

w celu przypisania wiekszej wagi duzym odchyleniom. Znaczna wada [MSE] jest jednak

bardzo silny wplyw pojedynczych obserwacji odstajacych na wartos¢ catej miary. W
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niektérych zastosowaniach uzywa sie pierwiastka kwadratowego [MSE| otrzymujac miare

[RMSE] Miary te sa dane przez wzory [£.13] oraz [£.14}

_ Zi\; ef
MSE = =N (4.13)
RMSE =+vVMSE. (4.14)

Jezeli badany model jest estymatorem nieobcigzonym, woéwczas [MSE] moze by¢ in-
terpretowany jako wariancja btedu, a RMSE] jako jego odchylenie standardowe. Duza

réznica wartosci miar [MAE] oraz[RMSE|obliczonych dla tego samego okresu moze wska-

zywaé na wystepowanie w nim btedéw o bardzo duzych wartosciach. Zerowa wartosé¢
miar i oznaczataby idealny model niepopeliajacy zadnych bledow.
Kiedy warto$¢ bledu jest trudna do zinterpretowania (na przyktad ze wzgledu na

rzad wielkosci lub brak zrozumialtej fizycznej interpretacji), mozna wykorzystaé

Ibtad procentowy- ang. Mean Percentage Error (MPE)| dany wzorem [4.15 lub [$redni

Ibezwzgledny btad procentowy- ang. Mean Absolute Percentage Error (MAPE)| dany

wzorem 4,10k

A
MPE = %’f (4.15)
N
MAPE = Zt:]\lfw (4.16)

Miara [MAPE| informuje o $redniej wielkosci btedéw prognoz wyrazonych w procen-
tach rzeczywistej wartosci prognozowanej zmiennej.

Mimo wygody stosowania, miary [MPE| oraz MAPE| majg réwniez wady. W przy-

padku, gdy modelowana wielko$¢ jest bliska zera (np. logarytmiczne stopy zwrotu),
warto$ci otrzymywanych metryk moga dazy¢é do nieskonczonosci. W przypadku zas,
gdy ktorakolwiek z obserwacji przyjmie wartos¢ 0, miary te sg nieokreslone.

Kazda z wymienionych wyzej miar ma swoje wady i zalety - moga sprawdzaé sie
roznie w zaleznosci od sytuacji i typu modelu. Dlatego wazne jest, aby badajac nowe
metody prognozowania nie skupiaé sie wytgcznie na jednej z nich, lecz przeprowadzi¢
analizy wykorzystujac przynajmniej kilka z nich.

Dodatkowo konieczne jest zdefiniowanie miernika, ktory pozwoli na porownanie ze
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soba wynikéw dwoch réznych modeli. Takim miernikiem jest np. R% ¢ zaproponowany
przez Campbella i Thompsona w 2008 roku |19]:
2 S (g — 6i)?
fios = i1 (v — 5 4
gdzie 7; jest historyczna srednia obliczong w okresie ¢ — 1.

Réwnolegle z obliczaniem miernikéw oceny trafnosci prognoz w literaturze przed-
miotu zwiazanej z prognozowaniem poréwnuje sie trafnos¢ prognoz za pomoca testow
statystycznych. Najbardziej znanym podejsciem do testowania réznic miedzy trafnosciag
prognoz wygenerowanych réznymi metodami prognozowania (réznymi typami modeli)
jest test Diebolda-Mariano opisany w 1995 roku [40]. Test ten przeprowadzany jest dla
dwoch szeregdéw czasowych btedéw prognoz (zdefiniowanych jak we wzorze €14 oraz
egr otrzymanych z modeli 11 2. Na poczatku definiuje si¢ réznice funkcji strat dla obu

prognoz:

dy = g(er) — g(ea), (4.18)

gdzie g jest funkcjg straty. Najczedciej wykorzystywany jest kwadrat btedu prognozy
g(eir) = €%, lecz mozna uzy¢ np. asymetrycznych funkcji strat.

Przy tak zdefiniowanej wartosci d;, zaktada sie¢, ze dwie prognozy maja jednakowsq
doktadnos$é¢ wtedy i tylko wtedy, gdy warto$é¢ oczekiwana dla wszystkich t jest réwna

zero. Wowczas hipoteze Hj testu DM mozna zdefiniowa¢ nastepujaco:

Hy Y, E(d,) = 0. (4.19)

Jedng z najistotniejszych cech tego testu jest brak koniecznosci poréwnywania mo-
deli tej samej klasy ani nawet znajomog$ci postaci badanych modeli. Dzieki temu mozli-
we jest porownanie klasycznych modeli ekonometrycznych z sieciami neuronowymi, co
wykorzystane jest w niniejszej pracy.

W literaturze mozna takze znalez¢ skorygowane i uogdlnione wersje testu DM. W
publikacji z 1997r. Harvey i in. zaproponowano wersje testu Diebolda-Mariano dla
matej préby [81]. W 2007r. Clark i West zaproponowali test do poréwnywania prognoz
otrzymanych z dwoch modeli, z ktérych jeden jest zagniezdzony w drugim [28].

Oprocz testow poréwnujacych modele prognostyczne parami, istnieja takze testy
poréwnujace wiele modeli tacznie. White H. zaproponowal test Reality Check [197], w
ktory weryfikowana jest hipoteza zerowa gloszaca, ze badany model jest lepszy od m

alternatywnych modeli:
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Hy: anmE[dk7t+1|t(ﬁZ)] <0, (4.20)

zas$ hipoteza alternatywna gtosi, ze przynajmniej jeden z modeli jest lepszy:

Ho: max Eldy (5] > 0 (4.21)

gdzie dj,111:(0f) jest réznicy funkeji strat miedzy badanym modelem i m-tg alter-
natywa dla tego modelu.

Kolejnym podejéciem jest test SPA (Superior Predictive Ability test) [78] oraz pro-
cedura MCS (Model Confidence Set procedure) [77] - oba opracowane przez Hansena P.
w 2005 i 2011 roku w celu poprawienia wad testu Reality Check poprzez normalizacje

i centrowanie jego statystyki.

4.6. Podsumowanie

Metodologia proponowanych badan sktada sie gtéwnie z obliczen i symulacji kom-
puterowych prowadzacych do stworzenia skutecznego modelu prognostycznego. Wyko-
rzystane metody weryfikacji hipotez badawczych polegajg gtdwnie na przeprowadzaniu
testow statystycznych na wynikach otrzymanych modeli, a takze poréwnaniu miernikdw
trafnosci prognoz.

Modele wykorzystujace informacje z rynkéw finansowych musza byé¢ w odpowiedni
sposéb estymowane (trenowane w przypadku sieci neuronowych). Zwykle w procesie
tym wykorzystuje si¢ czesé dostepnych historycznych danych, a nastepnie otrzymanym
modelem oblicza sie prognoze, ktéra mozna zweryfikowaé¢ na pozostatej czesci zbioru
danych. W celu walidacji modelu wykorzystuje si¢ wybrane miary bazujace na btedach
predykcji, co pozwala ostatecznie wybra¢ model o najlepszym dopasowaniu.

Efektem prowadzonych prac jest autorski system do prognozowania notowan giet-
dowych, w ktorego sktad wchodzg moduty pobierajace, czyszczace i wstepnie prze-
twarzajace dane uzyskane od dostawcéw, a takze moduly pozwalajagce w rzetelny i

powtarzalny sposob estymowaé klasyczne modele ekonometryczne, modele oparte o

sieci neuronowe (LSTMHFENE]) oraz modele hybrydowe (ARMAHGARCHHFENE]). W

modelach zawierajacych czesci sieci neuronowych wykorzystane zostalo nowatorskie

podejscie do tworzenia prognoz oparte o techniki [NLP]
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Badania efektywnosci predykcji
finansowych szeregédw czasowych

wspomaganej narzedziami NLP

Efektywnos¢ modeli prognostycznych zalezy od szeregu czynnikow, takich jak: ro-
dzaj wiadomosci (zrédto ich pochodzenia), ilo$é wiadomosci dotyczacych badanej spotki
w jednostce czasu (ilos¢ dodatkowych informacji dostepnych dla inwestoréw), a takze
hiperparametréw opisujacych model (jego architekture, proces trenowania i wybrane
zmienne objasniajace).

Niniejszy rozdzial przedstawia wyniki prognozowania finansowych szeregéw czaso-
wych, wspomaganego narzedziami automatycznej analizy tekstéw. Jako punkt odniesie-
nia przyjeto prognozy otrzymane przy pomocy klasycznych modeli ekonometrycznych,
dajacych mozliwie najlepsze wyniki. Modele te nazywane beda modelami referen-

cyjnymi.

5.1. Wybér modeli referencyjnych

Dla kazdego aktywa model referencyjny dobierany jest indywidualnie sposrdd trzech

specyfikacji: [ARMAIGARCH| [ARMAIGJR{GARCH]| oraz [ARMAHEGARCH,| Dla kaz-

dej z tych specyfikacji badane sa dwa rozktady warunkowe: rozktad normalny oraz

rozktad t-Studenta. Dla tak otrzymanych kombinacji wybierany jest optymalny rzad
op6znien.

Wybér specyfikacji, rozktadu warunkowego oraz rzedu modelu podyktowany byt
kryteriami [AIC] oraz [BIC| (patrz rozdzial 2.1.1)). Do automatycznego estymowania tych

modeli oraz wyboru specyfikacji [GARCH] postuzono sie repozytorium udostepnionym
wraz z publikacja Perlina M. i in. [150]. Przyktadowe podsumowanie analizy rzedéw
opdznien oraz specyfikacji modeli dla sp6tki Tesla Inc. (TSLA) przedstawia Rysu-
nek 5.1} Im nizsza wartosé kryteriow [AIC| oraz [BIC| tym lepsze dopasowanie modelu do

danych. Dla kazdego z kryteriow najlepszy model zostal oznaczony gwiazdka. Szcze-
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)

AlC BIC

ARMA(1,1)+sGARCH(2,1)std A
ARMA(1,1)+sGARCH(1,1) std4 4
ARMA(1,0)+sGARCH(2,1)std{ &

) A

>y Py

ARMA(1,0)+sGARCH(1,1) std 4
ARMA(1,1)+sGARCH(2,1) norm
ARMA(1,1)+sGARCH(1,1) norm -
ARMA(1,0)+sGARCH(2,1) norm 4
ARMA(1,0)+sGARCHI(1,1) norm
ARMA(1,1)+gjrGARCH(2,1) std 4

Type of Model
@ eGARCH
@® gjrGARCH
@® sGARCH

ARMA(1,1)+gjrGARCH(1,1) std 4
ARMA(1,0)+gjrGARCH(2,1) std
ARMA(1,0)+gjrGARCH(1,1) std 4
ARMA(1,1)+gjrGARCH(2,1) norm 4
ARMA(1,1)+gjrGARCH(1,1) norm A
ARMA(1,0)+gjrGARCH(2,1) norm A

WAL S
> )

Type of Dist.
@ ® nom
& A s

ARMA(1,0)+gjrGARCH(1,1) norm 4
ARMA(1,1)+eGARCH(2,1) std 4
ARMA(1,1)+eGARCH(1,1) std -
ARMA(1,0)+eGARCH(2,1) std

(

PP
P’P’

ARMA(1,0)+eGARGH(1,1) std
ARMA(1,1)+eGARCH(2,1) norm -
ARMA(1,1)+eGARCH(1,1) norm -
ARMA(1,0)+eGARCH(2,1) norm -
ARMA(1,0)+eGARCH(1,1) norm -

T T T T T
244 243 242 243 242 241
Value of Fitness Criteria

Rysunek 5.1. Wybdr najlepszej specyfikacji modelu [ARMAIGARCH] na podstawie kryteriéw

oraz dla sp6tki Tesla Inc. (TSLA). Fioletowa gwiazdka oznacza, ktory typ modelu

osiaga najnizsza warto$¢ kazdego z kryteriéw. Roézne specyfikacje modelu [GARCH] oznaczone
sg réznymi kolorami, zaé rézne rozktady ksztaltami znacznikdw.

Zrédlo: Obliczenia wlasne, wizualizacja na podstawie \\

gotowe wyniki takiej analizy dla kazdego z badanych instrumentow zostaly zebrane w
aneksie (rozdzial [A.2)).

Podsumowanie rzedéw opdznien, specyfikacji i rozktadow prawdopodobienstwa otrzy-
manych na podstawie kryterium informacyjnego[AIC| dla kazdego instrumentu znajduje
sic w tabeli Analogiczne wyniki dla kryterium [BIC| przedstawia tabela [5.2] R6z-
nice w wartosci obu kryteriow byty niewielkie miedzy otrzymywanymi modelami. Do
dalszych analiz modele byly wybierane na podstawie kryterium [ATC]

W przypadku 5-minutowych interwatéow najlepsze wyniki byty osiagane przez mo-

dele[ARMAHGARCH]estymowane w schemacie rekursywnym z oknem o dtugosci 63 dni

(ilos¢ sesji gietdowych w ciagu 3 miesiacy) po 78 obserwacji dziennie, tj. 4914 obserwacji
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Tabela 5.1. Optymalne rzedy opdznien, specyfikacje i warunkowe rozktady prawdopodobien-
stwa dla modeli[ARMAHGARCH] dla badanych instrumentéw finansowych na podstawie kry-
terium informacyjnego [AIC|

ARMA GARCH

Instrument | p qlq p specyfikacja rozktad

TSLA 1 112 1 GJR-GARCH t-Studenta
NKE 1 012 1 EGARCH t-Studenta
KO 1 112 1 EGARCH t-Studenta
BA 1 012 1 EGARCH t-Studenta
CRM 1 111 1 EGARCH t-Studenta
GM 1 012 1 EGARCH t-Studenta
JPM 1 012 1 EGARCH t-Studenta
MSFT 1 111 1 EGARCH t-Studenta
GS 1 01 1 EGARCH t-Studenta
NVDA 1 112 1 GJR-GARCH t-Studenta
F 1 01 1 EGARCH t-Studenta
C 1 112 1 EGARCH t-Studenta
MS 1 02 1 EGARCH t-Studenta
INTC 1 012 1 EGARCH t-Studenta
V7 1 112 1 EGARCH t-Studenta
Zloto 1 012 1 EGARCH t-Studenta
Srebro 1 112 1 EGARCH t-Studenta
Bitcoin 1 112 1 EGARCH t-Studenta
Cardano 1 112 1 EGARCH t-Studenta
Ethereum | 1 112 1 EGARCH t-Studenta
Litecoin 1 112 1 EGARCH t-Studenta
Dogecoin 1 112 1 EGARCH t-Studenta

Zr6édto: Obliczenia wlasne.
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Tabela 5.2. Optymalne rzedy opdznien, specyfikacje i warunkowe rozktady prawdopodobien-
stwa dla modeli[ARMAHGARCH] dla badanych instrumentéw finansowych na podstawie kry-
terium informacyjnego [BIC]

ARMA GARCH

Instrument | p qlq p specyfikacja rozktad

TSLA 1 111 1 GJR-GARCH t-Studenta
NKE 1 012 1 EGARCH t-Studenta
KO 1 01 1 EGARCH t-Studenta
BA 1 0|1 1 GARCH t-Studenta
CRM 1 111 1 EGARCH t-Studenta
GM 1 01 1 EGARCH t-Studenta
JPM 1 0/1 1 EGARCH t-Studenta
MSFT 1 0|1 1 EGARCH t-Studenta
GS 1 01 1 EGARCH t-Studenta
NVDA 1 0|1 1 GJR-GARCH t-Studenta
F 1 01 1 EGARCH t-Studenta
C 1 01 1 EGARCH t-Studenta
MS 1 01 1 EGARCH t-Studenta
INTC 1 012 1 EGARCH t-Studenta
V7 1 111 1 EGARCH t-Studenta
Zloto 1 012 1 EGARCH t-Studenta
Srebro 1 112 1 EGARCH t-Studenta
Bitcoin 1 112 1 EGARCH t-Studenta
Cardano 1 0|1 1 EGARCH t-Studenta
Ethereum | 1 012 1 EGARCH t-Studenta
Litecoin 1 112 1 EGARCH t-Studenta
Dogecoin 1 171 1 EGARCH t-Studenta

Zr6édto: Obliczenia wlasne.
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dla spotek gietdowych. Dla spdjnosci ta sama ilo$é probek zostata przyjeta rowniez w
przypadku kryptowalut i metali szlachetnych, mimo iz jest to inna dtugos$¢ przedziatu
czasowego, dla ktérego estymowany jest model (ze wzgledu na inne godziny i dni tygo-
dnia, w ktérych prowadzony jest handel tymi instrumentami). Po ustaleniu najlepsze;
specyfikacji modelu na pierwszym oknie czasowym, byta ona nastepnie utrzymana we
wszystkich kolejnych oknach czasowych dla danego instrumentu finansowego.

Kazdy z modeli wykorzystywal egzogeniczny szereg czasowy w postaci wzorca sezo-
nowosci (opisany w rozdziale w celu uwzglednienia naptywu dodatkowych infor-
macji. Tak otrzymane modele zostaly wykorzystane do obliczenia prognoz o horyzoncie
h =1 (krok = 5 minut), ktére nastepnie postuzyly do poréwnania ich z prognozami

otrzymanymi przy uzyciu autorskich modeli

5.2. Analiza efektywnosci autorskich modeli

Skuteczno$é¢ modeli w niniejszej pracy badana jest miedzy innymi poprzez pordw-
nanie btedéw prognoz z btedami prognoz bazowych modeli. Obliczana jest procentowa
zmiana btedu prognozy dla badanego modelu wzgledem btedu prognozy modelu bazo-

wego. W ten sposéb otrzymywane sg mierniki:

RMSEbadany model — RMSEbazowy model

ARMSE = - 100%, 5.1
RMSEbazowy model ’ ( )
MAEbadan model — MAEbazow model
AMAE = Y Y - 100 5.2
MAEbazowy model %’ ( )
MAPEa any mode _MAPEazow mode
AMAPE = badany model bazowy model . 100%. (5.3)

MAPEbazowy model

Mierniki zdefiniowane w ten sposob maja jednorodng interpretacje - opisujg procen-
towa zmiane btedu prognozy poprzez wykorzystanie badanego modelu. Ujemna wartos¢

oznacza, ze W tym przypadku badany model jest lepszy od bazowego.

5.2.1. Ogoblne poréwnanie modeli LSTM-FENE z modelami bazowymi

Tabela [5.3] zawiera poréwnanie bledéw prognoz stép zwrotu [RMSE] oraz [MAE] dla

modeli [LSTMHFENE] (patrz rozdzial z btedami prognoz dla modeli bazowych
GARCH]| (patrz rozdzial dla badanych spoétek indeksu S&P 500. Wszystkie

bledy prognoz zostaty obliczone dla horyzontu h = 1 z uwzglednieniem wszystkich
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probek - zarowno zawierajacych, jak i niezawierajacych nowych wiadomo$ci na temat
danego instrumentu. Dzieki temu mozliwe jest ogdlne poréwnanie skutecznosci obu

podejsé do modelowania.

Tabela 5.3. Mierniki [RMSE| oraz [MAE] oceny trafno$ci prognoz stép zwrotu dla badanych
spélek indeksu S&P 500.

LSTM-FENE ARMA-GARCH
Spotka RMSE MAE RMSE MAE
TSLA  0.009666 0.002564 0.012960 0.002658
NKE  0.002814 0.001303 0.003230 0.001481
KO 0.001187 0.000770 0.001326 0.000859
BA 0.002568 0.001539 0.002859 0.001763
CRM  0.002993 0.001531 0.003247 0.001731
GM 0.002748 0.001598 0.002909 0.001693
JPM 0.001935 0.001139 0.002045 0.001234
MSFT 0.002215 0.001220 0.002332 0.001300
GS 0.001962 0.001170 0.002007 0.001212
NVDA 0.003925 0.002165 0.003979 0.002392
F 0.003041 0.001678 0.003079 0.001720
C 0.002166 0.001299 0.002132 0.001329
MS 0.002241 0.001234 0.002137 0.001283
INTC  0.002772 0.001584 0.002640 0.001563
VZ 0.001792 0.000973 0.001664 0.001006

Zré6dto: Obliczenia whasne.

Wybrane do analizy spétki charakteryzuja sie znaczna ptynnoscia, a takze duza
obecnoscia w mediach. W serwisach informacyjnych regularnie pojawiaja sie wiadomo-
$ci na ich temat, dzieki czemu model [LSTMHFENE]| moze osiagnaé przewage poprzez
wykorzystanie dodatkowych informacji zawartych w tresci wiadomosci.

W tabeli[5.4] znajduja sie procentowe zmiany poszczegdlnych bledéw prognozy stop
zwrotu dla kazdej z badanych spotek. Ujemna warto$é oznacza spadek wielkosci btedu
prognozy uzyskanej przy wykorzystaniu autorskiego modelu [LSTMHFENE] wzgledem
wielkoéci btedu uzyskanego przy pomocy modeli typu [ARMAIGARCH| Dodatkowo

zaznaczona zostata dzienna s$rednia liczba wiadomosci w okresie pokrywanym przez
zbiér walidacyjny. Model osiggnal lepsze wyniki dla 11 z 15 badanych
spotek. Wylacznie wyniki dla spotek C, MS, INTC oraz VZ okazaly sie¢ by¢ gorsze niz
w przypadku modelu bazowego.

Na podstawie prognoz stop zwrotu mozliwe jest obliczenie prognoz pozioméw cen.

Dla takich prognoz w analogiczny sposéb zostaly obliczone btedy i przedstawione w

tabeli B.5.
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Tabela 5.4. Procentowa zmiana bledéw prognoz [RMSE] i MAE] dla prognoz stép zwrotu dla
badanych spélek indeksuS&P 500 - poré6wnanie pomiedzy modelem FENE|a modelem
[ARMAJGARCH| Ujemna warto$¢ oznacza przewage badanego modelu nad modelem bazo-

wym.
Dzienna

liczba

Spétka  ARMSE [%] AMAE [%] wiadomosci
TSLA -25.42 -3.54 5.42
NKE -12.85 -11.99 0.98
KO -10.46 -10.33 0.40
BA -10.16 -12.68 1.16
CRM -7.83 -11.55 0.67
GM -5.95 -5.62 1.47
JPM -5.40 -7.65 1.04
MSFT -5.01 -6.21 2.45
GS -2.27 -3.42 0.46
NVDA -1.35 -9.51 1.70
F -1.25 -2.44 0.27
C 1.58 -2.23 0.56
MS 4.91 -3.84 0.25
INTC 5.02 1.37 0.77
\W/ 7.69 -3.27 0.40

Zré6dto: Obliczenia wlasne.

Tabela 5.5. Mierniki [RMSE] [MAE] oraz [MAPE| oceny trafnosci prognoz cen instrumentéw
finansowych dla badanych spétek indeksu S&P 500.

LSTM-FENE ARMA-GARCH
Spotka RMSE MAE MAPE RMSE MAE MAPE
TSLA  0.810801 0.482204 0.002546 0.919301 0.548233 0.002738
KO 0.071589 0.046818 0.000770 0.079398 0.051962 0.000859
NKE  0.303166 0.143985 0.001304 0.325516 0.152479 0.001481
GM 0.100544 0.058660 0.001598 0.107383 0.062981 0.001693
F 0.039632 0.021718 0.001679 0.041565 0.023272 0.001721
GS 0.656444 0.395351 0.001170 0.670350 0.408286 0.001211
MSFT 0.566544 0.315172 0.001220 0.571391 0.321687 0.001301
CRM  0.499337 0.252904 0.001531 0.503360 0.265500 0.001731
JPM 0.244176 0.144983 0.001139 0.243885 0.148327 0.001233
NVDA 0.591614 0.360672 0.002375 0.590873 0.355023 0.002392
BA 0.452191 0.274204 0.001539 0.448541 0.280247 0.001763
C 0.101620 0.061314 0.001299 0.099478 0.062115 0.001329
INTC  0.080715 0.046255 0.001584 0.076219 0.045570 0.001563
MS 0.196934 0.107767 0.001234 0.181509 0.109321 0.001283
VZ 0.070152 0.037937 0.000973 0.064481 0.039500 0.001006

Zr6édto: Obliczenia wiasne.

Tabela przedstawia procentowe zmiany poszczegdlnych bledéw prognozy po-

ziomow cen dla badanych spotek. Ujemna warto$¢ oznacza spadek wielkosci btedu
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Tabela 5.6. Procentowa zmiana bledéw prognoz [RMSE], [MAE] i [MAPE| dla prognoz poziomu

cen dla badanych spélek indeksu S&P 500 - por6wnanie pomiedzy modelem a

modelem [ARMA}GARCH] Ujemna warto$¢ oznacza przewage badanego modelu nad mode-
lem bazowym.

Dzienna

liczba

Spétka  ARMSE [%] AMAE [%] AMAPE [%] wiadomosci
TSLA -11.80 -12.04 -7.00 5.42
KO -9.83 -9.90 -10.33 0.40
NKE -6.87 -5.57 -11.98 0.98
GM -6.37 -6.86 -5.63 1.47
F -4.65 -6.68 -2.45 0.27
GS -2.07 -3.17 -3.41 0.46
MSET -0.85 -2.03 -6.23 2.45
CRM -0.80 -4.74 -11.59 0.67
JPM 0.12 -2.25 -7.65 1.04
NVDA 0.13 1.59 -0.74 1.70
BA 0.81 -2.16 -12.68 1.16
C 2.15 -1.29 -2.20 0.56
INTC 5.90 1.50 1.39 0.77
MS 8.50 -1.42 -3.83 0.25
V7 8.79 -3.96 -3.26 0.40

Zré6dto: Obliczenia wlasne.

prognozy uzyskanej przy wykorzystaniu autorskiego modelu wzgledem
wielkosci btedu uzyskanego przy pomocy modeli typu [ARMAHGARCH| W przypadku

obliczen dla pozioméw cen rowniez spotki C, MS, INTC i VZ osiagaja wyniki widocznie

gorsze niz dla modelu bazowego. Oprécz nich dodatkowo spotki JPM, NVDA i BA maja
wyniki nieco gorsze niz model bazowy.

Szereg czasowy prognoz stop zwrotu otrzymanych przy uzyciu modelu[LSTMFENE]
zostal rowniez poréwnany z prognozami modelu [ARMAHGARCH]| za pomocy testu

statystycznego Diebolda-Mariano (DM) [40]. W niniejszej pracy poréwnania testem
Diebolda-Mariano byly obliczany z wykorzystaniem miernika [RMSE] Wyniki z wyko-
rzystaniem miernika [MAE] byly analogiczne. Zestawienie rezultatéw przedstawia ta-
bela [5.7. Ujemny wynik testu oznacza, ze dla danego instrumentu bardziej skuteczny
jest model LSTMFENE] Wiersze, dla ktérych P < .05, zostaly pogrubione. Wyniki te
wskazujg, ze model daje wyniki znaczgco lepsze dla spoétek TSLA, NKE,
KO, BA, CRM, GM, JPM i MSFT, a zatem tych najbardziej medialnych. Wyniki sa
znaczaco gorsze jedynie dla dwéch spotek: INTC i VZ.

Analogicznie przeprowadzony zostal test Diebolda-Mariano dla [RMSE] dla pro-

gnoz poziomoéw cen. Poréwnane zostaly prognozy otrzymane przy uzyciu modelu
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Tabela 5.7. Wyniki testu Diebolda-Mariano dla [RMSE] dla prognoz stép zwrotu przy wyko-
rzystaniu obu metod dla badanych spétek indeksu S&P 500 - poréwnanie pomiedzy modelem

[LSTMHEENE] a modelem [ARMAHGARCH
Spotka  Wynik testu DM Poziom istotnosci
TSLA -4.05 5.31E-05
NKE -2.99 .004
KO -2.52 .012
BA -2.59 .010
CRM -2.49 .012
GM -2.14 .033
JPM -2.28 .022
MSFT -1.99 .047
GS -0.90 .367
NVDA -0.29 770
F -0.35 726
C 1.11 .266
MS 1.77 077
INTC 1.97 .049
VZ 2.46 .014

7r6dto: Obliczenia whasne.

Tabela 5.8. Wyniki testu Diebolda-Mariano dla[RMSE] dla prognoz poziomu cen przy wyko-
rzystaniuobu metod dla badanych spoétek indeksu S&P 500 - poréwnanie pomiedzy modelem

RMAHGARCH]

.001
.005
.014
.014
.032
.049
271
492

798

390

258

.066
.039
.006

LSTMUFENE] a modelem [A]
Spotka  Wynik testu DM Poziom istotnosci
TSLA -3.28
KO -2.87
NKE -2.46
GM -2.45
F -2.15
GS -1.97
MSFT -1.10
CRM -0.69
JPM 0.26
NVDA 0.86
BA 1.13
C 1.84
INTC 2.06
MS 2.78
VZ 2.70

.007

Zr6édto: Obliczenia wlasne.

LSTMHFENE] z prognozami otrzymanymi z modelu ARMAHGARCH] Zestawienie re-

zultatéw przedstawia tabela [5.8] Tak jak w przypadku stép zwrotu, ujemny wynik

testu oznacza, ze dla danego instrumentu bardziej skuteczny jest model [LSTMH{FENE]

Wiersze, dla ktérych P < .05, zostaty pogrubione. Prognozy pozioméw cen sg znaczaco
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lepsze dla modelu LSTMIFENE] w przypadku spétek TSLA, KO, NKE, GM, F, GS,
MSEFT oraz CRM, a znaczaco gorsze w przypadku INTC, MS i VZ.

Tabela 5.9. Bledy prognoz [RMSE|i[MAE]dla prognoz stép zwrotu dla badanych kryptowalut
i metali szlachetnych - poréwnanie pomiedzy modelem [LSTMHFENE] a modelem

LSTM-FENE ARMA-GARCH
Instrument RMSE MAE RMSE MAE
Dogecoin 0.003638 0.002006 0.003661 0.001997
Litecoin 0.002625 0.001663 0.002636 0.001659
Ethereum  0.002344 0.001397 0.002351 0.001389
Cardano 0.002322 0.001450 0.002329 0.001445
Bitcoin 0.001647 0.000957 0.001651 0.000952
Ztoto 0.000567 0.000374 0.000568 0.000374
Srebro 0.001277 0.000856 0.001277 0.000855

7r6dto: Obliczenia whasne.

Model LSTMHFENE] zostal takze przeanalizowany pod katem zastosowania dla pro-
gnozowania kurséw metali szlachetnych i kryptowalut. Analogiczne pomiary skutecz-
nosci prognozowania stop zwrotu dla tych instrumentéw finansowych zostaly przed-
stawione w tabelach oraz [5.10, Model LSTMFENE] osiagnal lepsze wyniki pod
wzgledem miernika [RMSE] dla wszystkich badanych kryptowalut i metali szlachetnych.

Tabela 5.10. Procentowa zmiana bledéw prognoz [RMSE| i [MAE] dla prognoz stép zwrotu dla

badanych kryptowalut i metali szlachetnych - poréwnanie pomildzy modelem
a modelem [ARMA]GARCH| Ujemna warto$¢ oznacza przewage badanego modelu nad mo-

delem bazowym.

Dzienna

liczba,

Instrument ARMSE [%] AMAE [%] wiadomosci
Dogecoin -0.63 0.47 3.73
Litecoin -0.43 0.24 0.74
Ethereum -0.30 0.53 9.23
Cardano -0.29 0.33 2.08
Bitcoin -0.23 0.54 21.62
Ztoto -0.16 -0.03 23.29
Srebro -0.03 0.07 5.39

Zr6dto: Obliczenia wlasne.

Tabela przedstawia poréwnanie bledéw prognozy poziomoéw cen kryptowalut i
metali szlachetnych otrzymane przy wykorzystaniu autorskiego modelu [LSTMIFENE]
oraz bazowego modelu [ARMAHGARCH| W tabeli znajduja sie wartosci procen-

towych zmian odpowiednich btedéw wynikajacych z zastosowania autorskiego modelu,

zamiast modeli klasycznych. Dla prognoz pozioméw cen model [LSTMIFENE] réwniez
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osiggnal lepsze wyniki pod wzgledem miernika dla wszystkich badanych kryp-

towalut i metali szlachetnych.

Tabela 5.11. Bledy prognoz [RMSE], [MAF] i MAPE] dla prognoz poziomu cen dla badanych

kryptowalut i metali szlachetnych - poréwnanie pomiedzy modelem a modelem

LSTM-FENE ARMA-GARCH
Instrument RMSE MAE MAPE RMSE MAE MAPE
Dogecoin 0.000352  0.000167 0.002006  0.000354  0.000166 0.001997
Litecoin 0.163518  0.102354 0.001663  0.164311  0.102117 0.001659

Ethereum 3.380586  2.016226 0.001397  3.392216  2.005878 0.001389
Bitcoin 31.800549 18.620194 0.000957 31.884488 18.525539 0.000952
Cardano 0.000946  0.000585 0.001450  0.000948  0.000583 0.001445
Ztoto 0.974674  0.644492 0.000374 0.976254  0.644711 0.000374
Srebro 0.026200  0.017530 0.000856  0.026211  0.017518 0.000855

Zr6dto: Obliczenia whasne.

Tabela 5.12. Procentowa zmiana bledéw prognoz [RMSE, [MAE] i MAPE| dla prognoz po-
ziomu cen dla badanych kryptowalut imetali szlachetnych - poréwnanie pomiedzy modelem

[LSTMHFENE] a modelem [ARMAlGARCH] Ujemna warto$¢ oznacza przewage badanego mo-

delu nad modelem bazowym.

Dzienna

liczba

Instrument ARMSE [%] AMAE [%] AMAPE [%] wiadomosci
Dogecoin -0.56 0.60 0.45 3.73
Litecoin -0.48 0.23 0.24 0.74
Ethereum -0.34 0.52 0.53 9.23
Cardano -0.24 0.31 0.33 2.08
Bitcoin -0.26 0.51 0.54 21.62
Zloto -0.16 -0.03 0.00 23.29
Srebro -0.04 0.07 0.08 5.39

Zré6dto: Obliczenia whasne.

Tabela 5.13. Wyniki testu Diebolda-Mariano dla[RMSE] dla prognoz stép zwrotu przy wyko-
rzystaniu obu metod dla badanych kryptowalut i metali szlachetnych - poréwnanie pomiedzy
modelem [LSTMHFENE] a modelem [ARMAHGARCE

Instrument Wynik testu DM Poziom istotnosci

Dogecoin -2.58 .010
Litecoin -2.14 .033
Ethereum -1.66 .096
Cardano -1.50 134
Bitcoin -1.26 .208
Ztoto -1.05 .295
Srebro -0.33 742

Zr6dto: Obliczenia wiasne.
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Tabela 5.14. Wyniki testu Diebolda-Mariano dla[RMSE]dla prognoz poziomu cen przy wyko-
rzystaniu obu metod dla badanych kryptowalut i metali szlachetnych porovvname pomiedzy
modelem [LSTMHEENE] a modelem [A] '

Instrument Wynik testu DM Poziom istotnosci

Dogecoin -2.76 .006
Litecoin -2.25 .024
Ethereum -1.89 .059
Bitcoin -1.32 188
Cardano -1.73 .084
Ztoto -1.23 219
Srebro -0.52 .601

Zr6dto: Obliczenia wlasne.

Tabele [5.13] oraz [5.14] zawieraja wyniki testéw Diebolda-Mariano dla [RMSE] prze-

prowadzonych odpowiednio na prognozach stop zwrotu i prognozach pozioméw cen. W
obu przypadkach poréwnywany jest autorski model z bazowym modelem
[ARMAHGARCH| Wyniki otrzymane przez autorski model sg lepsze w statystycznie

znaczacy sposob wytacznie dla kryptowalut Dogecoin oraz Litecoin.

Poprawa trafnosci prognoz stop zwrotu dla kryptowalut i metali szlachetnych nie
jest tak duza, jak w przypadku spotek gieldowych. Moze to wynikaé¢ z faktu, iz ryn-
ki kryptowalut i metali szlachetnych charakteryzuja sie znacznie wieksza zmiennoscig i
jeszcze wigksza iloscig pojawiajacych si¢ wiadomosci niz w przypadku klasycznych ryn-
koéw gietdowych. Potwierdzenie stusznosci tej hipotezy wymagatoby przeprowadzenia

badan przy wigkszej rozdzielczosci czasowej.

5.2.2. Poréwnanie zachowania modeli po wystapieniu nowych wiadomosci

Dziatanie modelu [LSTMHFENE| opiera sie na wykorzystywaniu dodatkowych in-
formacji zawartych w wiadomosciach na temat spotek. Najwiekszg przewage nad kla-

sycznymi modelami [ARMAHGARCH] osigga zatem model w okresach bezposrednio po

wystapieniu nowych publikacji na temat modelowanych spétek. Rysunki [5.2] [5.3]
oraz przedstawiaja przebieg btedu [RMSE] stop zwrotu dla badanych spétek, kryp-
towalut i metali szlachetnych w ciggu godziny od pojawienia sie nowych wiadomogci.

Wykresy zostaly przygotowane wykorzystujac biblioteke SciencePlots [63].
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szereqow czasowych...
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Rysunek 5.2. Usrednione bledy prognoz [RMSE] dla prognoz stép zwrotu w okresie 1 godziny
od pojawienia si¢ wiadomosci - cze$¢ 1 (im mniejsza warto$é miernika, tym lepszy model).

Zr6édto: Obliczenia wlasne.
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JPM - RMSE prognozy
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Rysunek 5.3. Usrednione bledy prognoz [RMSE] dla prognoz stép zwrotu w okresie 1 godziny

od pojawienia si¢ wiadomosci - czesé 2 (im mniejsza warto$é miernika, tym lepszy model).

Zr6édto: Obliczenia wlasne.
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Rysunek 5.4. Usrednione bledy prognoz [RMSE] dla prognoz stép zwrotu w okresie 1 godziny
od pojawienia sie wiadomosci - cze$¢ 3 (im mniejsza warto$¢é miernika, tym lepszy model).

7ré6dto: Obliczenia wlasne.
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Rysunek 5.5. Usrednione btedy prognoz [RMSE] dla prognoz stép zwrotu w okresie 1 godziny

od pojawienia si¢ wiadomosci - czes¢ 4 (im mniejsza warto$é miernika, tym lepszy model).

Zr6édio: Obliczenia wlasne.

Analogiczne wykresy zostaty przygotowane dla prognoz pozioméw cen. Rysunki[5.6],

1[5.9 przedstawiaja przebieg btedu [RMSE]| pozioméw cen dla badanych spoétek,

kryptowalut i metali szlachetnych w ciggu godziny od pojawienia sie¢ nowych wiado-

mosci.
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Rysunek 5.6. Usrednione bledy prognoz[RMSE] dla prognoz poziomu cen w okresie 1 godziny

od pojawienia sie wiadomosci - cze$¢ 1 (im mniejsza warto$é miernika, tym lepszy model).

Zr6dto: Obliczenia wlasne.
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Rysunek 5.7. Udrednione bledy prognoz[RMSE] dla prognoz poziomu cen w okresie 1 godziny

od pojawienia sie¢ wiadomosci - czes$¢ 2 (im mniejsza warto$é miernika, tym lepszy model).

Zr6dto: Obliczenia wlasne.
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Rysunek 5.8. Usrednione bledy prognoz[RMSE] dla prognoz poziomu cen w okresie 1 godziny

od pojawienia si¢ wiadomosci - czes$¢ 3 (im mniejsza wartosé miernika, tym lepszy model).

Zr6édto: Obliczenia wiasne.
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Rysunek 5.9. USrednione bledy prognozRMSE] dla prognoz poziomu cen w okresie 1 godziny

od pojawienia si¢ wiadomosci - czesé 4 (im mniejsza wartos¢é miernika, tym lepszy model).

Zré6dto: Obliczenia wlasne.

Przyktadowe przebiegi prognoz stop zwrotu po wystapieniu konkretnych wiadomo-

sci pozwalaja zaobserwowa¢ w jaki sposdb oba modele reaguja na dodatkowe infor-
macje w nich zawarte. Rysunek przedstawia wykres reakcji modelu na publikacje
na temat Nike Inc. Tytul, tresé i zrodlo wiadomosci znajduja sie¢ w tabeli 5.15 W
przeciwienstwie do modelu [ARMANGARCH]| model silniej reaguje na

pojawienie sie pozytywnych wiadomosci na temat spotki.

Kolejnym przyktadem jest reakcja modeli na wiadomos$ci na temat spotki Coca-Cola

Company. Na rysunku [5.11] widaé¢ lekko spdzniong reakcje na wiadomosci o pozytyw-

nym wydzwieku dla spétki (wzgledem jej bezposredniego konkurenta). Tabela

przedstawia zrédlo, tytut i tre$¢ wiadomosci.
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Rysunek 5.10. Wartosci rzeczywiste, prognozy i bezwzgledne bledy prognoz dla poziomow
cen i stép zwrotu dla spotki NKE po wystapieniu wiadomosci na jej temat - poréwnanie

modeli [LSTMHFENE] i [ARMAHGARCH]

Zr6édto: Obliczenia wlasne.
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Tabela 5.15. Wiadomo$¢ na temat modelowanej spotki - przyktad 1.

Spotka | NKE

Zrédlo | financialpost.com

Tytut European shares post best day in nearly 6 weeks as upbeat Nike results lift

retailers.

FEuropean shares rose on Wednesday, as banks extended gains and upbeat results from Nike boosted the region’s
battered retail sector, while improving economic outlook for the euro zone also lifted sentiment. The region-wide
STOXX 600 index closed 1.7% higher, with consumer discretionary firms such as Adidas and Puma leading gains
after U.S. peer Nike beat quarterly revenue and profit expectations. Article content Shares of Adidas and Puma
rose 6.8% and 9.5%, respectively, while London-listed JD Sports jumped 6.1%, lifting the retail index. Article
content Rising borrowing costs and soaring cost of living have bludgeoned the European retail sector this year, with
the industry index on track for its worst annual performance since 2008. “It looks like there is a last-ditch effort
to achieve a Santa rally,” said Victoria Scholar, head of investment at Interactive Investor. “Lighter-than-normal
volumes around the holidays could also be exacerbating the moves.” Germany’s DAX index rose 1.5%. A GfK
institute survey showed consumer sentiment in Germany, Europe’s largest economy, is set to extend its recovery
as government relief measures meant to take the bite out of soaring energy prices seem to be having an effect.
This follows figures on Tuesday showing an uptick in euro zone consumer confidence Article content in December.
“The market was pricing a very bad recession with potentially rolling blackouts and stop of industrial plans due to
insufficient supply of energy and now the market is pricing out a bit of that,” said Davide Oneglia, chief Europe
economist at TS Lombard. “The winter is just really beginning so we don’t know what is going to happen, but at
the moment certainly markets are feeling more positive about the outlook and so that’s good for stocks.” The euro
STOXX 50 volatility index hit its lowest level since January, reflecting easing anxiety among investors. The STOXX
600 has shed 2% so far in December after two straight months of gains that were underpinned by hopes that cooling
inflation would allow the Federal Reserve and other central banks to go slow on interest rate hikes. Banks advanced
1.6% but were still on track for an annual loss, as fears of recession outweighed gains from rising interest rates.
Philips gained 5.7% after the Dutch health technology company said independent tests on its respiratory devices
involved in a major global recall had shown positive results. British retailers also reported a surprise pick-up in

demand in December, a Confederation of British Industry survey showed. (Reporting by Amruta Khandekar and

Bansari Mayur Kamdar; editing by Uttaresh.V, Saumyadeb Chakrabarty and Maju Samuel)

Zrédlo: Opracowanie wlasne.
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Rysunek 5.11. Wartosci rzeczywiste, prognozy i bezwzgledne bledy prognoz dla poziomoéw

cen i stop zwrotu dla spotki KO po wystapieniu wiadomosci na jej temat - poréwnanie modeli

LSTMHEENE] 1 [Al

7r6dto: Obliczenia whasne.
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Tabela 5.16. Wiadomo$¢ na temat modelowanej spotki - przyktad 2.

Spotka KO

Zrbdio barrons.com

Tytut KO vs. PEP: Why Coca-Cola Stock Looks Tastier

Investors and traders have been in recession mode for much of this year, leading to debates about which industries can
be classified as recession-resistant. For some consumers, beverages and snacks straddle the line between discretionary
and staples, making this industry a bit challenging for investors to classify. In this piece, we compared KO and PEP,
the two leading soda stocks. When analyzing the two, KO stock came out slightly ahead. Coca-Cola (NYSE:KO) and
PepsiCo (NASDAQ:PEP) are both up 9% to 7.5% year to date, demonstrating that they hold up better than most
of the broader market. Although these companies have gone head-to-head for decades, they utilize slightly different
strategies, as clearly seen in the types of brands they own. Coca-Cola (KO) A key difference between Coca-Cola Co.
and PepsiCo, Inc. is that the former owns a wide array of beverage brands, while the latter also owns Frito Lay and
many other snack brands. Both companies have pricing power due to the strength of their brands, but Coca-Cola is
significantly more profitable, and its P/E multiple is slightly less volatile. Thus, a bullish view appears appropriate.
While PepsiCo and Coca-Cola are both stalwarts in the food and beverage industry, one thing that makes Coca-Cola
more attractive is its profitability. Its gross margin is stable, hovering around 60% annually compared to PepsiCo’s
55% margin. However, a deeper dive reveals just how much more profitable Coca-Cola is. The company experienced
a hiccup during the pandemic, as its sales fell from $37.3 billion in 2019 to $33 billion in 2020, probably due to lost
sales from shuttered restaurants. However, Coca-Cola recovered quickly, reaching $38.7 billion in sales in 2021 and
$42.3 billion in the last 12 months. Meanwhile, the beverage maker’s net income rose from a pre-pandemic $9 billion
in 2019 to $9.8 billion in 2021 and $10 billion over the last 12 months. PepsiCo’s numbers are below, but Coca-Cola
is significantly more profitable despite its smaller overall size. At around 27.5 times, Coca-Cola’s P/E ratio has been
relatively stable since December 2020, having fallen back down to earth in early 2019 after irrational exuberance
drove its P/E ratio to well over 100 times. There could be more upside for Coca-Cola from current levels, but what
makes this stock so attractive is its stability and solid dividend yield of 2.8%, compared to the sector average of
2.1%. What is the Price Target for KO Stock? Coca-Cola has a Strong Buy consensus rating based on 10 Buys, two
Holds, and zero Sell ratings over the last three months. At $65.58, the average price target for Coca-Cola implies
upside potential of 3%. PepsiCo (PEP) Dividend investors can’t go wrong with Coca-Cola or PepsiCo, but PepsiCo’s
lower profitability, more volatile P/E multiple, and lower dividend yield are enough reasons to favor Coca-Cola —
albeit only slightly. A neutral view generally looks appropriate for PepsiCo, although dividend investors might still
want to hold it. On the plus side, PepsiCo’s revenues grew steadily, even during the pandemic, jumping significantly
from $67.2 billion in 2019 to $70.4 billion in 2020 and $79.5 billion in 2021. PepsiCo’s net income rose from $7.4
billion in 2019 to $7.7 billion in 2021. For the last 12 months, the beverage maker recorded $83.6 billion in sales
and $9.7 billion in net income. However, it is significantly less profitable than Coca-Cola. PepsiCo’s yield of 2.5% is
attractive for dividend investors, but its P/E ratio has been volatile, dropping from about 31 times earlier this year
to about 26 times. The company’s P/E plunged from about 33 times to 15 times in 2019, although it looks fairly
valued now since Coca-Cola deserves a bit of a premium due to its higher profitability. What is the Price Target
for PEP Stock? PepsiCo has a Moderate Buy consensus rating based on seven Buys, five Holds, and one Sell rating
assigned over the last three months. At $181, the average price target for PepsiCo implies downside potential of
1.1%. Conclusion: Bullish on Coca-Cola, Neutral on PepsiCo Ultimately, Coca-Cola and PepsiCo both look like solid
long-term plays, especially for dividend investors during periods of economic uncertainty. While Coca-Cola looks
slightly better due to its higher profitability and more stable valuation, both are attractive due to their dividend
yields and stability during recessions. Both are dividend kings, meaning they’ve boosted their dividends annually
for at least the last 50 years, and they’re both “value stocks,” which typically do better in a recession. In short,

investors who already own PepsiCo might not want to sell it, and either way, dividend investors might still want to

own the shares. However, those who can pick only one may prefer Coca-Cola. Disclosure

Zrédlo: Opracowanie wiasne.
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Wyniki osiggniete z wykorzystaniem autorskiego modelu sq lepsze od

wynikow osigganych za pomocy klasycznych modeli ekonometrycznych. Udoskonalona
zdolnos¢ prognostyczna wynika z wykorzystania dodatkowych informacji zawartych w
wiadomosciach finansowych, ktére zostaly przeanalizowane przy pomocy technik [NLP]
tj. odpowiedniego modelu jezykowego w potaczeniu z siecig neuronowa typu [LSTM]
przetwarzajaca szeregi czasowe stop zwrotu. Potwierdzona zostata zatem postawiona
we wstepie hipoteza, ze mozliwe jest efektywne zautomatyzowanie analizy finansowych
wiadomosci oraz postow w mediach spolecznoSciowych poprzez uzycie wspotczesnych
metod przetwarzania jezyka naturalnego — gtownie glebokich sieci neuronowych.
Prowadzac badania na danych zgromadzonych dla 5-minutowych interwatow udato
sie dodatkowo potwierdzi¢ hipoteze, ze wykorzystanie szerequ czasowego notowan o 5
minutowe] czestotliwosci jest wystarczajgce, aby zaobserwowac zmieniong charaktery-

styke zwrotow spowodowang publikacjg wiadomosci.

5.3. Rodzaje wiadomosci i ich wplyw na notowania gietdowe

5.3.1. Ocena jakosci réznych zrédel informacji

Wiadomosci pojawiajace sie w serwisach informacyjnych moga mieé¢ rézny wplyw
na prognoze nie tylko ze wzgledu na zawartag w nich tres¢, ale takze z powodu wiary-
godnosci i popularnosei Zrodta, z ktoérego pochodza. Model [LSTMHFENE] uwzglednia
zrodto pochodzenia danych w postaci dodatkowej zmiennej, ktora roznym zrodiom
przypisuje wektory w trakcie procesu treningu, tzw. embeddings.

Ostatecznie model moze wykorzysta¢ informacje o pochodzeniu opublikowanej wia-
domosci przypisujac wieksza wage tym zrodtom, ktére sg rzeczywiscie opiniotworcze
wsrod inwestorow i wywieraja wpltyw na dalsze przebiegi stop zwrotow.

W tabeli znajduje sie zestawienie poprawy btedéw prognozy stoép zwrotu mode-
lu[LSTMHFENE] wzgledem modeliARMAHGARCH]w zaleznosci od Zrédta pochodzenia

wiadomosci uzytej w prognozach. W zestawieniu zostalty wykorzystane tylko zrodta o

znacznej (wyzszej niz srednia) dziennej liczbie publikowanych wiadomosci, aby wyeli-
minowa¢ wartosci odstajace zrodet, ktore pojawiaja sie wyltacznie kilkukrotnie w catym
okresie walidacyjnym.

Mozna zaobserwowaé, ze poprawa bledu prognozy stép zwrotu (ujemna wartosé

ARMSE i AMAFE) jest obecna dla wszystkich Zrédel o duzej liczbie publikacji. Wy-
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Tabela 5.17. Procentowa zmiana bledéw prognoz [RMSE]| i [MAE] dla prognoz stép zwro-
tu w zaleznoéci od Zrédia wykorzystywanych wiadomosci - poréwnanie pomiedzy modelem

LSTMHFENE] a modelem ARMAHGARCH]| Ujemna warto$¢ oznacza przewage badanego mo-

delu nad modelem bazowym.

Dzienna

liczba

Zrodto ARMSE [%] AMAE [%] wiadomoéci
heraldsun.com.au -31.41 -37.00 0.12
standard.co.uk -30.47 -31.87 0.27
forbes.com -24.63 -24.63 0.01
forbesmiddleeast.com -24.19 -31.17 0.02
wired.com -23.31 -25.79 0.07
cbc.ca -21.90 -23.14 0.83
allnews.ng -21.72 -25.20 0.05
bbc.com -20.51 -30.98 0.07
zeebiz.com -18.92 -22.03 0.02
businessinsider.in -18.80 -28.68 0.03
foxnews.com -18.55 -23.71 0.31
dw.com -18.33 -18.33 0.01
washingtonpost.com -16.23 -17.58 0.31
realmoney.thestreet.com -16.07 -16.27 0.52
fxstreet.com -13.13 -10.95 0.22
guardian.ng -10.95 -15.37 0.05
siasat.com -10.85 -15.40 0.16
fxempire.com -10.78 -11.95 0.46
financialpost.com -10.47 -9.34 3.47
indiatoday.in -10.25 -12.78 0.15

7ré6dto: Obliczenia wlasne.

korzystanie informacji zawartych w publikacjach z tych zrédet pomaga podnies¢ jakosé
prognoz. Do zrédet powodujacych najwigksza poprawe btedow prognoz mozna zaliczy¢
znane i opiniotworcze firmy medialne: Herald Sun, London Evening Standard, Forbes
(oraz zlokalizowane wersje Forbes), Wired, BBC, Fox News, The Washington Post,
The Guardian, Financial Post. Zgodnie z oczekiwaniami te zrédta informacji wywotuja
najsilniejsze reakcje wérod inwestoréw. Na ich podstawie autorski model
osigga najlepsze wyniki.

Podobne wyniki zostaly otrzymane na podstawie prognoz poziomoéw cen wygenero-

wanych przez modele LSTMIFENE] oraz [ARMAHGARCH]| Tabela zawiera wyniki

otrzymane dla wszystkich Zrodet o duzej liczbie publikacji. Wiekszos¢ serwisow infor-

macyjnych pokrywa si¢ w obu przypadkach.
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Tabela 5.18. Procentowa zmiana bledéw prognoz[RMSE] [MAE|i[MAPE]|dla prognoz poziomu
cen w zaleznosci od Zrodia wykorzystywanych wiadomosci - poréwnanie pomiedzy modelem

LSTMHFENE] a modelem ARMAHGARCH]| Ujemna warto$¢ oznacza przewage badanego mo-

delu nad modelem bazowym.

Dzienna

liczba

Zrodto ARMSE [%] AMAE [%] AMAPE [%] wiadomogci
zerohedge.com -30.99 -37.86 -40.71 0.40
realmoney.thestreet.com -22.99 -21.60 -24.15 0.28
nypost.com -14.96 -19.53 -15.08 0.59
fortune.com -11.40 -10.86 -1.53 0.39
barrons.com -11.38 -12.40 -3.70 0.93
reuters.com -9.74 -6.57 -10.52 0.93
thestreet.com -9.48 -12.87 -5.04 1.41
investing.com -9.27 -10.69 -12.06 2.53
investors.com -9.18 -11.98 -9.29 0.98
business-standard.com -9.16 -16.95 -11.39 0.47
fxempire.com -8.89 -1.89 -20.92 0.27
marketwatch.com -8.54 -12.35 -12.21 1.35
financialpost.com -8.12 -10.08 -12.54 1.65
timesofindia.indiatimes -6.80 -10.38 -3.78 0.30
cnet.com -5.60 -7.10 -4.19 0.38
investorplace.com -3.82 -10.96 -15.96 1.58
businessinsider.com -3.35 -0.33 2.32 0.81
tipranks.com -2.34 -1.26 1.15 0.69
economictimes.indiatimes -1.31 4.37 12.14 0.39
cnbe.com -1.30 -5.08 -4.81 1.21

7ré6dto: Obliczenia wlasne.

5.3.2. Badania sily efektu wiadomosci na réznych typach rynkéw

Sita wplywu wykorzystania wiadomogci jest zalezna od typu rynku, z ktérego po-
chodzg modelowane instrumenty finansowe. Wyroznione zostaty 3 kategorie: spotki
akcyjne, metale szlachetne oraz kryptowaluty. Tabela[5.19| zawiera zestawienie poprawy
btedéw prognoz dla prognoz stop zwrotu dla kazdego z typow instrumentéw finanso-
wych wykorzystanych w niniejszych badaniach.

Usrednione btedy prognoz dla kazdego z rynkéw obliczone dla prognoz poziomdow
cen zostaly zebrane w tabeli

Poprawa jakosci prognoz stéop zwrotu i poziomoéw cen opartych o model
[LSTMHFENE] jest najwieksza w przypadku spéltek akcyjnych. Rynki kryptowalut i
metali szlachetnych sg wyjatkowo ptynne, dlatego wykorzystanie 5-minutowych inter-
watow moze by¢ niewystarczajace, zas wpltyw nowych wiadomosci mniejszy lub krot-

szy, niz w przypadku spotek akcyjnych. W celu odrzucenia lub przyjecia tej hipotezy,
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Tabela 5.19. Procentowa zmiana bledéw prognoz RMSE] i MAE] dla prognoz stép zwrotu w

zalezno$ci od typu analizowanego rynku - poréwnanie pomiedzy modelem a
modelem [ARMA}GARCH] Ujemna warto$¢ oznacza przewage badanego modelu nad mode-
lem bazowym.

Instrumenty finansowe ARMSE [%] AMAE [%)]

Spotki akeyjne -4.56 -6.19
Metale szlachetne -0.10 0.02
Kryptowaluty -0.38 0.42

Zr6dto: Obliczenia whasne.

Tabela 5.20. Procentowa zmiana bledéw prognoz[RMSE] [MAE|i[MAPE]dla prognoz poziomu

cen w zaleznosci od typu analizowanego rynku - poréwnanie pomiedzy modelem [LSTMI{FENE]

a modelem [ARMA]GARCH| Ujemna warto$¢ oznacza przewage badanego modelu nad mo-
delem bazowym.

Instrumenty finansowe ARMSE [%] AMAE [%] AMAPE [%)]

Spotki akcyjne -1.12 -3.93 -5.84
Metale szlachetne -0.10 0.02 0.03
Kryptowaluty -0.39 0.41 0.42

7ré6dlo: Obliczenia wlasne.

konieczne bytyby dalsze badania z wykorzystaniem trudno dost¢pnych danych na po-
ziomie pojedynczych tickow.

Engle R. i Sun Z. przedstawili modele zmiennosci dla danych na poziomie poje-
dynczych tickéw, uwzgledniajace mikrostrukture rynku [55]. Ich model osiaga dobre
wyniki, jednak jednym z najwazniejszych wnioskow z ich badan byly duze trudno-
sci z oddzieleniem sygnatu od szumu. W przypadku autorskich modeli dodatkowym
wyzwaniem bytaby koniecznos¢ bardzo doktadnego dopasowania czasu pojawienia sie
danych tekstowych (publikowania wiadomosci) tak, aby poszczegdlne transakcje mogly

by¢ skorelowane z wykorzystaniem nowych informacji przez inwestora.

5.4. Zalezno$¢ jakosci predykcji od liczby wiadomosci

finansowych

5.4.1. Badania wplywu dziennej liczby wiadomos$ci na podatno$¢ wycen na

zmiany

Uwzglednienie nowych publikacji ma pozytywny wptyw na jako$¢ modelu. Mimo
to, sama ilo$¢ pojawiajacych sie wiadomosci nie przektada sie bezposrednio na stopien

poprawy prognoz.



Rozdzial 5. Badania efektywnosci predykcji finansowych szeregow czasowych... 169

Rysunek przedstawia wykresy poprawy bledéw prognozy stép zwrotu [RMSE]
oraz [MAE] dla kazdego ze zrédel informacji i odpowiadajacej mu $redniej dziennej
liczbie wiadomosci. Na wykresach zaznaczono tez lini¢ regresji. W obu przypadkach
wartosé wspotezynnika korelacji liniowej r (réwniez zaznaczony na wykresie) wskazuje

na stabg zalezno$¢ miedzy badanymi wielkosciami.

ARMSE [%] vs dzienna liczba wiadomosci Zrodla AMAE [%] vs dzienna liczba wiadomosci Zradta
® o Zradla wiadomodel 151 ® o Zrodla wiadomosdci
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Rysunek 5.12. Zalezno$¢ procentowej poprawy bledéw prognozy stép zwrotu [RMSE] oraz
[MAE od $redniej dziennej liczby wiadomosci pochodzacych z danego zrédla - diagram kore-
lacyjny, linia regresji oraz wartos¢ wspétczynnika korelacji liniowej 7.

Zrédlo: Obliczenia wlasne.

Wyniki dla prognoz pozioméw cen znajduja sie na rysunku Obliczone zostaty
zmiany bledéw prognozy pozioméw cen [RMSE] oraz [MAE] dla kazdego ze 7rédel in-
formacji wraz z odpowiadajacag mu $rednig dzienng ilo$cia wiadomosci. Na wykresach
zaznaczono linie regresji. Wspotczynniki regresji liniowej 7 maja bardzo niska war-
tos¢, co wskazuje na brak bezposredniej zaleznosci miedzy dzienng liczba wiadomosci
a wynikami otrzymywanymi przez model.

W tabeli zostaly przedstawione wyniki regresji liniowej obliczonej na zmianach
bledéw prognoz w zalezno$ci od dziennej liczby wiadomo$ci dla réznych zZrodet. W
tabeli tej zostaly przedstawione wartosci wspétczynniki linii regresji znajdujacych sie
na rysunkach i

Analogiczne obliczenia zostaly przeprowadzone dla grupowania danych po instru-
mencie finansowym. Na rysunku znajduja sie wykresy zaleznosci poprawy bteddéw
[RMSE] oraz[MAE]dla stép zwrotu od dziennej ilosci wiadomosci dla kazdego z badanych

instrumentéw finansowych. Réwniez w tym przypadku nie ma dostrzegalnie istotnej
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Rysunek 5.13. Zalezno$é procentowej poprawy bledéw prognozy poziomu cen [RMSE] oraz
[MAE] od $redniej dziennej liczby wiadomosci pochodzacych z danego zrédla - diagram kore-
lacyjny, linia regresji oraz wartos¢ wspétczynnika korelacji liniowej 7.

Zrédlo: Obliczenia wlasne.

Tabela 5.21. Wyniki regresji liniowej zmian btedow prognoz w zaleznosci od dziennej liczby
wiadomosci dla réznych zrédet.

Miernik
Prognozowana | jakosci Warto$¢ Btad
wielkosé prognoz | Wspélezynnik wsp.  std. t P> |t
Stopy zwrotu | ARMSE | Wyraz wolny -0.25  2.22 -0.11 0.912
Wsp. nach. -1.44  1.09 -1.32 0.197
AMAE | Wyraz wolny 0.13 245 0.05  0.958
Wsp. nach. -1.89  1.20 -1.57  0.127
Poziom cen ARMSE | Wyraz wolny -7.78  3.03 -2.57  0.017
Wsp. nach. 147  2.86 0.51 0.613
AMAE | Wyraz wolny -742  3.71 -2.00  0.057
Wsp. nach. -0.39  3.50 -0.11 0.913

Zr6édto: Obliczenia wiasne.

korelacji. Szczegodlnie procentowa zmiana btedu AM AFE nie wskazuje na zaleznos$¢ od
dziennej liczby wiadomosci dla danego instrumentu.

Rysunek przedstawia wykresy zaleznosci poprawy bledéw [RMSE| oraz [MAE]

dla poziomow cen, od dziennej ilosci wiadomosci dla kazdego z badanych instrumentow

finansowych. Zalezno$¢ miedzy badanymi zmiennymi jest staba.
Analogicznie tabela przedstawia wyniki regresji liniowej dla zmian btedéw pro-

gnoz w zaleznosci od dziennej liczby wiadomosci dla réznych instrumentéw finanso-
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Rysunek 5.14. Zaleznos¢ procentowej poprawy
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bledéw prognozy stép zwrotu RMSE]| oraz

[MAE] od $redniej dziennej liczby wiadomos$ci opublikowanych na temat dane instrumentu
finansowego - diagram korelacyjny, linia regresji oraz warto$¢ wspétczynnika korelacji liniowej

7r6dto: Obliczenia whasne.
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Rysunek 5.15. Zaleznoéé procentowej poprawy bledéw prognozy poziomu cen [RMSE] oraz
[MAE] od $redniej dziennej liczby wiadomos$ci opublikowanych na temat dane instrumentu
finansowego - diagram korelacyjny, linia regresji oraz warto$¢ wspélczynnika korelacji liniowej

Zr6édto: Obliczenia wlasne.

wych. W tabeli tej zostaly przedstawione wartosci wspotcezynniki linii regresji znajdu-

jacych sie na rysunkach i
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Tabela 5.22. Wyniki regresji liniowej zmian btedoéw prognoz w zaleznosci od dziennej liczby
wiadomoéci dla réznych instrumentéw finansowych.

Miernik
Prognozowana | jakosci Wartos¢ Btad
wielkosé prognoz | Wspélezynnik wsp.  std. t P> |t
Stopy zwrotu | ARMSE | Wyraz wolny -2.64 141 -1.86  0.079
Wsp. nach. 0.12 0.19 0.63 0.536
AMAE | Wyraz wolny -497 1.15 -4.33  0.000
Wsp. nach. 0.28 0.15 1.87  0.078
Poziom cen ARMSE | Wyraz wolny -0.78  1.28 -0.61 0.550
Wsp. nach. -0.02  0.17 -0.13  0.898
AMAE | Wyraz wolny -3.18 092 -3.48  0.002
Wsp. nach. 0.16 0.12 1.26 0.224

Zr6édto: Obliczenia wlasne.

5.4.2. Dtugosé pojedynczych wiadomosci a ilo$¢ niesionych informacji

Zbadano takze wplyw dlugosci ogtaszanej wiadomosci na procentowa poprawe ble-

dow prognozy stop zwrotu. Ze wzgledu na liczne skrotowce i symbole specyficzne dla

tekstow o tematyce finansowej, do okreslenia wiadomosci postuzyta ilos¢ znakéw po

wczesniejszym usunieciu powtarzajacych sie tzw. biatych znakéw. Maksymalna dtugosé

wiadomosci wynika z mozliwosci przetwarzania sieci typu [BERT]

ABMSE [%)] vs dlugos$c wiadomosci [ilod¢ znakow]
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Rysunek 5.16. Zalezno$¢ procentowej poprawy bledéw prognozy stép zwrotu [RMSE] oraz
[MAE] od dlugosci publikowanej wiadomosci - diagram korelacyjny, linia regresji oraz wartosé
wspotczynnika korelacji liniowej r.
Zrédlo: Obliczenia wlasne.

Zaleznosé procentowej zmiany btedéw prognozy stop zwrotu od dtugosci wiadomo-
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Sci zostala przedstawiona na rysunku [5.16, Takze w tym przypadku korelacja miedzy

poprawg btedow, a dlugoscia wykorzystywanych wiadomosci, jest staba.
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Rysunek 5.17. Zaleznoéé¢ procentowej poprawy bledéw prognozy poziomu cen [RMSE] oraz
[MAE] od diugosci publikowanej wiadomosci - diagram korelacyjny, linia regresji oraz wartosé
wspotczynnika korelacji liniowej r.

Zrédlo: Obliczenia wlasne.

Z kolei rysunek [5.17 ukazuje zaleznosé procentowej zmiany bledéw prognozy pozio-
mow cen od diugosci wiadomosci. Nie ma zauwazalnej korelacji migedzy tymi wielko-
Sciami.

W tabeli |5.23| zostaly przedstawione wyniki regresji liniowej obliczonej na zmianach
btedéw prognoz w zaleznosci od dtugosci wiadomosci. W tabeli tej zostaly przedsta-
wione wartosci wspotezynniki linii regresji znajdujacych sie na rysunkach i

Mimo zauwazalnej poprawy jakosci prognoz stop zwrotu, dzieki wykorzystaniu in-
formacji zawartych w wiadomosciach finansowych, nie udalo sie zaobserwowac, jaka
doktadnie ilos¢ nowych informacji daje najlepszy efekt. Nie istnieje znaczaca korelacja
miedzy stopniem poprawy prognoz, a srednig liczba wiadomosci pojawiajacych sie dla
konkretnego instrumentu ani srednig liczba wiadomosci pochodzacych z konkretnego
zrodta. Nie zaobserwowano réwniez znaczacej zaleznosci miedzy dtugoscia publikacji a

procentowg zmiang btedow prognoz.
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Tabela 5.23. Wyniki regresji liniowej zmian btedéw prognoz w zaleznosci od dlugosci wiado-

mosci.
Miernik
Prognozowana | jakosci Wartosé Btad
wielko$é prognoz | Wspotczynnik wSp. std. t P> |t
Stopy zwrotu | ARMSE | Wyraz wolny 0.40 0.09 4.25  0.000
Wsp. nach. -50.96E-05 3.39E-05 -1.76  0.079
AMAE | Wyraz wolny -20.83 0.15 -139.81 0.000
Wsp. nach. -1.24E-06  5.34E-05 -0.02 0.981
Poziom cen ARMSE | Wyraz wolny -5.85 0.27  -21.32 0.000
Wsp. nach. 2.00E-04 9.97E-05 1.94 0.053
AMAE | Wyraz wolny -20.18 0.27  -73.66  0.000
Wsp. nach. 2.00E-04 9.96E-05 1.80  0.071

Zr6édto: Obliczenia wlasne.

5.5. Jakos$é proponowanych modeli w zaleznosci od

hiperparametrow

Wyjatkowo istotnym etapem tworzenia modelu prognostycznego jest dobor jego
hiperparametréw. Ze wzgledu na znaczny czas treningu modelu LSTMHFENE] nie by-
to mozliwe petne przeszukanie przestrzeni hiperparametréw, tzw. grid search. Wobec
tego zbadane zostaly tylko najbardziej istotne kombinacje hiperparametréw pod ka-

tem ich wptywu na poprawe jakosci predykeji wzgledem klasycznych modeli z klasy

Przeszukiwanie przestrzeni zostato podzielone na dwa etapy. W pierwszym zmienia-
ne sa wytacznie hiperparametry modelu jezykowego. W drugim dobierane sg hiperpara-
metry czesci przetwarzajacej finansowe szeregi czasowe. Oprocz wyboru najkorzystniej-
szych wartosci hiperparemetrow, istotna jest rowniez stabilno$¢ wynikéw. Zachowanie
modelu nie powinno rézni¢ sie znacznie przy niewielkich zmianach hiperparametrow.
Opisane w rozdziatach [5.2] [5.3| oraz [5.4] wyniki bazuja na najlepszym zbadanym zbiorze

hiperparametrow.

5.5.1. Dobér hiperparametréw modelu NLP

Modut [FENE] jest opisywany przez trzy najbardziej istotne parametry: N - ilosé
blokow typu Transformer w modelu, d,,oq¢ - Wielko$é¢ wektora word embeddings i h -
ilos¢ watkéw mechanizmu uwagi w kazdym z N blokéw. Parametry te zostaly szerzej

opisane w rozdziale 4.2
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W tabelach [5.24] oraz [5.25] zestawione zostaly wyniki zmian hiperparametréw, kto-

re mialy bezposrednie przetozenie na wielko$¢ wykorzystywanego modelu jezykowego.
Tabela zawiera wyniki dla prognoz stép zwrotu, zas tabela [5.25 wyniki modeli z

tymi samymi kombinacjami hiperparametrow przeliczonych na poziomy cen.

Tabela 5.24. Procentowa zmiana bledéw prognoz [RMSE] i  MAE] dla prognoz stép zwrotu

dla badanych spétek indeksu S&P500 dla réznych kombinacji hiperparametréw modelu je-

zykowego - poréwnanie pomiedzy modelem z réznymi kombinacjami

hiperparametréw modulu [FENE] a modelem ARMAHGARCH] Ujemna warto$¢ oznacza prze-
wage badanego modelu nad modelem bazowym.

Hiperparametry

N dimodel h | ARMSE [%] AMAE [%]
2 128 2 -3.99 -6.00
4 512 8 -4.44 -5.89

10 768 12 19.54 80.18

12 128 2 -4.42 -5.99

12 512 8 -1.62 -5.34

7ré6dto: Obliczenia wlasne.

Tabela 5.25. Procentowa zmiana bledéw prognoz[RMSE] [MAE]|i[MAPE]dla prognoz poziomu

cen dla badanych spétek indeksu S&P500 dla réznych kombinacji hiperparametréw modelu

jezykowego - por6wnanie pomiedzy modelem [LSTMHFENE] z r6znymi kombinacjami

hiperparametréw modulu [FENE| a modelem [ARMAGARCH] Ujemna warto$¢ oznacza prze-
wage badanego modelu nad modelem bazowym.

Hiperparametry

N dpodel h | ARMSE [%] AMAE [%] AMAPE [%)]
2 128 2 -0.57 -4.12 -7.08
4 512 8 -0.96 -4.25 -6.41
10 768 12 19.70 34.78 21.81
12 128 2 -0.80 -3.88 -6.10
12 512 8 1.46 -3.77 -6.28

Zré6dto: Obliczenia whasne.

W tabelach i znajduja sie analogiczne wyniki (dla odpowiednio: stép

zwrotu i poziomoéw cen) obliczone dla kryptowalut i metali szlachetnych.
W przypadku modelowania tak spotek gieldowych, jak i metali szlachetnych oraz
kryptowalut dobrym kompromisem zapewniajacym poprawe btedéw [RMSE]| oraz [MAE]

jest stosunkowo niewielki model [BERT] o hiperparametrach N = 2, d,00e = 128,
h = 2. Tak wybrany model jezykowy sktada si¢ w sumie z 4,4 miliona parametrow
(w poréwnaniu do 110 milionéw parametréw oryginalnego modelu [BERT]). Dodatko-

wa zaletg wyboru matego modelu jezykowego jest jego szybszy trening i generowanie
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Tabela 5.26. Procentowa zmiana bledéw prognoz [RMSE| i [MAE] dla prognoz stép zwrotu dla

badanych metali szlachetnych i kryptowalut dla réznych kombinacji hiperparametréw modelu

jezykowego - por6wnanie pomiedzy modelem [LSTMHFENE] z r6znymi kombinacjami

hiperparametréw modulu [FENE| a modelem [ARMAGARCH] Ujemna warto$¢ oznacza prze-
wage badanego modelu nad modelem bazowym.

Hiperparametry

N dmoder  h | ARMSE [%] AMAE [%]
2 128 2 -0.27 0.40
4 512 8 -0.12 0.74
10 768 12 0.62 2.71
12 128 2 2.35 6.76
12 512 8 -0.26 0.46

7r6dto: Obliczenia whasne.

Tabela 5.27. Procentowa zmiana bledéw prognoz i[MAE] dla prognoz poziomu cen dla
badanych metali szlachetnych i kryptowalut dla réznych kombinacji hiperparametréw modelu
jezykowego [FENE] - por6wnanie pomiedzy modelem z réznymi kombinacjami
hiperparametréw modutu a modelem [ARMAHGARCH| Ujemna warto$¢ oznacza prze-

wage badanego modelu nad modelem bazowym.

Hiperparametry

N dposr  h | ARMSE [%] AMAE [%] AMAPE [%]
2 128 2 -0.22 0.39 0.41
4 512 8 -0.11 0.70 0.73
10 768 12 0.58 2.60 2.70
12 128 2 2.38 6.57 6.74
12 512 8 -0.31 0.44 0.46

Zrédto: Obliczenia wlasne.

prognoz. We wszystkich powyzszych tabelach wybrana kombinacja hiperparametréow

zostala zaznaczona jako pogrubiony wiersz.

5.5.2. Dobér hiperparametréw modeli szeregéw czasowych

Po przyjeciu (i ustaleniu) hiperparametréw modelu jezykowego, wybierane sa hi-
perparametry czesci [LSTM] przetwarzajacej finansowe szeregi czasowe. Najistotniejsze
hiperparametry tej czesci modelu to dpiggen - 1108¢ neuronéw warstwy [LSTM] dencoder -
wielkosé enkodera (dtugosé wektora, ktory ostatecznie przekazywany jest dalej z czesci
tekstowej), Npsra - liczba warstw ; a takze D - dropout, tj wielko$¢ opisujaca
prawdopodobienstwo, z jakim neurony moga by¢ wytaczane w procesie treningu w celu
regularyzacji.

Tabele [5.28|oraz [5.29| zawierajg wyniki poprawy bledéw prognozy odpowiednio stop
zwrotu oraz pozioméw cen w zaleznosci od doboru kombinacji hiperparametréw czesci

[LSTM] przetwarzajacej finansowe szeregi czasowe - ujemna wartosé oznacza przewage



177

Rozdzial 5. Badania efektywnosci predykcji finansowych szeregow czasowych...

Tabela 5.28. Procentowa zmiana bledéw prognoz [RMSE] i [MAE] dla prognoz stép zwrotu

dla badanych spétek akcyjnych dla réznych kombinacji hiperparametréw modelu szeregow

czasowych [LSTM] - por6wnanie pomiedzy modelem [LSTMHFENE] z réznymi kombinacjami

hiperparametréw modulu [LSTM] a modelem [ARMANGARCH] Ujemna warto$¢ oznacza prze-
wage badanego modelu nad modelem bazowym.

Hiperparametry

Nistitk D duidgen dencoder | ARMSE [%]  AMAE [%]
2 0.05 16 16 -4.54 -6.13
1 0.05 32 16 -4.55 -6.12
1 0.05 16 16 -3.99 -6.00
1 0.05 8 16 -3.33 -4.64
1 0.05 4 16 -4.56 -6.19
1 0.05 2 16 -4.56 -6.18
1 0.05 16 32 -4.55 -6.12
1 0.05 16 8 -4.55 -6.14
1 0.05 16 4 -4.55 -6.17
1 0.05 4 4 -4.49 -5.96
1 0.2 16 16 -4.24 -4.46
1 0.5 16 16 -4.53 -6.11

Zr6dto: Obliczenia wiasne.

Tabela 5.29. Procentowa zmiana bledéw prognoz[RMSE] [MAE|i[MAPE]|dla prognoz poziomu
cen dla badanych spétek akcyjnych dla réznych kombinacji hiperparametréw modelu szeregéw
czasowych [LSTM] - poréwnanie pomiedzy modelem [LSTMHFENE] z réznymi kombinacjami
hiperparametréw modutu a modelem [ARMAHGARCH]| Ujemna warto$¢ oznacza prze-

wage badanego modelu nad modelem bazowym.

Hiperparametry
Nrstm D dpidden  dencoder | ARMSE [%] AMAE [%] AMAPE [%]
2 0.05 16 16 -1.09 -4.05 -6.47
1 0.05 32 16 -0.96 -3.79 -6.83
1 0.05 16 16 -0.57 -4.12 -7.08
1 0.05 8 16 -0.15 -2.98 -6.24
1 0.05 4 16 -1.12 -3.93 -6.33
1 0.05 2 16 -0.99 -3.77 -6.55
1 0.05 16 32 -1.06 -4.08 -6.17
1 0.05 16 8 -1.02 -3.70 -6.45
1 0.05 16 4 -1.05 -4.34 -5.85
1 0.05 4 4 -1.11 -3.64 -6.42
1 0.2 16 16 -0.87 -3.67 -5.67
1 0.5 16 16 -1.12 -3.99 -6.44

Zrédlo: Obliczenia wlasne.

badanegomodelu nad modelem bazowym [ARMAGARCH| W kazdej z

tabel pogrubiony zostal wiersz z ostatecznie wybranymi najkorzystniejszymi hiperpa-

rametrami. Analizy przeprowadzone w rozdziatach [5.2] oraz wykorzystywaly

wtadnie model z tymi hiperparametrami.
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Tabela 5.30. Procentowa zmiana bledéw prognoz [RMSE] i [MAE]| dla prognoz stép zwrotu
dla badanych metali szlachetnych i kryptowalut dla réznych kombinacji hiperparametrow

modelu szeregéw czasowych [LSTM]- poréwnanie pomiedzy modelem [LSTMHFENE]z réznymi
kombinacjami hiperparametréw modulu[LSTM]a modelem[ARMAGARCH] Ujemna wartos¢

oznacza przewage badanego modelu nad modelem bazowym.

Hiperparametry

Nistitk D duidgen dencoder | ARMSE [%]  AMAE [%]
2 0.05 16 16 -0.15 0.79
1 0.05 32 16 -0.26 0.41
1 0.05 16 16 -0.27 0.40
1 0.05 8 16 -0.12 0.80
1 0.05 4 16 -0.30 0.31
1 0.05 2 16 -0.30 0.39
1 0.05 16 32 -0.12 0.77
1 0.05 16 8 -0.01 1.05
1 0.05 16 4 -0.24 0.47
1 0.05 4 4 -0.19 0.59
1 0.2 16 16 0.20 1.56
1 0.5 16 16 -0.24 0.40

Zr6dto: Obliczenia wiasne.

Tabela 5.31. Procentowa zmiana bledéw prognoz[RMSE] [MAE|i[MAPE]|dla prognoz poziomu
cen dla badanych metali szlachtnych i kryptowalut dla ré6znych kombinacji hiperparametréw
modelu szeregéw czasowych [LSTM]- poréwnanie pomiedzy modelem [LSTMHFENE]z réznymi

kombinacjami hiperparametréw modutu a modelem [ARMA]GARCH| Ujemna wartos¢
oznacza przewage badanego modelu nad modelem bazowym.

Hiperparametry
Nrstm D dpidden  dencoder | ARMSE [%] AMAE [%] AMAPE [%]
2 0.05 16 16 -0.13 0.76 0.79
1 0.05 32 16 -0.28 0.40 0.41
1 0.05 16 16 -0.22 0.39 0.41
1 0.05 8 16 -0.15 0.77 0.77
1 0.05 4 16 -0.31 0.30 0.31
1 0.05 2 16 -0.29 0.38 0.39
1 0.05 16 32 -0.09 0.74 0.77
1 0.05 16 8 -0.04 1.02 1.04
1 0.05 16 4 -0.24 0.45 0.46
1 0.05 4 4 -0.19 0.57 0.58
1 0.2 16 16 0.22 1.51 1.55
1 0.5 16 16 -0.26 0.40 0.40

Zrédlo: Obliczenia wlasne.

W tabelach i znajduja sie analogiczne wyniki poprawy btedéw prognozy
w zaleznosci od doboru kombinacji hiperparametrow czesci przetwarzajacej finanso-

we szeregi czasowe dla metali szlachetnych i kryptowalut. Ujemna wartos¢ oznacza

przewage badanego modelu LSTMHFENE]| nad modelem bazowym [ARMAGARCH| W
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obu tabelach pogrubiona czcionkg zaznaczono wybrane kombinacje hiperparametrow
modutu

Dla wszystkich typéw instrumentow finansowych najkorzystniejszy okazat sie model
o hiperparametrach (Npsry = 1, D = 0.05, dpidgden = 4, dencoder = 16). We wszystkich
przypadkach faworyzowany byt zatem model z mniejsza liczba parametréw (pojedyncza
warstwa , mata liczba neuronéw). Wyniki modelu byly jednak stabilne i nie

roznity sie znaczaco przy zmianach hiperparametrow.

5.6. Wykorzystanie nagtléwkow wiadomosci zamiast ich pelnej

tresci

Po ustaleniu najlepszych hiperparametréw mozliwe byly dalsze eksperymenty z
modelem [LSTMHFENE] Kolejnym krokiem bylo wytrenowanie modelu, ktéry zamiast
pelnej tresci wiadomosci finansowych, wykorzystuje wytacznie nagtéwki. Otrzymane
wyniki réwniez $Swiadcza o poprawie btedéw prognoz stop zwrotu dla wigkszosci ze
spotek, jednak poprawa jest mniejsza niz w przypadku modelu opartego o pelng tres¢

wiadomosci.

Tabela 5.32. Procentowa zmiana bledéw prognoz [RMSE| i [MAE] dla prognoz stép zwrotu dla
badanych spétek indeksu S&P500 przy uzyciu wylacznie nagtéwkow wiadomosci w module

[FENE] - poréwnanie pomiedzy modelem LSTMIFENE] a modelem [ARMAJGARCH| Ujemna

wartos¢ oznacza przewage badanego modelu nad modelem bazowym. Dla wygody otrzymane
wyniki zostaly zestawione wraz z wynikami z tabeli [5.4]

Wytacznie nagtoéwki Pela tres¢ wiadomosci
Spétka | ARMSE [%] AMAE [%] | ARMSE (%] AMAE [%]
TSLA -20.94 -2.82 -25.42 -3.54
BA -10.68 -12.69 -10.16 -12.68
NKE -10.16 -10.96 -12.85 -11.99
KO -9.64 -9.95 -10.46 -10.33
CRM -6.63 -11.12 -7.83 -11.55
GM -6.57 -6.56 -5.55 -5.62
JPM -6.53 -7.80 -5.40 -7.65
GS -5.07 -5.18 -2.27 -3.42
MSFT -4.33 -6.14 -5.01 -6.21
C -2.42 -4.22 1.58 -2.23
F -2.36 -3.97 -1.25 -2.44
NVDA -1.66 -8.90 -1.35 -9.51
MS 0.91 -5.19 4.91 -3.84
INTC 1.38 1.00 5.02 1.37
V7 4.05 -3.16 7.69 -3.27

Zr6dto: Obliczenia wiasne.
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Tabela 5.33. Procentowa zmiana bledéw prognoz[RMSE] [MAE|i[MAPE]|dla prognoz poziomu
cen dla badanych spélek indeksu S&P500 przy uzyciu wylacznie nagtéwkéw wiadomosci w

module [FENE] - poréwnanie pomiedzy modelem [LSTMHFENE] a modelem [ARMAGARCH]|

Ujemna warto$¢ oznacza przewage badanego modelu nad modelem bazowym. Dla wygody
otrzymane wyniki zostaly zestawione wraz z wynikami z tabeli [5.6]

Wytacznie nagtowki Pela tres¢ wiadomosci

Spotka | ARMSE AMAE AMAPE | ARMSE AMAE AMAPE

(%] %] (%] %] (%] %]
TSLA -10.32 -7.66 -4.13 -11.80  -12.04 -7.00
KO -9.33 -9.78 -9.95 -9.83 -9.90 -10.33
GM -6.24 -6.59 -6.56 -6.37 -6.86 -5.63
NKE -4.98 -5.75 -10.95 -6.87 -5.57 -11.98
F -4.06 -6.39 -3.97 -4.65 -6.68 -2.45
GS -3.65 -3.90 -5.17 -2.07 -3.17 -3.41
C -2.22 -3.73 -4.21 2.15 -1.29 -2.20
INTC -2.14 -1.57 1.00 5.90 1.50 1.39
JPM -1.49 -2.69 -7.80 0.12 -2.25 -7.65
CRM -1.38 -6.40 -11.15 -0.80 -4.74 -11.59
BA -1.25 -3.01 -12.69 0.81 -2.16 -12.68
MSFET -1.20 -3.01 -6.16 -0.85 -2.03 -6.23
VZ 1.18 -5.91 -3.16 8.79 -3.96 -3.26
MS 5.23 -2.25 -5.18 8.50 -1.42 -3.83
NVDA 38.39 12.22 -8.97 0.13 1.59 -0.74

Zr6édto: Obliczenia wlasne.

Tabela [5.32| przedstawia poréwnanie btedéw prognoz stép zwrotu modelu
(opartego o nagloéwki) z bledami prognoz bazowych modeli
MAIGARCH]dla badanych spétek indeksu S&P 500. W tabeli znajduja sie wyniki
dla prognoz pozioméw cen obliczonych na podstawie prognoz stép zwrotu. Okazuje
sie, ze model otrzymujacy pelme wiadomosci osiagnat lepsze rezultaty, szczegodlnie dla
spotek TSLA, NKE, KO, BA. W tabelach z wynikami modelu opartego o nagtéowki
zostaly powtorzone wyniki dla modelu wykorzystujacego pelne tresci wiadomosci z
tabel i w celu tatwiejszego poréwnania rezultatéw).

Prognozy modelu opartego o nagtéwki wiadomogci zostaly poréwnane z prognozami

klasycznych modeli ARMAGARCH] przy pomocy testu Diebolda-Mariano dla[RMSE]
Wyniki testu dla prognoz stép zwrotu przedstawia tabela [5.34] za$ dla pozioméw cen

tabela [£.39

Poprawa jakosci prognoz stop zwrotu jest statystycznie istotna dla spotek TSLA,

BA, NKE, KO, CRM, GM. Poprawa jako$ci prognoz poziomow cen jest statystycznie
istotna dla spotek TSLA, KO, GM, NKE (pogorszenie wynikéw jest statystycznie istot-
ne dla spétek MS i NVDA). Dla pozostatych spotek rowniez widoczna jest korzystna
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Tabela 5.34. Wyniki testu Diebolda-Mariano dla [RMSE| dla prognoz stép zwrotu dla ba-
danych spétek indeksu S&P 500 przy wykorzystaniu wylacznie nagléwkéw wiadomosei w

module [FENE] - poréwnanie pomiedzy modelem [LSTMHFENE] a modelem [ARMAIGARCH]

Spotka Wynik testu DM Poziom istotnosci
TSLA -3.74 1.92E-04
BA -2.75 .006
NKE -2.55 .011
KO -2.24 .025
CRM -2.20 .028
GM -2.07 .038
JPM -1.95 .052
GS -1.62 105
MSFET -1.62 105
C -1.00 316
F -1.19 234
NVDA -0.93 .352
MS 0.74 461
INTC 0.97 333
VZ 1.66 .096

7ré6dto: Obliczenia whasne.

Tabela 5.35. Wyniki testu Diebolda-Mariano dla [RMSE] dla prognoz poziomu cen dla ba-
danych spotek indeksu S&P 500 przy wykorzystaniu wytacznie nagtowkéw wiadomosci w

module [FENE] - poréwnanie pomiedzy modelem [LSTMHFENE] a modelem [ARMAGARCH]

Spotka  Wynik testu DM Poziom istotnosci
TSLA -3.51 5.90E-04
KO -3.22 .001
GM -2.27 .023
NKE -2.02 .043
F -1.96 .050
GS -1.62 105
C -1.16 247
INTC -1.36 175
JPM -0.92 357
CRM -0.94 347
BA -0.95 .343
MSFET -0.90 367
V7Z 1.01 312
MS 2.20 .028
NVDA 7.02 5.57E-12

Zr6édto: Obliczenia wlasne.

zmiana, jednak roznice nie sa na zaktadanym poziomie istotnosci 0.05. Wykorzystanie

jedynie nagléwkoéw pozwala osiggaé wyniki lepsze niz w przypadku modeli bazowych,

jednak gorsze niz pelny model [LSTMH{FENE]

Analogiczne analizy przeprowadzono dla kryptowalut i metali szlachetnych. W ta-



Rozdzial 5. Badania efektywnosci predykcji finansowych szeregow czasowych... 182

Tabela 5.36. Procentowa zmiana bledéw prognoz [RMSE| i [MAE] dla prognoz stép zwrotu dla
badanych metali szlachetnych i kryptowalut przy uzyciu wylacznie nagtéwkéw wiadomosci w

module [FENE] - poréwnanie pomiedzy modelem [LSTMHFENE] a modelem [ARMAGARCH]|

Ujemna warto$¢ oznacza przewage badanego modelu nad modelem bazowym. Dla wygody
otrzymane wyniki zostaly zestawione wraz z wynikami z tabeli [5.10]

Wytacznie nagtowki Pela tres¢ wiadomosci
Instrument | ARMSE [%] AMAE [%] | ARMSE [%] AMAE [%]
Srebro -0.57 -0.32 -0.03 0.07
Ztoto -0.15 0.30 -0.16 -0.03
Dogecoin 0.34 1.44 -0.63 0.47
Litecoin 1.05 1.52 -0.43 0.24
Cardano 2.78 2.61 -0.29 0.33
Bitcoin 3.00 3.36 -0.23 0.54
Ethereum 3.08 3.00 -0.30 0.53

7r6dto: Obliczenia wlasne.

Tabela 5.37. Procentowa zmiana bledéw prognoz [RMSE], [MAE] i MAPE dla prognoz pozio-
mu cen dla badanych metali szlachetnych i kryptowalut przy uzyciu wytacznie nagltowkow

wiadomosci w module - poréwnanie pomiedzy modelem [LSTMIFENE]| a modelem [AR]
MA}GARCH] Ujemna warto$¢ oznacza przewage badanego modelu nad modelem bazowym.

Dla wygody otrzymane wyniki zostaly zestawione wraz z wynikami z tabeli

Wytacznie nagtéwki Pela tres¢ wiadomosci
Instrument | ARMSE AMAE AMAPE | ARMSE AMAE AMAPE
Dogecoin -0.73 0.69 1.45 -0.63 0.47 0.48
Srebro -0.33 -0.03 -0.31 -0.04 0.07 0.08
Litecoin 0.08 0.86 1.52 -0.48 0.23 0.24
Ztoto 0.18 0.63 0.30 -0.16 -0.03 -0.03
Ethereum 1.65 2.21 3.00 -0.34 0.52 0.53
Bitcoin 3.47 3.56 3.36 -0.26 0.51 0.54
Cardano 3.94 3.14 2.61 -0.24 0.31 0.33

Zr6dto: Obliczenia whasne.

belach i opisane sa wyniki osiagniete przez model wykorzystujacy wytacznie
nagtéwki wiadomosci zamiast petnej ich tresci. Dla tych instrumentéw widoczne jest
pogorszenie sie¢ wynikéw (w poréwnaniu z pelnym modelem . Wigkszos¢
miernikow $wiadczy o wyzszosci modelu bazowego. Jedynie prognozy dla ztota i srebra
(prognozy stép zwrotu) oraz Dogecoin i srebra (prognozy poziomu cen) sa lepsze niz
przy uzyciu modelu bazowego. W tabelach z wynikami modelu opartego o nagtowki
zostaly powtorzone wyniki dla modelu wykorzystujacego pele tresci wiadomosci z
tabel i w celu tatwiejszego poréwnania rezultatow.

Wyniki otrzymane za pomoca testu Diebolda-Mariano dla m (tabele [5.38] i

5.39) wskazuja na statystycznie istotne pogorszenie jakosci prognoz dla Ethereum, Bit-
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Tabela 5.38. Wyniki testu Diebolda-Mariano dla [RMSE] dla prognoz stép zwrotu dla bada-
nych metali szlachetnych i kryptowalut przy wykorzystaniu wytacznie nagtéwkéw wiadomosci

w module[FENE]- poréwnanie pomiedzy modelem LSTMHFENE]|a modelem ARMAHGARCH]|

Instrument  Wynik testu DM Poziom istotnosci

Srebro -2.42 .015
Zloto -1.09 276
Dogecoin 1.86 .063
Litecoin 3.46 6.98E-04
Cardano 6.28 4.36E-10
Bitcoin 6.31 3.12E-10
Ethereum 6.29 3.94E-10

Zr6édto: Obliczenia wlasne.

Tabela 5.39. Wyniki testu Diebolda-Mariano dla dla prognoz poziomu cen dla bada-
nych metali szlachetnych i kryptowalut przy wykorzystaniu wylacznie nagléwkéw wiadomosci

w module[FENE]|- poréwnanie pomiedzy modelem FENE]a modelem [ARMAHGARCH]

Instrument  Wynik testu DM Poziom istotnosci

Dogecoin -3.34 9.57TE-04
Srebro -1.84 .066
Litecoin 0.88 .380
Zloto 1.40 .162
Ethereum 4.81 1.64E-06
Bitcoin 7.50 4.67E-13
Cardano 8.35 1.51E-16

7r6dto: Obliczenia whasne.

coina i Cardano. Wyniki prognoz stop zwrotu sg istotnie lepsze dla srebra, a prognozy
poziomu cen jedynie dla kryptowaluty Dogecoin.

Model [LSTMHFENE] osiaga lepsze wyniki od modeli bazowych nawet przy uzyciu
jedynie nagtowkow wiadomosci dla badanych spoétek, jednak poprawa wynikow nie jest
tak znaczaca, jak w przypadku petnej tresci wiadomosci. Swiadczy to o pozyskiwaniu
przez model dodatkowych uzytecznych informacji, ktore zawiera petny tekst publika-
cji. Wyniki otrzymane dla metali szlachetnych i kryptowalut nie pozwalaja stwierdzi¢
wyzszosci tego modelu, jesli nie sa dostepne pelne tresci wiadomosci na temat tych
instrumentow.

Powyzsze wyniki potwierdzaja postawiong we wstepie hipoteze: wykorzystanie tresci
catej wiadomosci w analizie pozwala na osiggniecie lepszych wynikow prognozowania niz
w przypadku wykorzystania wylgeznie tresci nagtowkow. Hipoteza ta jest potwierdzona
dla prawie wszystkich badanych spotek. Efekt ten jest jeszcze bardziej widoczny dla
metali szlachetnych i kryptowalut, gdzie wyniki modelu opartego o nagltowki ulegty

pogorszeniu wzgledem modeli bazowych. Nagtéwki sktadaja sie z kilku stow i bardzo
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pobieznego podsumowania treéci wiadomosci. Pelne wiadomosci moga nie$é¢ znacznie

wigcej kontekstu i nowych informacji.

5.7. Model LSTM bez wiadomosci finansowych

Aby potwierdzi¢, ze wlaczanie informacji zawartych w tresciach wiadomosci finanso-
wych (lub samych nagtowkéw) jest znaczace, wytrenowany zostal model o identycznej

architekturze, jednak bez modulu [FENE] W ten sposéb mozliwe byto modelowanie

stop zwrotu i poziomdéw cen przy pomocy sieci neuronowej otrzymujacej identyczne

informacje, co bazowe modele ARMAIGARCH]

Tabela 5.40. Procentowa zmiana bledéw prognoz [RMSE] i MAE] dla prognoz stép zwrotu
dla badanych spétek indeksu S&P500 - poréwnanie pomiedzy siecia [LSTM)| bez modutu [FE]

a modelem [ARMAHGARCH| Ujemna warto$é¢ oznacza przewage badanego modelu nad

modelem bazowym. Dla wygody otrzymane wyniki zostaly zestawione wraz z wynikami z

tabeli £.4]
Brak wiadomosci Pelna tres¢ wiadomosci
Spétka | ARMSE [%] AMAE [%] | ARMSE [%] AMAE [%]
TSLA -15.04 -3.17 -25.42 -3.54
BA -9.35 -11.07 -10.16 -12.68
NKE -8.86 -7.66 -12.85 -11.99
KO -8.13 -7.86 -10.46 -10.33
CRM -6.69 -7.99 -7.83 -11.55
JPM -5.10 -6.71 -5.40 -7.65
GM -4.16 -3.70 -5.55 -5.62
MSFT -3.65 -6.01 -5.01 -6.21
GS -3.57 -2.57 -2.27 -3.42
NVDA -2.64 -8.56 -1.35 -9.51
F -1.97 -3.96 -1.25 -2.44
C -0.95 -2.76 1.58 -2.23
INTC 0.30 0.89 5.02 1.37
MS 1.43 -2.26 4.91 -3.84
VZ 4.06 -2.03 7.69 -3.27

7ré6dto: Obliczenia whasne.

W tabeli zebrane zostaly zmiany bledu prognozy stopy zwrotu wybranych
spotek indeksu S&P 500 dla modelu o architekturze [LSTM]| w poréwnaniu z bazowymi

modelami ARMAIGARCH| W tabeli znajdujg sie adekwatne wyniki dla prognoz

poziomdw cen.

Otrzymane wyniki sugeruja, ze model ten ma pewna przewage nad modelami bazo-

wymi, jednak jest ona znacznie mniejsza niz w przypadku pelnego modelu
lub nawet modelu [LSTM{FENE wykorzystujacego tylko nagtéwki zamiast pelnej tresci
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Tabela 5.41. Procentowa zmiana bledéw prognoz[RMSE] [MAE|i[MAPE]dla prognoz poziomu
cen dla badanych spélek indeksu S&P500 - poréwnanie pomiedzy siecia [LSTM] bez modutu
[FENE] a modelem [ARMAHGARCH] Ujemna warto$¢ oznacza przewage badanego modelu

nad modelem bazowym. Dla wygody otrzymane wyniki zostaly zestawione wraz z wynikami
z tabeli

Brak wiadomo$ci Pelna tre$¢ wiadomosci
Spotka | ARMSE AMAE AMAPE | ARMSE AMAE AMAPE

[%] [%] [%] 7] 7] 7]
TSLA -8.30 -4.94 0.55 -11.80 -12.04 -7.00
KO -7.13 -7.19 -7.85 -9.83 -9.90 -10.33
F -4.19 -6.76 -3.94 -4.65 -6.68 -2.45
BA -2.50 -3.57 -11.06 0.81 -2.16 -12.68
MSET -2.39 -4.76 -6.00 -0.85 -2.03 -6.23
GS -2.25 -1.51 -2.56 -2.07 -3.17 -3.41
NKE -2.09 -1.02 -7.65 -6.87 -5.57 -11.98
JPM -1.97 -3.51 -6.71 0.12 -2.25 -7.65
GM -1.81 -1.84 -3.70 -6.37 -6.86 -5.63
CRM -0.95 -1.88 -7.99 -0.80 -4.74 -11.59
V7 -0.55 -6.12 -2.02 8.79 -3.96 -3.26
C 0.44 -1.35 -2.75 2.15 -1.29 -2.20
NVDA 1.89 2.54 2.09 0.13 1.59 -0.74
INTC 1.99 3.75 0.90 5.90 1.50 1.39
MS 5.47 0.62 -2.24 8.50 -1.42 -3.83

Zr6édto: Obliczenia wlasne.

wiadomosci. Mimo, ze model [LSTM] bez modutu [FENE] pozwala osiagaé lepsze pro-
gnozy dla czesci spétek (w pordéwnaniu z modelami bazowymi), to otrzymane wyniki
nie wykazuja tak duzej poprawy, jak w przypadku modeli [LSTMHFENE] bioracych pod
uwage dodatkowe informacje. Oznacza to, ze sieci neuronowe sg przynajmniej rownie

dobre w modelowaniu finansowych szeregéw czasowych, co modeleARMAIGARCH| W

tabelach z wynikami modelu bez wiadomosci finansowych zostaty powtérzone wyniki
dla modelu wykorzystujacego pete tresci wiadomosci z tabel |5.4]i[5.6|w celu utatwienia
poréwnania rezultatow.

Wyniki testu Diebolda-Mariano dla (tabela dla prognoz stép zwrotu
oraz tabela dla prognoz pozioméw cen) wskazuja, ze model nie uwzgledniajacy
tresci wiadomosci jest istotnie lepszy od modeli bazowych jedynie dla spotek TSLA i
KO. W przypadku prognoz stép zwrotu istotnie lepsze sg rowniez wyniki dla BA oraz
dla NKE. Dla prognoz pozioméw cen istotnie gorsze sa wyniki otrzymywane dla spotki
MS.

Analiza procentowej zmiany bledéw prognoz modelu [LSTM] wzgledem bazowych
modeli [ARMAHGARCH] dla metali szlachetnych i kryptowalut znajduje si¢c w tabe-
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Tabela 5.42. Wyniki testu Diebolda-Mariano dla [RMSE| dla prognoz stép zwrotu dla ba-
danych spélek indeksu S&P500 - poréwnanie pomiedzy siecig [LSTM] bez modutu [FENE] a
modelem [ARMAHGARCH

Spoétka  Wynik testu DM Poziom istotnosci

TSLA -3.46 6.98E-04
BA -2.39 017
NKE -2.73 .007
KO -2.39 .017
CRM -1.90 .058
JPM -1.77 077
GM -1.50 134
MSFT -1.47 141
GS -1.37 172
NVDA -1.22 223
F -1.11 .266
C -0.68 498
INTC 0.39 .694
MS 0.86 390
VZ 1.75 .081

7r6dto: Obliczenia whasne.

Tabela 5.43. Wyniki testu Diebolda-Mariano dla [RMSE]| dla prognoz poziomu cen dla ba-
danych spélek indeksu S&P500 - poréwnanie porm@dzy saem@ [LSTM] bez modulu a
modelem [A] ; '

Spotka  Wynik testu DM Poziom istotnosci

TSLA -2.86 .005
KO -2.78 .006
F -1.88 .061
BA -1.49 136
MSFT -1.30 195
GS -1.31 192
NKE -1.31 192
JPM -1.20 230
GM -1.28 199
CRM -0.87 .386
V7 -0.55 582
C 0.43 .670
NVDA 1.10 271
INTC 1.26 208
MS 2.21 .027

Zr6édto: Obliczenia wlasne.

li dla prognoz stép zwrotu i w tabeli dla prognoz pozioméw cen. Wyniki
$wiadcza o minimalnej poprawie bledu [RMSE] dla kryptowalut i pogorszeniu wszyst-
kich innych miar. Dla metali szlachetnych widoczne jest jedynie pogorszenie btedow.

Sa to wyniki znacznie gorsze niz dla pelnego modelu [LSTMHFENE]i por6wnywalnie zte
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Tabela 5.44. Procentowa zmiana bledéw prognoz [RMSE] i [MAE]| dla prognoz stép zwrotu
dla badanych metali szlachetnych i kryptowalut - poréwnanie pomiedzy siecig [LSTM] bez
modutu a modelem [ARMAGARCH] Ujemna warto$¢ oznacza przewage badanego

modelu nad modelem bazowym. Dla wygody otrzymane wyniki zostaly zestawione wraz z

wynikami z tabeli [5.10]

Brak wiadomosci Pelna tres¢ wiadomosci
Instrument | ARMSE [%] AMAE [%] | ARMSE [%] AMAE [%]
Dogecoin -0.60 0.72 -0.63 0.47
Litecoin -0.29 0.45 -0.43 0.24
Ethereum -0.26 0.78 -0.30 0.53
Cardano -0.21 0.92 -0.29 0.33
Bitcoin -0.17 1.06 -0.23 0.54
Ztoto 0.01 0.21 -0.16 -0.03
Srebro 0.06 0.26 -0.03 0.07

7r6dto: Obliczenia wlasne.

Tabela 5.45. Procentowa zmiana bledéw prognoz[RMSE] [MAE|i[MAPE]dla prognoz poziomu
cen dla badanych metali szlachetnych i kryptowalut - poré6wnanie pomiedzy siecia [LSTM] bez

modulu [FENE] a modelem ARMAHGARCH| Ujemna warto$¢ oznacza przewage badanego
modelu nad modelem bazowym. Dla wygody otrzymane wyniki zostaly zestawione wraz z

wynikami z tabeli

Brak wiadomosci Pelna tres¢ wiadomosci
Instrument | ARMSE AMAE AMAPE | ARMSE AMAE AMAPE
Dogecoin -0.64 0.64 0.71 -0.63 0.47 0.48
Litecoin -0.36 0.42 0.43 -0.48 0.23 0.24
Ethereum -0.31 0.74 0.76 -0.34 0.52 0.53
Bitcoin -0.21 1.01 1.05 -0.26 0.51 0.54
Cardano -0.14 0.84 0.90 -0.24 0.31 0.33
Ztoto 0.01 0.21 0.21 -0.16 -0.03 -0.03
Srebro 0.05 0.25 0.26 -0.04 0.07 0.08

Zr6dto: Obliczenia whasne.

dla modeli opartego wytacznie o nagtéowki. W tabelach z wynikami modelu bez wia-
domosci finansowych zostaly powtorzone wyniki dla modelu wykorzystujacego petne
treéci wiadomosci z tabel i w celu tatwiejszego poréwnania rezultatéw).
Wymniki testu Diebolda-Mariano dla m (tabele i dla odpowiednio:
prognoz stop zwrotu i prognoz pozioméw cen) poréwnujacego model nie wy-
korzystujacego wiadomogci finansowych z bazowymi modelami [ARMANGARCH] dla

metali szlachetnych i kryptowalut wskazuja, ze otrzymane wyniki sg istotne statycznie
wytacznie dla kryptowaluty Dogecoin.

Model W niektorych przypadkach (gtéwnie podezas modelowania spotek giel-
dowych) sprawdza si¢ lepiej niz klasyczne modele ekonometryczne, jednak poprawa jest

nieznaczna. Brak dodatkowych informacji ptynacych z wiadomosci finansowych nie
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Tabela 5.46. Wyniki testu Diebolda-Mariano dla [RMSE] dla prognoz stép zwrotu dla ba-
danych metali szlachetnych i kryptowalut - poréwnanie pomlegdzy siecia [LSTM] bez modutu
[FENE] a modelem [A] ‘

Instrument Wynik testu DM Poziom istotnosci

Dogecoin -2.67 .008
Litecoin -1.59 11
Ethereum -1.67 .095
Cardano -1.27 .204
Bitcoin -1.05 .295
Ztoto 0.26 798
Srebro 0.58 .563

Zré6dlo: Obliczenia wlasne.

Tabela 5.47. Wyniki testu Diebolda-Mariano dla dla prognoz poziomu cen dla ba-
danych metali szlachetnych i kryptowalut - poréwnanie pomiedzy siecig [LSTM] bez modulu
a modelem [ARMAHGARCH]

Instrument Wynik testu DM Poziom istotnosci

Dogecoin -2.75 .006
Litecoin -1.94 .052
Ethereum -1.90 .058
Bitcoin -1.35 A77
Cardano -1.01 312
Zloto 0.31 757
Srebro 0.57 .569

Zré6dto: Obliczenia whasne.

pozwala wykorzystaé¢ pelnego potencjatu sieci neuronowych. Powyzsze wyniki czescio-
wo potwierdzaja postawiona we wstepie hipoteze: modele oparte na glebokich sieciach
neuronowych z autorskim modutem generujq lepsze (dokladniejsze) punktowe
prognozy cen i stop zwrotu aktywow finansowych w poréwnaniu z modelami wykorzy-
stujgcymi klasyczne metody sztucznej inteligencji. Hipoteza ta jest potwierdzona dla
prawie wszystkich badanych spotek. Dla kryptowalut oraz metali szlachetnych réznice

w jakosci modeli sa niezauwazalne (poza kryptowaluta Dogecoin).

5.8. Podsumowanie wynikéw badan
Na podstawie przeprowadzonych badan mozliwe jest wyciagniecie szeregu konkluzji:

— Otrzymane wyniki s§wiadczg o pozytywnym wplywie wykorzystania tre-
$ci wiadomosci pochodzacych z portali finansowych na prognozowanie
instrumentéw finansowych przy duzej (5-minutowej) rozdzielczo$ci cza-

sowej. Bledy prognozy stop zwrotu i pozioméw cen sg mniejsze zaréwno dla spotek
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gietdowych, jak i (w mniejszym stopniu) metali szlachetnych oraz kryptowalut.
Efekt ten jest szczegdlnie widoczny w okresach bezposrednio po pojawieniu si¢ no-
wych publikacji na temat tych instrumentow finansowych. Test Diebolda-Mariano
dla RMSE] dowodzi, ze prognozy punktowe otrzymywane z autorskiego modelu
LSTMHFENE] sq istotnie lepsze niz z klasycznych modeli [ARMAJGARCH]

— Wplyw wiadomosci na jakosé modeli r6zni sie w zaleznosci od niektoérych

czynnikéw. Najwicksza poprawa jakosci modeli widoczna jest w przypadku mo-
delowania spotek gietdowych, za$ nieco mniejsza dla metali szlachetnych i krypto-
walut. W przypadku spotek gietdowych mniejsza jest dzienna liczba publikowanych
wiadomosci. Dla metali szlachetnych i kryptowalut duza ilos¢ publikacji moze wrecz
wprowadzaé¢ niepotrzebny szum.

— Poprawa jakosci prognoz stép zwrotu i pozioméw cen jest zalezna od
zrodla, z ktérego pochodzg wiadomosci. Portale o wiekszej renomie i popu-
larnosci wywieraja wiekszy wplyw na notowania, co jest wykorzystywane przez mo-
del LSTMHFENE] Dla réznych zrédet i réznych instrumentéw finansowych nie ma
jednak korelacji miedzy dzienng liczba wiadomosci (ani ich dtugoscia), a poprawa
jakosci prognoz.

— Dobér hiperparametréw mial znaczenie w jakosci otrzymywanych mo-
deli. Hiperparametry opisywanego modelu zostaly dobrane poprzez
czesciowy grid search, ograniczony dlugim czasem treningu duzych modeli jezyko-
wych. Dla wszystkich analizowanych typéw instrumentéw finansowych maty model
BERT| w czesci tekstowej modelu okazal si¢ by¢ najbardziej skuteczny. Réznice
pojawily sie dopiero w doborze hiperparametrow czesci przetwarzajacej finansowe
szeregi czasowe.

— Uzycie wylacznie nagléwkéw wiadomosci réwniez pozwala na podnie-
sienie jakosci prognoz wzgledem klasycznych modeli ekonometrycznych,
jednak dopiero wykorzystanie pelnych tresci wiadomos$ci umozliwia mo-

delowi [LSTMHFENE| na zwickszenie potencjatlu. Modele oparte tylko na

nagtéwkach otrzymuja mniej dodatkowych informacji koniecznych do stworzenia

skutecznych prognoz niz modele korzystajace z petnej tresci wiadomosci.

Badania przeprowadzone na modelach w pelni opartych na architekturze sieci neu-
ronowych, tj. sieci [LSTM]| przetwarzajacej historyczne szeregi czasowe (stép zwrotu i
pozioméw cen) potlaczonej z autorskim modutem [FENEl pozwolity dowiesé¢ wieksza
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skutecznos¢ tej metody w poréwnaniu z klasycznymi modelami ekonometrycznymi czy
sieciami neuronowymi bez dostepu do informacji zawartych w wiadomosciach finan-
sowych. Pierwsze cztery hipotezy postawione we wstepie niniejszej pracy

zostaly potwierdzone.



Rozdzial 6

Wykorzystanie modeli hybrydowych
ARMA-GARCH-FENE oraz analiza ich

efektywnosci

Wiymniki osiagniete dzieki zastosowaniu sieci neuronowych moga byé¢ wykorzystane

do stworzenia hybrydowych modeli typu [ARMAHGARCHIFENE] - klasycznych mode-

i ARMA}GARCH]| z modutem jezykowym [FENE] stuzacym do analizy wiadomosci
finansowych. Zolfaghari M. i Gholami S. badali podejscie polegajace na wykorzysta-

niu prognoz z modeli [ ARMAHGARCH] jako danych wejsciowych réznego typu innych

modeli [204]. Zbadali miedzy innymi efekty wykorzystania réznych specyfikacji mode-
i ARMANGARCH]| w potaczeniu ze wskaznikami analizy technicznej, ktére nastepnie

poddano transformacji falkowej i podano na wejscie rekurencyjnych sieci neuronowych.

W niniejszej pracy przyjeto zatozenie odwrotne - modut jest wykorzysty-
wany do przetworzenia tekstéow wiadomosci dotyczacych modelowanych instrumentéw
finansowych. Wyjscie z tej czesci sieci jest nastepnie wykorzystywane jako wielowymia-

rowy szereg czasowy danych egzogenicznych dla modelu[ARMAHGARCH] Podejscie to

pozwala wykorzysta¢ dodatkowe informacje zawarte w tekstach przez klasyczne mode-
le ekonometryczne. W rozdziale przedstawiona zostata architektura hybrydowych

modeli, zag w rozdziale [6.3| wyniki otrzymane przy ich uzyciu.

6.1. Propozycja architektury hybrydowych modeli

Klasyczne modele ARMAHGARCH]| moga wykorzystywaé dane egzogeniczne, kto-

rych celem jest dostarczenie dodatkowych informacji, aby poprawié¢ skutecznosé¢ pro-
gnoz. Uwzglednienie informacji zawartych w wiadomosciach tekstowych wymaga prze-
tozenia ich na wielkosci liczbowe, posiadajace wartos¢ dla kazdej chwili ¢; z przypisana
modelowang wartosciag stopy zwrotu.

Zautomatyzowane wycigganie wnioskow z duzej ilosci takich wiadomosci tekstowych

jest mozliwe przez wykorzystanie modutu [FENE] o odpowiedniej wielkosci enkodera
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ARMA-GARCH-FENE
Wiadomosci finansowe FENE

Szereg czasowy

Szereg czasowy prognoz

-—> | ARMA-GARCH —>

Rysunek 6.1. Proponowana architektura hybrydowego modelu bedacego polaczeniem kla-

sycznego modelu [ARMAHGARCH] z siecig neuronowsa przetwarzajaca tre$é wiadomosci. Wia-

domodci tekstowe analizowane sa przy pomocy wytrenowanego wezesniej modulu [FENE] a

nastepnie w postaci wektora liczb trafiaja do modelu[ARMA}GARCH)]jako dane egzogeniczne.
Zrédlo: Opracowanie wlasne.

dencodefr- W ten sposéb kazdej chwili czasowej ¢; przypisany zostaje wektor pojawiajacy
sie na wyjsciu enkodera obliczony na podstawie tresci wiadomosci. Jezeli nie byto w tym
czasie zadnej wiadomosci, wektor obliczany jest na podstawie pustego ciggu znakow.

Rysunek [6.1] przedstawia schemat takiego modelu. Dla kazdej chwili ¢; dane wej-
Sciowe to szereg logarytmicznych stop zwrotu oraz wektor wyjsciowy enkodera, zatem
model [ARMAHGARCH] otrzymuje dencoder + 1 szeregéw czasowych.

Wykorzystywany model to [ARMAJGARCH| wraz z modulem o hiperpara-
metrach zapewniajacych najlepsze osiagi (ich dobér zostal opisany w rozdziale |5.5.1]).

Modut [FENE] wykorzystany w modelu hybrydowym zostaje ”wyciety” juz po procesie
treningu pelnego modelu [LSTMHFENE] aby by? juz wstepnie wytrenowany do swojego
zadania.

Wielkosé enkodera depcoqer ma bezposredni wptyw na architekture modelu hybry-
dowego ze wzgledu na ilo$¢ szeregdéw czasowych stanowigcych dane wejsciowe. Wo-

bec tego, analiza wynikéw zostata przeprowadzona dla trzech rozmiaréw enkodera:

dencoder € {4, 8, 16}



Rozdziat 6. Wykorzystanie modeli hybrydowych ARMA-GARCH-FENE oraz analiza... 193
6.2. Estymacja i wybor specyfikacji hybrydowych modeli

Dla kazdej z wybranych do badan spotek akcyjnych zostal estymowany hybrydowy

model ARMANGARCHUFENE] tj. model ARMAHGARCH]| na podstawie historycznych

szeregéw logarytmicznych stép zwrotu oraz wektoréw pochodzacych z modutu [FE

Kazdy z modeli powstal w 3 wersjach bazujacych na trzech rozmiarach enkodera
dencoder € {4,8,16}. Prognozy stép zwrotu oraz poziomu cen wyznaczane byty w sche-
macie rolowanym (patrz rozdziat . We wszystkich przypadkach zostaty wyliczone
jednopunktowe prognozy logarytmicznych stép zwrotu w horyzoncie h = 1.

Tak jak w przypadku modeli bazowych, specyfikacja i rzedy opdznien hybrydo-
wych modeli ARMA}GARCHHFENE] zostaly ustalone dla pierwszego okna estymacji
w schemacie rolowanym. W tym celu wykorzystane sa kryteria [AIC] oraz [BIC| (patrz
rozdziat . Zostaty one obliczone dla kazdego badanego instrumentu finansowego
dla trzech réznych wielkoéci enkodera w module [FENE] Tak jak w przypadku mode-

li bazowych, po ustaleniu najlepszej specyfikacji hybrydowego modelu na pierwszym
oknie czasowym (o dtugosci 3 miesiecy, tj. 4914 obserwacji), byta ona nastepnie utrzy-

mana we wszystkich kolejnych oknach czasowych dla danego instrumentu finansowego.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek 6.2. Wybér najlepszej specyfikacji modelu [ARMAHGARCHHFENE] (dencoder = 4)

na podstawie kryteriow oraz dla spotki Tesla Inc. (TSLA). Fioletowa gwiazdka

oznacza, ktory typ modelu osiaga najlepsza wartoéé¢ kazdego z kryteriow. Rézne specyfikacje

modelu [GARCH] oznaczone sa réznymi kolorami, za$ rézne rozklady ksztaltami znacznikéw.
Zr6dlo: Obliczenia wlasne, wizualizacja na podstawie .
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek 6.3. Wybér najlepszej specyfikacji modelu [ARMAHGARCHHFENE] (dencoder = 8)

na podstawie kryteriow oraz dla spotki Tesla Inc. (TSLA). Fioletowa gwiazdka

oznacza, ktéry typ modelu osigga najlepsza wartosé kazdego z kryteriéw. Rozne specyfikacje

modelu [GARCH] oznaczone sa réznymi kolorami, za$ rézne rozklady ksztaltami znacznikéw.
Zrédlo: Obliczenia wlasne, wizualizacja na podstawie .

Selecting Garch Models by Fitness Criteria
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AlC || BIC

ARMAY 1) +sGARCH(Z,1) abd 5
ARMA{Y, 11+5GARGH(1,1) utd
ARMA Y 0)+=BARCH(2, 1} abd 4
ARMA(Y 0)+sGARCH(1,1) st
ARMAIY 1 +sGARCH{Z 1) norm 4
ARMALY,1)+aGARCH{1, 1) norm
ARMA{BHEGARCH{2 1) norm <
ARMAL10)+3GARCH{1,1) norm 4

P>
FERp

eeee
L N

Type of Model
@ oGARCH
® grGARCH
@ sGARCH

ARMA{1, 1 +girBARCH(2, 1} sid
ARMA(Y, 1)hairGARCH(1, 1} st 4
ARMAL D GARGH(Z, 1} st
ARMA{1, O+IrGARGH(1, 1) st 1
ARBA( 1 HairGARCHIZ, 1) nomm

[ L
L S

ARMA(1,1)+girGARCH{1,1) narm 4 Type of Dist.
L ] ® nom

e A s

ARMA(,0j+arGARCH{2.1) norm |

ARMA(T T+girGRRTHL1,1) narm 4

ARMAT 1 reGARCH(Z,1) std 4

ARMA[1,1}+0GARCH|
ARMA1 Dj+eBARCH(2, 1) std
ARMAL 0+ GARCH(1,1) uta

*pb.

S

ARMA{1 1 +aGARTHIZ, 1) norm 4
ARMA[1 1 reGARCH{1,1) narm 4
ARMA( 1.0 +aGARCH{Z. 1) narm 4
ARMA[1.0aGARCH{1,1) norm 4 [ ] ®

——r——— - 4 T -
-2. 2082 2002 1962, 1962 1882, 180 -2.18 217 2,18
Value of Fitness Criteria

LB N
L]

Rysunek 6.4. Wybér najlepszej specyfikacji modelu [ARMAGARCHIFENE| (dencoder = 16)
na podstawie kryteriow oraz dla spétki Tesla Inc. (TSLA). Fioletowa gwiazdka

oznacza, ktéry typ modelu osiaga najlepsza wartosé kazdego z kryteridw. Rozne specyfikacje
modelu [GARCH] oznaczone sa réznymi kolorami, za$ rézne rozklady ksztaltami znacznikéw.

Zrédlo: Obliczenia wlasne, wizualizacja na podstawie \\
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Rysunki [6.2] oraz przedstawiajg podsumowanie analizy rzedéw opdznien
oraz specyfikacji modeli dla spétki Tesla Inc. (TSLA) z dlugoscia enkodera w module
réwng odpowiednio dencoder = 4, dencoder = 8 1 dencoder = 16. Im nizsza wartosé
kryteriéw [AIC] oraz BIC| tym lepsze dopasowanie modelu do danych. Dla kazdego z kry-
teriow najlepszy model zostal oznaczony gwiazdka. Szczegdtowe wyniki takiej analizy

dla kazdego z badanych instrumentéw zostaly zebrane w aneksie (rozdziat |A.3)).

Tabela 6.1. Specyfikacje, warunkowe rozklady prawdopodobienstwa oraz optymalne rzedy
opO6znien ustalone na podstawie kryterium informacyjnego dla modeli
IARMANGARCHHFENE) (dencoder = 4) dla badanych instrumentéw finansowych.

ARMA GARCH

Instrument | p qlq p specyfikacja rozktad

TSLA 1 0|1 1 EGARCH t-Studenta
NKE 1 11 1 GARCH t-Studenta
KO 1 112 1 EGARCH t-Studenta
BA 1 0/1 1 GARCH t-Studenta
CRM 1 112 1 EGARCH t-Studenta
GM 1 0|1 1 GJR-GARCH t-Studenta
JPM 1 012 1 EGARCH t-Studenta
MSFT 1 02 1 EGARCH t-Studenta
GS 1 111 1 GJR-GARCH t-Studenta
NVDA 1 0|1 1 GJR-GARCH t-Studenta
F 1 0|1 1 GJR-GARCH t-Studenta
C 1 012 1 EGARCH t-Studenta
MS 1 112 1 EGARCH t-Studenta
INTC 1 112 1 GARCH t-Studenta
VZ 1 02 1 EGARCH t-Studenta
Zloto 1 112 1 EGARCH t-Studenta
Srebro 1 012 1 EGARCH t-Studenta
Bitcoin 1 112 1 EGARCH t-Studenta
Cardano 1 112 1 EGARCH t-Studenta
Ethereum | 1 112 1 EGARCH t-Studenta
Litecoin 1 112 1 EGARCH t-Studenta
Dogecoin 1 112 1 EGARCH t-Studenta

Zr6dto: Obliczenia whasne.

Podsumowanie rzedéw opodznien, specyfikacji i rozktadéow prawdopodobienstwa otrzy-
manych na podstawie kryterium informacyjnego dla kazdego instrumentu znajduje
sie w tabeli przy zatozeniu wielkosci enkodera dg,coqer = 4. Analogiczne wyniki dla
modeli z wielko$ciami enkodera rownymi deycoder = 8 0raz depcoder = 16 znajduja sie w
tabeli [6.2]1 tabeli [6.3

Do dalszych analiz modele byly wybierane na podstawie kryterium [AIC] Tabe-
le podsumowujace wartosci kryterium [BIC] dla modeli hybrydowych znajduja si¢ w
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Tabela 6.2. Specyfikacje, warunkowe rozklady prawdopodobienstwa oraz optymalne rzedy
op6znien ustalone na podstawie kryterium informacyjnego [AIC| dla modeli

ARMANGARCHHFENE] (dencoder = 8) dla badanych instrumentéw finansowych.

ARMA GARCH

Instrument | p qlq p specyfikacja rozktad

TSLA 1 0|1 1 EGARCH t-Studenta
NKE 1 11 1 GARCH t-Studenta
KO 1 112 1 EGARCH t-Studenta
BA 1 012 1 EGARCH t-Studenta
CRM 1 02 1 EGARCH t-Studenta
GM 1 0|1 1 GJR-GARCH t-Studenta
JPM 1 02 1 EGARCH t-Studenta
MSFT 1 012 1 EGARCH t-Studenta
GS 1 112 1 EGARCH t-Studenta
NVDA 1 0|1 1 GJR-GARCH t-Studenta
F 1 0|1 1 GJR-GARCH t-Studenta
C 1 02 1 EGARCH t-Studenta
MS 1 112 1 EGARCH t-Studenta
INTC 1 0]1 1 GARCH t-Studenta
VZ 1 02 1 EGARCH t-Studenta
Zloto 1 112 1 EGARCH t-Studenta
Srebro 1 02 1 EGARCH t-Studenta
Bitcoin 1 112 1 EGARCH t-Studenta
Cardano 1 112 1 EGARCH t-Studenta
Ethereum | 1 112 1 EGARCH t-Studenta
Litecoin 1 112 1 EGARCH t-Studenta
Dogecoin 1 112 1 EGARCH t-Studenta

7r6dto: Obliczenia whasne.

aneksie (patrz rozdzial [A.3.4]). Rowniez w tym przypadku analizy zostaly przeprowa-
dzone dla modeli ARMAIGARCHHFENE] o trzech wielkoéciach enkodera: dencoder = 4.

dencoder =381 dencoder = 16.

Optymalny  wybor rzedéw  opoznien oraz  specyfikacji

modelu  [AR]
MAIGARCHHFENE] nie zawsze jest identyczny, co w przypadku bazowego modelu
[ARMA}GARCH]| dla tego samego instrumentu finansowego. Roéznice zdarzaja sie

réwniez w przypadku, gdy zmienia sie wielko$¢ enkodera w module [FENEl Dla
wiekszosci instrumentéw najlepsze wyniki osiggane sa przez zastosowanie specyfikacji
[EGARCH] We wszystkich przypadkach przewage osiagaja modele wykorzystujace
rozktad t-Studenta.
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Tabela 6.3. Specyfikacje, warunkowe rozklady prawdopodobienstwa oraz optymalne rzedy
op6znien ustalone na podstawie kryterium informacyjnego dla modeli
[ARMAHGARCHHFENE]| (depcoder = 16) dla badanych instrumentéw finansowych.

ARMA GARCH

Instrument | p qlq p specyfikacja rozktad

TSLA 1 01 1 EGARCH t-Studenta
NKE 1 11 1 GARCH t-Studenta
KO 1 112 1 EGARCH t-Studenta
BA 1 0|1 1 GARCH t-Studenta
CRM 1 02 1 EGARCH t-Studenta
GM 1 0|1 1 GJR-GARCH t-Studenta
JPM 1 012 1 EGARCH t-Studenta
MSFT 1 012 1 EGARCH t-Studenta
GS 1 0|1 1 GJR-GARCH t-Studenta
NVDA 1 0|1 1 GJR-GARCH t-Studenta
F 1 0|1 1 GJR-GARCH t-Studenta
C 1 02 1 EGARCH t-Studenta
MS 1 112 1 GJR-GARCH t-Studenta
INTC 1 01 1 GARCH t-Studenta
VZ 1 02 1 EGARCH t-Studenta
Zloto 1 112 1 EGARCH t-Studenta
Srebro 1 112 1 EGARCH t-Studenta
Bitcoin 1 112 1 EGARCH t-Studenta
Cardano 1 112 1 EGARCH t-Studenta
Ethereum | 1 112 1 EGARCH t-Studenta
Litecoin 1 012 1 EGARCH t-Studenta
Dogecoin 1 112 1 EGARCH t-Studenta

7r6dto: Obliczenia whasne.

6.3. Analiza efektywnosci hybrydowych modeli

6.3.1. Poréwnanie modeli hybrydowych z modelami bazowymi

Mierniki wykorzystywane dla modeli hybrydowych zdefiniowane sa w sposoéb ana-
logiczny do miernikéw modeli [LSTMHFENE] Obliczane sa procentowe zmiany bledu
prognozy stop zwrotu wzgledem bazowych modeli ARMANGARCH]| dane wzorami [5.1]
b.2] 5.3l Ujemna wartos$¢ oznacza przewage badanego modelu nad modelem bazowym.

Jako$¢ hybrydowych modeli zostata oceniona poprzez obliczenie btedéw progno-

zy stép zwrotu [RMSE] oraz [MAE] a nastepnie poréwnanie ich z bledami prognozy
bazowych modeli ARMAIGARCH] - tak jak w przypadku modelu LSTMHFENE] opisy-

wanego w rozdziale 5} W tabeli przedstawione zostaly procentowe zmiany bledow
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Tabela 6.4. Procentowa zmiana bledéw prognoz [RMSE]i[MAE] dla prognoz stép zwrotu dla

badanych spétek indeksu S&P 500 - poréwnanie pomiedzy modelem [ARMAHGARCHHFENE]
(z réznymi rozmiarami enkodera deneoder) @ modelem [ARMAGARCH| Ujemna wartoéé ozna-

cza przewage badanego modelu nad modelem bazowym.

dencoder =16 dencoder =38 dencode’r‘ =4

Spétka | ARMSE AMAE | ARMSE AMAE | ARMSE AMAE

7] (7] [%0] (%] (%] (%]
MSFT -1.92 -2.35 -1.78 -2.23 -1.71 -2.10
GM -0.73 -0.76 -0.76 -0.91 -0.87 -0.98
CRM -0.42 -0.44 -0.47 -0.48 -0.47 -0.55
INTC -0.40 -0.66 -0.39 -0.66 -0.51 -0.75
TSLA -0.34 -3.46 -0.27 -2.74 -0.26 -2.57
NVDA -0.17 -0.29 -0.14 -0.39 -0.20 -0.33
BA -0.15 -0.42 -0.03 -0.23 -0.09 -0.21
NKE 0.04 0.61 -0.03 0.37 -0.02 0.31
KO 0.09 0.04 0.18 0.16 0.15 0.17
GS 0.54 0.72 0.44 0.76 0.65 0.89
VZ 0.67 1.02 0.70 1.05 0.64 1.04
JPM 0.74 1.08 0.68 1.03 0.62 0.87
F 1.05 2.10 1.02 2.03 1.00 2.05
MS 1.11 1.41 0.56 0.67 0.79 1.08
C 1.61 2.13 1.66 2.36 1.72 2.36

Zré6dto: Obliczenia wlasne.

wzgledem modeli bazowych. Ujemna warto$¢ oznacza poprawe jakosci prognoz stop
zwrotu na korzys$¢ modelu hybrydowego.

Poprawa obu btedéw prognoz stoép zwrotu widoczna jest tylko w przypadku 7 spotek
dla wszystkich trzech rozmiaréw enkodera depcoqer- Dla spotki Nike Inc. (NKE) poprawa
widoczna jest tylko w przypadku btedu[RMSE]dla dw6ch mniejszych modeli depcoder = 8
oraz depcoder = 4. We wszystkich jednak przypadkach poprawa prognozy jest znacznie
mnuiejsza niz dla modelu LSTMHFENE] opisanego w rozdziale [f

W tabeli [6.5] znajduje si¢ poréwnanie modeli hybrydowych [ARMAHGARCHHIFENE
z bazowymi modelami [ARMAIGARCH]| z wykorzystaniem bledéw prognoz pozioméw

cen. Poprawa jest zauwazalna wylacznie dla 6 spoétek. Dla spotek NVDA oraz NKE
poprawa jest widoczna tylko dla niektérych rozmiaréw enkodera.
Prognozy hybrydowego modelu zostaly zbadane testem Diebolda-Mariano przez

poréwnanie ich z bazowymi modelami [ ARMAJGARCH] Wyniki przedstawia tabela[6.6]

Wyniki testu swiadcza o statystycznie znaczacej poprawie prognozy stop zwrotu dla

czterech ze spotek: MSF'T, GM, CRM oraz INTC. W pozostatych przypadkach jakosé¢

prognoz jest lepsza (jednak niewystarczajaco, aby miato to znaczenie statystyczne) lub

wrecz gorsza (istotnie gorsza dla spotek GS, VS, JPM, F, MS, C).
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Tabela 6.5. Procentowa zmiana btedéw prognoz [RMSE]i[MAE] dla prognoz poziomu cen dla

badanych spétek indeksu S&P 500 - poréwnanie pomiedzy modelem [ARMAlGARCHIFENE]

(z réznymi rozmiarami enkodera deycoder) @ modelem [ARMANGARCH] Ujemna warto$é ozna-
cza przewage badanego modelu nad modelem bazowym.

dencoder =16 dencoder =38 dencoder =4

Spétka | ARMSE AMAE | ARMSE AMAE | ARMSE AMAE

7] 7] [%0] (%] (%] (%]
MSFT -1.92 -2.30 -1.79 -2.17 -1.71 -2.04
GM -0.68 -0.77 -0.70 -0.91 -0.81 -0.99
INTC -0.44 -0.70 -0.43 -0.68 -0.51 -0.77
BA -0.42 -0.62 -0.31 -0.43 -0.36 -0.40
CRM -0.33 -0.38 -0.36 -0.40 -0.37 -0.47
TSLA -0.27 -3.91 -0.28 -3.52 -0.26 -3.33
NVDA -0.04 -0.20 0.01 -0.27 -0.07 -0.22
NKE 0.06 0.66 -0.01 0.41 -0.01 0.34
KO 0.09 0.04 0.18 0.16 0.15 0.16
GS 0.47 0.72 0.49 0.79 0.57 0.89
VZ 0.59 0.99 0.63 1.04 0.58 1.02
JPM 0.78 1.11 0.72 1.05 0.67 0.89
F 1.15 2.16 1.10 2.08 1.09 2.10
MS 1.17 1.45 0.57 0.66 0.84 1.11
C 1.56 2.11 1.64 2.36 1.69 2.35

Zré6dto: Obliczenia wlasne.

Tabela 6.6. Wyniki testu Diebolda-Mariano dla dla prognoz stép zwrotu przy wyko-
rzystaniu obu metod dla badanych spétek indeksu S&P 500 - poréwnanie pomiedzy modelem
[ARMAIGARCHIFENE] (z réZznymi rozmiarami enkodera depcoder) @ modelem

ARMAHGARCH]

dencoder =16 dencoder =3 dencoder =4
Spotka DM p| DM p| DM P
MSFT | -4.68 2.97E-06 | -4.21 2.63E-05 | -4.03 5.86E-05
GM -2.42 .015 | -3.10 .002 | -2.79 .006
CRM | -1.97 .049 | -2.12 .034 | -2.14 .033
INTC | -1.87 062 | -1.94 .052 | -2.15 .032
TSLA -1.69 092 | -1.51 A32 | -1.42 .156
NVDA | -1.12 262 | -0.96 338 | -1.32 188
BA -0.90 367 | -0.28 781 | -0.85 394
NKE 0.52 .601 | -0.29 770 | -0.38 702
KO 0.79 432 1.23 219 0.95 .343
GS 2.32 .021 | 1.98 .048 | 2.55 011
AW/ 2.68 .007 | 2.66 .008 | 2.53 .012
JPM 2.64 .008 | 2.84 .005 | 2.56 011
F 3.60 3.95E-04 | 3.61 3.74E-04 | 2.97 .004
MS 3.51 5.90E-04 | 2.28 .022 | 2.90 .005
C 4.55 5.53E-06 | 4.02 6.14E-05 | 4.99 6.07E-07

Zr6édto: Obliczenia wlasne.
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Wiyniki testu Diebolda-Mariano dla przeprowadzonego dla prognoz pozio-
méw cen zostaly zebrane w tabeli [6.7 Zgodnie z wynikami testu, model hybrydowy
jest lepszy w statystycznie istotny sposob dla tych samych czterech spotek: MSFEFT,
GM, CRM, INTC, a takze dla BA. Model jest gorszy w statystycznie istotny sposéb

dla wszystkich trzech wielkosci enkodera w przypadku szesciu spotek: GS, VZ, JPM,
F, MS oraz C.

Tabela 6.7. Wyniki testu Diebolda-Mariano dla[RMSE] dla prognoz poziomu cen przy wyko-
rzystaniu obu metod dla badanych spotek indeksu S&P 500 - poréwnanie pomiedzy modelem
IARMAHGARCHHFENE] (z réznymi rozmiarami enkodera depcoder) @ modelem
ARMAHGARCH]

dencoder = 16 dencoder =38 dencoder =4
Spotka DM p| DM p| DM P
MSFT | -6.13 1.05E-09 | -6.15 9.71E-10 | -6.08 1.26E-09
GM -3.42 T7.84E-04 | -3.00 .004 | -3.65 2.87E-04
INTC |-2.53 012 | -2.62 .009 | -2.61 .009
BA -2.17 .030 | -2.11 .035 | -2.17 .030
CRM -1.94 .052 | -2.03 .042 | -1.99 .047
TSLA -1.82 .069 | -1.87 062 | -1.78 .075
NVDA | -0.61 .44 | 0.30 764 | -0.88 .380
NKE 0.80 425 | -0.23 822 | -0.36 719
KO 0.99 322 1.52 129 1.40 162
GS 2.83 .005 | 2.38 017 | 2.79 .006
VZ 3.14 .002 | 3.11 .002 | 2.88 .005
JPM 3.62 3.52E-04 | 3.12 .002 | 3.44 7.41E-04
F 3.93 2.14E-04 | 4.52 6.28E-06 | 4.26 2.11E-05
MS 4.71 2.61E-06 | 2.68 .007 | 3.75 1.84E-04
C 5.09 3.80E-07 | 5.56 4.44E-08 | 5.80 1.99E-08

7ré6dto: Obliczenia whasne.

Dla metali szlachetnych i kryptowalut przeprowadzone zostaly analogiczne oblicze-
nia. Wyniki analiz dla prognoz st6p zwrotu przedstawia tabela[6.8] a dla pozioméw cen
tabela [6.9] Dla zadnego z tych instrumentéw hybrydowe modele nie oferuja wynikow
lepszych niz modele klasyczne. Rowniez tutaj, zmiany wzgledem modeli bazowych nie
sg duze.

Zmaczna ilos¢ dodatkowych informacji naptywajacych w nieregularnych interwatach
nie pozwala modelom na lepsze prognozowanie stop zwrotu wyjatkowo zmiennych in-
strumentéw. W celu zbadania tego zjawiska konieczne bytoby przeprowadzenie wigkszej
ilosci badan oraz obliczen na trudnych do pozyskania danych o wiekszej rozdzielczosci
CZasoOwej.

Wiyniki testu Diebolda-Mariano dla [RMSE] dla kryptowalut i metali szlachetnych



Rozdziat 6. Wykorzystanie modeli hybrydowych ARMA-GARCH-FENE oraz analiza... 201

Tabela 6.8. Procentowa zmiana bledéw prognoz [RMSE] i [MAE] dla prognoz stép zwro-
tu dla badanych metali szlachetnych i kryptowalut - poréwnanie pomiedzy modelem [AR]

MAHNGARCHHFENE] (z r6znymi rozmiarami enkodera depcoder) @ modelem [ARMAlGARCH]

Ujemna warto$¢ oznacza przewage badanego modelu nad modelem bazowym.

dencoder =16 dencoder =3 dencoder =4

Instrument | ARMSE AMAE | ARMSE AMAE | ARMSE AMAE

(%] (%] 7] %] %] %]
Ethereum 0.06 0.28 0.02 0.26 0.02 0.24
Ztoto 0.12 0.12 0.26 0.24 0.27 0.22
Srebro 0.49 0.55 0.70 0.76 0.65 0.69
Cardano 1.83 1.74 1.45 1.41 1.37 1.36
Bitcoin 2.09 2.47 1.81 2.08 1.87 2.14
Litecoin 2.46 3.22 2.28 2.67 2.09 2.63
Dogecoin 3.32 3.09 3.70 3.33 3.70 3.33

Zr6édto: Obliczenia wlasne.

Tabela 6.9. Procentowa zmiana bledéw prognoz [RMSE] i [MAE] dla prognoz poziomu cen

dla badanych metali szlachetnych i kryptowalut - poréwnanie pomiedzy modelem [ARA]

IMAHGARCHHFENE] (z r6znymi rozmiarami enkodera depcoder) @ modelem [ARMAHGARCH|
Ujemna warto$¢ oznacza przewage badanego modelu nad modelem bazowym.

dencoder =16 dencoder =3 dencoder =4

Instrument | ARMSE AMAE | ARMSE AMAE | ARMSE AMAE

(%] (%] %] %] %] %]
Ztoto 0.12 0.12 0.26 0.24 0.27 0.22
Ethereum 0.16 0.32 0.10 0.29 0.11 0.27
Srebro 0.50 0.56 0.70 0.77 0.66 0.70
Cardano 2.03 1.86 1.49 1.46 1.45 1.41
Litecoin 2.33 3.10 2.16 2.58 2.00 2.54
Bitcoin 2.35 2.58 1.88 2.10 1.95 2.16
Dogecoin 3.06 3.06 3.41 3.32 3.41 3.33

Zré6dlo: Obliczenia wlasne.

przedstawiaja tabele (prognozy stop zwrotu) oraz tabela[6.11] (prognozy pozioméw

cen). Hybrydowe modele zostaly zestawione z modelami ARMAHGARCH| Otrzyma-

ne rezultaty wskazuja, ze dla wszystkich instrumentéw mozna zauwazy¢ statystycznie
istotne pogorszenie jakosci prognoz dla kazdego instrumentu poza Ethereum i ztotem
(dla ktérych wyniki sa réwniez na niekorzy$¢ modeli hybrydowych).

Poprawa jakosci btedéw prognoz stop zwrotu modeli hybrydowych, w rozbiciu na
rozne typy rynkéw zostata zaprezentowana w tabeli[6.12] Wyniki dla prognoz pozioméw
cen znajduja sie w tabeli[6.13] Udrednienie wszystkich osiagnietych wynikéw pokazuje,
ze nawet dla spotek gietdowych catkowity efekt zastosowania hybrydowych modeli wy-
korzystujacych tres¢ wiadomosci tekstowych nie jest korzystny, jednak zmiana ta jest

najmniejsza (czesé z badanych spotek otrzymywata lepsze wyniki). Znaczne pogorszenie
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Tabela 6.10. Wyniki testu Diebolda-Mariano dla[RMSE] dla prognoz st6p zwrotu przy wyko-
rzystaniu obu metod dla badanych metali szlachetnych i kryptowalut - poréwnanie pomiedzy
modelem [ARMAHGARCHHFENE] (z réznymi rozmiarami enkodera depcoder) @ modelem

ARMAIGARCH]
dencoder =16 dencoder =8 dencoder =4
Instrument | DM p | DM p| DM P
Ethereum 0.66 511 | 0.29 770 | 0.23 .822
Ztoto 0.81 419 | 1.46 145 | 1.65 .098
Srebro 2.31 .021 | 2.96 .004 | 2.76 .006

Cardano |4.76 2.00E-06 | 4.44 8.92E-06 | 3.56 4.82E-04
Bitcoin 5.51 4.95E-08 | 4.31 1.69E-05 | 4.45 8.60E-06
Litecoin 5.87 1.27E-08 | 5.34 1.04E-07 | 4.75 2.12E-06
Dogecoin | 6.63 8.29E-11 | 7.75 8.33E-14 | 7.82 6.37E-15

Zr6édto: Obliczenia wlasne.

Tabela 6.11. Wyniki testu Diebolda-Mariano dla[RMSE] dla prognoz poziomu cen przy wyko-
rzystaniu obu metod dla badanych metali szlachetnych i kryptowalut - poréwnanie pomiedzy
modelem [ARMAHGARCHHFENE] (z réznymi rozmiarami enkodera depcoder) @ modelem

ARMAHGARCH]
dencode’r =16 dencoder =3 dencoder =4
Instrument | DM p | DM p | DM P
Ztoto 1.05 295 | 1.75 081 | 1.44 .149
Ethereum 1.27 204 | 0.81 419 | 0.99 322
Srebro 2.17 .030 | 2.57 .010 | 2.78 .006

Cardano | 5.85 1.48E-08 | 4.41 1.08E-05 | 4.84 1.45E-06
Litecoin 5.75 2.50E-08 | 5.78 2.19E-08 | 5.66 3.42E-08
Bitcoin 6.51 1.56E-10 | 5.82 1.78E-08 | 4.89 1.13E-06
Dogecoin | 6.77 1.51E-11 | 7.12 1.78E-12 | 7.07 3.68E-12

Zr6édto: Obliczenia wlasne.

Tabela 6.12. Procentowa zmiana bledéw prognoz [RMSE]| i [MAE] dla prognoz stép zwro-
tu w zalezno$ci od typu analizowanego rynku - poréwnanie pomiedzy modelem
IMAHGARCHHFENE] (z réznymi rozmiarami enkodera depcoder) & modelem [ARMAHGARCH]

dencoder = 16 dencode’r =38 dencoder =4
Instrumenty ARMSE AMAE | ARMSE AMAE | ARMSE AMAE
finansowe %] %] %] %] %] [%]
Spotki akcyjne 0.11 0.05 0.09 0.05 0.10 0.08
Metale szlachetne 0.30 0.34 0.48 0.50 0.46 0.46
Kryptowaluty 1.95 2.16 1.85 1.95 1.81 1.94

Zré6dlo: Obliczenia wlasne.

wynikow widoczne jest dla metali szlachetnych i kryptowalut (zaden z instrumentéw
nie osiagal lepszych wynikéw).
Wyboér rozmiaru enkodera deycoqer dla prognozowania stop zwrotu nie jest mozliwy

na podstawie usrednionych wynikow. Szczegdtowe obliczenia w tabeli pokazuja, ze
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Tabela 6.13. Procentowa zmiana bledéw prognoz [RMSE| i [MAE| dla prognoz poziomu
cen w zaleznosci od typu analizowanego rynku - poréwnanie pomiedzy modelem [AR]

MAHGARCHHFENE] (z réznymi rozmiarami enkodera dencoder) @ modelem [ARMAJGARCH]

dencoder =16 dencoder =38 dencoder =4
Instrumenty ARMSE AMAE | ARMSE AMAE | ARMSE AMAE
finansowe 1%] %] %] %] %] [%]
Spotki akcyjne 0.12 0.02 0.10 0.01 0.10 0.04
Metale szlachetne 0.31 0.34 0.48 0.50 0.46 0.46
Kryptowaluty 1.98 2.18 1.81 1.95 1.78 1.94

Zr6dto: Obliczenia wlasne.

dla kazdego instrumentu finansowego parametr ten powinien by¢ dobierany indywidu-
alnie. Podobne wnioski mozna wyciagnaé¢ dla prognoz pozioméw cen (tabela .

Hipoteza, iz klasyczne modele ekonometrii finansowej typu [ARMAIGARCH z au-
torskim modutem |FENE| generujq lepsze (dokladniejsze) punktowe prognozy cen i

stép zwrotu aktywdw finansowych w pordwnaniv z klasycznymi modelami typu [AR]
[MAHGARCH bez tego modulu zostaje potwierdzona jedynie czesciowo. Jako$é otrzyma-
nych modeli jest lepsza dla czesci ze spotek gietdowych, jednak w przypadku kryptowa-
lut i metali szlachetnych dodanie modutu [FENE| do modeli ARMAHGARCH] prowadzi

jedynie do pogorszenia wynikow prognoz.

6.3.2. Poréwnanie modeli hybrydowych z autorskim modelem

LSTM-FENE

Modele hybrydowe ARMAHGARCHUFENE] zostaly poréwnane réwniez z autorskim
modelem [LSTMHFENE] W niniejszym rozdziale modele hybrydowe zostaly potrakto-

wane jako modele bazowe, do ktérych porownywany jest model autorski. Oznacza to, ze
ujemne warto$ci miernikéw ARMSE, AMAE i AMAFE, a takze ujemne wartosci testu
Diebolda-Mariano dla RMSE]|swiadczg o przewadze autorskiego modelu [LSTMH{FENE]
Dla kazdego instrumentu finansowego wybrany zostal model hybrydowy z najbardziej
korzystnym rozmiarem enkodera de,coder-

Wyniki procentowej zmiany bledéw prognoz stop zwrotéw wybranych spotek S&P
500 zostaly zebrane w tabeli [6.14] Dla wiekszosci z nich autorski model osiaga lepsze
rezultaty (poza spotkami C, MS, INTC, VZ). W tabeli znajduja sie procentowe
zmiany bledu prognoz pozioméw cen (poza spétkami C, MS, INTC, VZ, a takze BA,
JPM i NVDA). Réwniez w tym przypadku wida¢ przewage modelu w pelni opartego

0 siecl neuronowe.
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Tabela 6.14. Procentowa zmiana bledéw prognoz [RMSE| i [MAE] dla prognoz stép zwrotu dla
badanych spétek indeksu S&P 500 - poréwnanie pomiedzy modelem [LSTMHFENE]|a modelem
[ARMA}GARCH}FENE] Ujemna warto$¢ oznacza przewage modelu opartego wylacznie o sieci

neuronowe [LSTMIFENE] nad modelem hybrydowym [ARMAJGARCHHFENE]

Wielkos¢
Spotka  ARMSE [%] AMAE [%] enkodera
TSLA -25.13 -3.32 16
NKE -13.66 -12.27 8
BA -10.37 -12.80 16
KO -10.20 -10.26 16
CRM -6.87 -10.92 4
GM -5.90 -5.67 4
JPM -5.37 -7.61 4
MSFT -5.00 -6.27 16
GS -2.43 -3.31 8
NVDA -1.37 -9.65 4
F -1.20 -2.42 4
C 1.76 -2.04 16
MS 4.31 -3.94 8
INTC 5.60 1.68 4
\/ 7.68 -3.27 4

Zré6dlo: Obliczenia wlasne.

Tabela 6.15. Procentowa zmiana bledéw prognoz [RMSE|i[MAE] dla prognoz poziomu cen dla
badanych spétek indeksu S&P 500 - poréwnanie pomiedzy modelem [LSTMHFENE]|a modelem

[ARMAlGARCHJFENE] Ujemna warto$¢ oznacza przewage modelu opartego wylacznie o sieci

neuronowe nad modelem hybrydowym

Wielkos¢
Spétka  ARMSE [%] AMAE [%] AMAPE [%] enkodera
TSLA -11.51 -11.76 -6.79 16
KO -9.37 -9.69 -10.26 16
NKE -7.31 -5.25 -12.26 8
GM -6.89 -7.16 -5.68 4
F -4.61 -6.67 -2.43 4
GS -2.10 -2.96 -3.31 8
MSFT -0.83 -2.07 -6.29 16
CRM -0.39 -4.53 -10.97 4
NVDA 0.09 1.41 -0.89 4
JPM 0.15 -2.22 -7.61 4
BA 1.78 -1.27 -12.80 16
C 2.32 -1.11 -2.04 16
INTC 6.22 1.56 1.69 4
MS 7.92 -1.48 -3.93 8
VZ 8.78 -3.96 -3.26 4

Zré6dlo: Obliczenia wlasne.
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Tabela 6.16. Wyniki testu Diebolda-Mariano dla[RMSE] dla prognoz stép zwrotu przy wyko-
rzystaniu obu metod dla badanych spétek indeksu S&P 500 - poréwnanie pomiedzy modelem
[LSTMHFENE] a modelem ARMAHGARCHHFENEL

Spotka

Wynik testu DM Poziom istotnosci

TSLA
NKE
BA
KO
CRM
GM
JPM
MSFT
GS
NVDA
F

C

MS
INTC
VZ

-4.55
-3.77
-3.25
-3.05
-2.35
-2.18
-1.98
-1.79
-1.08
-0.71
-0.63
0.98
1.85
1.95
2.77

5.53E-06
1.69E-04
.001

.003

.019

.030

.048

073

281

479

529

327

.064

.052

.006

7r6dto: Obliczenia whasne.

Tabela 6.17. Wyniki testu Diebolda-Mariano dla[RMSE]dla prognoz poziomu cen przy wyko-
rzystaniu obu metod dla badanych spoétek indeksu S&P 500 - poréwnanie pomiedzy modelem

LSTMHEENE] & modelem [ARMAHGARCHHEENE]

Spotka

Wynik testu DM Poziom istotnosci

TSLA
KO
NKE
GM

F

GS
MSFT
CRM
NVDA
JPM
BA

C
INTC
MS
VZ

-3.34
-2.92
-2.53
-2.30
-1.99
-1.00
-0.48
-0.25
0.12
0.11
1.04
1.15
2.11
2.52
2.86

.001
.004
.012
.022
.047

316
.630
.806
905
914
297
251
035
.012
.005

Zr6édto: Obliczenia wlasne.

Prognozy otrzymane przy pomocy obu typéw modeli zostaty réwniez sprawdzone

testem Diebolda-Mariano dla [RMSE] Wyniki testu dla prognoz stép zwrotu znajduja

sie w tabeli [6.16], za$ wyniki dla prognoz pozioméw cen w tabeli [6.17 W obu tabelach

spotki, dla ktérych test byl statystycznie istotny (tj. P < .05) zostaly pogrubione.



Rozdziat 6. Wykorzystanie modeli hybrydowych ARMA-GARCH-FENE oraz analiza... 206

Dla prognoz stop zwrotu istotnie znaczacg poprawe mozna zaobserwowaé dla spotek
TSLA, NKE, BA, KO, CRM, GM i JPM oraz istotne pogorszenie dla VZ. W przypadku
prognoz poziomu cen istotnie znaczaca poprawe mozna zaobserwowacé dla spotek TSLA,
KO, NKE, GM i F oraz statystycznie istotne pogorszenie dla INTC, MS i VZ.
Identyczna analiza zostala przeprowadzona ponizej dla kryptowalut i metali szla-

chetnych. Tabele [6.18| oraz [6.19| przedstawiaja procentowe zmiany btedéw prognoz

dla odpowiednio: stop zwrotu i pozioméw cen. Poza bledem prognozy poziomoéw cen
AMAEFE dla Litecoina, wszystkie wyniki wskazuja na przewage modelu LSTMHFENE]
nad modelami hybrydowymi. Btedy prognozy stop zwrotu wypadaja na korzys$¢é mode-
lu |ILSTMKFENE| we wszystkich przypadkach. Roznice sa nieco mniejsze niz dla spotek

gieldowych (poréwnaj z tabelami [6.14] oraz [6.15)).

Tabela 6.18. Procentowa zmiana bledéw prognoz [RMSE| i [MAE]| dla prognoz stép zwrotu dla
badanych metali szlachetnych i kryptowalut - poréwnanie pomiedzy modelem [LSTMH{FENE]
a modelem [ARMAHGARCHHFENE] Ujemna warto$¢ oznacza przewage modelu opartego wy-
lacznie o sieci neuronowe nad modelem hybrydowym [ARMAIGARCHHIFENE]

Wielkosé
Instrument ARMSE [%] AMAE [%] enkodera
Dogecoin -6.82 -3.53 16
Srebro -3.21 -3.21 16
Ztoto -2.76 -2.11 16
Ethereum -1.66 -1.37 4
Bitcoin -1.62 -1.26 8
Cardano -1.25 -0.60 4
Litecoin -1.00 -0.39 4

Zr6édto: Obliczenia wlasne.

Tabela 6.19. Procentowa zmiana bledéw prognoz [RMSE|i[MAE] dla prognoz poziomu cen dla
badanych metali szlachetnych i kryptowalut - poréwnanie pomiedzy modelem
a modelem [ARMAHGARCHHFENE] Ujemna warto$¢ oznacza przewage modelu opartego wy-
lacznie o sieci neuronowe nad modelem hybrydowym [ARMAGARCHHIFENE]

Wielkosé
Instrument ARMSE [%] AMAE [%] AMAPE [%] enkodera
Dogecoin -9.09 -6.62 -3.52 16
Srebro -2.95 -3.03 -3.20 16
Ztoto -2.11 -1.42 -2.11 16
Ethereum -1.76 -1.58 -1.36 4
Bitcoin -1.72 -1.49 -1.26 8
Cardano -1.58 -1.45 -0.60 4
Litecoin -0.63 0.15 -0.38 4

Zr6dto: Obliczenia wiasne.
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W tabeli zebrane zostaly wyniki testu Diebolda-Mariano przeprowadzonego
dla RMSE] dla prognoz stép zwrotu. W tabeli znajdujg sie analogiczne wyni-
ki dla pozioméw cen. Model [LSTMHFENE] osiaga istotnie lepsze wyniki dla wszyst-
kich kryptowalut i metali szlachetnych w poréwnaniu z modelami hybrydowymi [AR

MAHGARCHHFENTE

Tabela 6.20. Wyniki testu Diebolda-Mariano dla[RMSE] dla prognoz stép zwrotu przy wyko-
rzystaniu obu metod dla badanych metali szlachetnych i kryptowalut - poréwnanie pomiedzy
modelem [LSTMHFENE[ a modelem [ARMAKGARCHHEENE

Instrument  Wynik testu DM Poziom istotnosci

Dogecoin -10.75 8.70E-25
Srebro -6.97 7.47E-12
Zloto -6.19 8.06E-10
Ethereum -4.71 2.61E-06
Bitcoin -4.52 6.28E-06
Cardano -3.78 1.62E-04
Litecoin -3.25 0.001

Zr6édto: Obliczenia wlasne.

Tabela 6.21. Wyniki testu Diebolda-Mariano dla[RMSE]dla prognoz poziomu cen przy wyko-
rzystaniu obu metod dla badanych metali szlachetnych i kryptowalut - poréwnanie pomiedzy
modelem [LSTMIFENTE] a modelem ARMAIGARCH{FENE

Instrument  Wynik testu DM Poziom istotnosci

Dogecoin -11.77 3.00E-29
Srebro -7.48 4.98E-13
Zloto -5.16 2.74E-07
Ethereum -4.94 8.04E-07
Bitcoin -5.15 2.84E-07
Cardano -4.49 7.30E-06
Litecoin -3.04 0.003

Zré6dlo: Obliczenia wlasne.

Autorski model osiaga lepsze wyniki niz modele hybrydowe [AR]
MAIGARCHHFENE] niemal dla wszystkich badanych instrumentéw i pod wzgledem

niemal wszystkich miernikow. Jedynie w nielicznych przypadkach wykorzystanie modeli

hybrydowych mogtoby by¢ uzasadnione. Dodatkowo na niekorzy$¢ modeli hybrydowych
przemawia koniecznos$¢ wezesniejszego stworzenia modelu LSTMHFENE] ktéry osiaga
lepsze wyniki. W takiej sytuacji tworzenie na jego podstawie gorszego modelu jest
bezpodstawne.

Na podstawie powyzszych wynikéw nalezy odrzuci¢ hipoteze: klasyczne modele eko-

nometrii finansowej typu[ARMA{GARCH, = autorskim modulem[FENE generujg lepsze
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(doktadniejsze) punktowe prognozy cen i stop zwrotu aktywow finansowych w poréwna-
niwu z modelams hybrydowymi opartymi na glebokich sieciach neuronowych z autorskim
modulem [FENE. Modele w pelni oparte o glebokie sieci neuronowe pozwalaja otrzy-
maé lepsze wyniki niz klasyczne modele ekonometryczne [ARMANGARCH)| nawet po

polaczeniu ich z wezesniej wytrenowanym modutem [FENE]

6.4. Podsumowanie wynikéw badan

Przedstawione w tym rozdziale wyniki dotycza mozliwosci zastosowania klasycznych

modeli ekonometrycznych ARMAIEGARCH] wzbogaconych informacjami pochodzacy-

mi z sieci neuronowej, przetwarzajacej tekst tresci wiadomosci pojawiajacych si¢ w por-
talach informacyjnych. Dane te sa przekazywane do modelu jako egzogeniczne szeregi
czasowe 0 wymiarowosci dencoder OKreslanej juz na etapie tworzenia sieci neuronowej.

Na podstawie niniejszych badan mozliwe byto czesciowe potwierdzenie ostatniej z
hipotez postawionych we wstepie: zautomatyzowana analiza finansowych wiadomosci i
postéw w mediach spolecznosciowych za pomocg algorytméw [NLP w polgczeniu z obec-
nie stosowanymi metodami prognozowania finansowych szeregow czasowych pozwala na
poprawienie efektywnosci predykcyi.

Poprzez wykorzystanie modeli hybrydowych mozliwe jest poprawienie jakosci pro-
gnoz stop zwrotu i poziomow cen dla niektérych z badanych spotek akeyjnych. Poprawa
jest mniejsza niz w przypadku modelu [LSTMHEFENE| opartego w catosci o sie¢ neuro-

nowa, jednak dla pieciu ze spdtek poprawa jest statystycznie znaczaca.

Wykorzystanie modelu w niemal wszystkich przypadkach gwarantuje
lepsze wyniki niz w przypadku hybrydowych modeli ARMAIGARCH{FENE]l Aby méc
wykorzysta¢ modut konieczne jest wezedniejsze wytrenowanie pelnego modelu

LSTMHFENEL Powoduje to, ze modelowanie przy pomocy modeli hybrydowych jest
nieuzasadnione.

Hybrydowe modele dla kryptowalut i metali szlachetnych nie osiagnety wynikéw
lepszych niz modele bazowe. Roznice w jakosci prognoz nie byty jednak duze i warto-

sciowe bytoby przeprowadzenie dalszych badan dla wiekszej rozdzielczosci czasowe].
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Konkluzje i podsumowanie

W dzisiejszym dynamicznym i nieprzewidywalnym srodowisku rynkow finansowych,
skuteczne prognozowanie cen akcji pozostaje jednym z kluczowych wyzwan dla zaréwno
inwestoréow, jak i naukowcow. Tradycyjne modele ekonometryczne, oparte na historycz-
nych danych liczbowych, byly przez lata gtéwnym narzedziem analizy i prognozowania
w tej dziedzinie. Jednakze, w ostatnich latach, postep w dziedzinie [NLP] oraz uczenia
maszynowego otwiera nowe perspektywy dla analizy finansowej poprzez wykorzystanie
tresci tekstowych dostepnych powszechnie w Internecie.

Celem niniejszej pracy doktorskiej byto zbadanie potencjatu wykorzystania technik
INLP] w procesie prognozowania cen akcji oraz poréwnanie wynikéw uzyskanych przy
uzyciu autorskiego modelu [LSTMHFENE] z tradycyjnymi modelami ekonometrycznymi
typu [ARMAHGARCH| W tym kontekscie, praca skupila sie na analizie wiadomosci

pojawiajacych sie na portalach informacyjnych i wzbogaceniu sieci neuronowej typu
[LSTMI o te dane tekstowe.

W efekcie niniejsza praca nie tylko poszerza nasza wiedze na temat zastosowa-
nia w dziedzinie finanséw, ale roéwniez wnosi praktyczny wkitad w rozwdj na-
rzedzi prognozowania cen akcji. Wyniki eksperymentow wskazujg na potencjal modelu
LS TMHFENE]w poprawie jakosci predykeji w poréwnaniu z klasycznymi modelami eko-
nometrycznymi, otwierajac nowe horyzonty w podejsciach do analizy i prognozowania
stop zwrotu i cen instrumentéw finansowych na rynkach finansowych.

W ramach niniejszej pracy doktorskiej szczegdétowo omdwiono proces implementacii,
przedstawiono wyniki eksperymentalne oraz dokonano analizy ich implikacji teoretycz-
nych i praktycznych. Praca ta nie tylko stanowi wktad w dziedzinie finanséw i analizy
rynkéw kapitatowych, lecz takze stwarza podstawy do dalszych badan i eksploracji
zastosowan technologii NLP w prognozowaniu cen akcji oraz innych obszaréw finanso-

wych.
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7.1. Metodologia badawcza

W kontekscie prognozowania stop zwrotu i poziomoéw cen akcji, analiza wiadomosci
z internetowych Zrédel za pomoca algorytméw [NLP| moze dostarczyé¢ cennych infor-
macji, ktére tradycyjne modele oparte na danych liczbowych moga pomija¢. Gtéwna
zaleta wykorzystania jest zdolnos¢ do ekstrakcji kontekstu, nastroju inwestorow
oraz ukrytych informacji z tekstu, ktére moga wptywac¢ na zachowanie rynkéw finan-
sowych.

Do przeprowadzenia eksperymentéw wykorzystano zbiér danych zawierajacy wia-
domosci z réznych zrédet internetowych (portali informacyjnych). Kazda wiadomosé
byta opatrzona data publikacji. Dane tekstowe zostaty poddane procesowi wstepnej
obrobki, obejmujacej tokenizacje¢, usuwanie znakéw specjalnych oraz normalizacje tek-
stu. Zbiér danych zawieral takze historyczne dane cen akcji oraz zwigzane z nimi miary
ekonomiczne.

Baza do wszelkich analiz byto estymowanie modeli [ARMAHGARCH] wykorzystuja-

cych wzorce aktywnosci. Prognozy tych modeli postuzyty jako punkt odniesienia dla
metod predykcji proponowanych przez autora.

Implementacja modelu opierala sie gléwnie na bibliotece uczenia ma-
szynowego TensorFlow, w jezyku Python. Sie¢ prognozujaca stopy zwrotu oparta byta
gtéwnie o klasyczna architekture sieci typu [LSTM] ktéra jako stan posredni otrzymy-
wata wyniki obliczen pochodzace z duzego pre-trenowanego modelu jezykowego typu
[BERT], ktéry nastepnie podlegal procesowi fine-tuningu wraz z reszta modelu. Model
zostal wytrenowany na danych historycznych, wykorzystujac techniki regularyzacji, ta-
kie jak dropout w celu unikniecia przeuczenia. Dobor hiperparametrow zostat przepro-
wadzony za pomocg technik walidacji, aby znalez¢ optymalne wartosci dla parametréw
modelu.

Podjeta zostata réwniez proba stworzenia modeli hybrydowych, tj. klasycznych mo-
deli [ ARMAHGARCH] ktére wykorzystuja dane zawarte w wiadomosciach tekstowych.
W tym celu modut (po wezesniejszym wytrenowaniu) uzywany byt jako enkoder

- pozwalajac przettumaczy¢ informacje tekstowe na wielowymiarowy szereg czasowy.
Tak otrzymany szereg byl nastepnie stosowany jako dane egzogeniczne dla klasycznych

modeli ekonometrycznych.

W celu oceny jakosci predykeji modelu LSTMHFENE] i modelu hybrydowego [AR-]
MAHGARCHHFENE] oraz poréwnania go z tradycyjnymi modelami ekonometrycznymi,
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wykorzystano szereg miar trafnosci prognoz. Do tych miar naleza m.in. [RMSE|i[MAE]

Poza tym, otrzymane szeregi prognoz zostaly poréwnane ze soba przy pomocy testu
Diebolda-Mariano dla RMSE] ktory umozliwia prawidtowa ocene, ktéry z modeli jest

statystycznie znaczaco lepszy.

7.2. Wyniki eksperymentéow

W rozdziatach [0]1[6] opisane zostaly szczegdtowe wyniki eksperymentéw przeprowa-
dzonych z wykorzystaniem modelu FENE| (w catoci opartego o sie¢ neurono-
wa) oraz modelu hybrydowego (modelu [ARMAlGARCHHFENE]). W obu przypadkach
analiza polegata na poréwnaniu jakosci prognoz z prognozami klasycznych modeli [AR

Analiza przeprowadzona zostata dla stép zwrotu oraz poziomdéw cen 15
najbardziej medialnych spétek gietdowych z indeksu S&P 500, 5 popularnych krypto-

walu, a takze ztota i srebra.

7.2.1. Autorski model LSTM-FENE

Wyniki wskazuja, ze model [LSTMHFENE] oparty w calosci o sieci neuronowe osiaga
lepsze wyniki w poréwnaniu z modelami [ARMAJGARCH], pod wzgledem analizowa-

nych metryk oceny dla wickszosci wybranych spotek gietdowych. Poprawa jest widoczna
w przypadku metryk [RMSE] oraz[MAE] Test Diebolda-Mariano dla[ RMSE| dowodzi tez

statystycznie znaczaca wyzszo$¢ modelu dla osmiu z wybranych spotek.

W przypadku metali szlachetnych i kryptowalut wyniki sg tylko nieznacznie lepsze
(w zaledwie dwoch przypadkach, kiedy test Diebolda-Mariano dla daje wynik
statystycznie istotny). Moze to wynika¢ z wiekszej zmiennosci tych instrumentéw finan-
sowych, a takze ogromnej liczby wiadomosci i plotek, ktore znajduja sie w Internecie.

Model [LSTMHFENE] daje zauwazalna poprawe jakosci prognoz stép zwrotu i po-
ziomdéw cen zwlaszcza w okresie bezposrednio po wystagpieniu nowych wiadomosci na
temat danej spotki lub instrumentu. Wynika to z faktu, iz to wtasnie publikacja wia-
domosci dostarcza uczestnikom rynku nowych informacji.

Tabela|7.1| przedstawia procentowa zmiane btedéw prognoz stop zwrotu wynikajaca
z uzycia autorskiego modelu LSTMHFENE] zamiast klasycznych ekonometrycznych mo-
deli ARMAHGARCH] dla 8 spoltek, dla ktérych zmiana jest najwigksza. Wykorzystanie

modelu LSTMHFENE] jest wyjatkowo korzystne.
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Tabela 7.1. Procentowa zmiana btedéw predykcji stép zwrotu dla 5 spotek indeksu S&P 500,
dla ktorych réznica jest najwieksza. Porownanie pomiedzy modelem [LSTMHFENE]a modelem

ARMAHGARCH

Spotka  ARMSE [%] AMAE [%]

TSLA -25.42 -3.54
NKE -12.85 -11.99
KO -10.46 -10.33
BA -10.16 -12.68
CRM -7.83 -11.55
GM -9.59 -9.62
JPM -5.40 -7.65
MSFT -5.01 -6.21

Zr6dto: Obliczenia whasne.

Autorski model osiagal szczegdlnie dobre wyniki dla spétek TSLA
(Tesla Inc.), NIKE Inc. (NKE), Coca-Cola Company (KO), General Motors Company

(GM), Boeing Company (BA), Salesforce.com Inc. (CRM), JPMorgan Chase & Co.
(JPM) oraz Microsoft (MSFT). Sa to jedne z najbardziej medialnych spétek indeksu
S&P 500, o ktérych wiadomosci pojawiaja sie czesto w wielu portalach o tematyce
finansowej i nie tylko. Ustalenie cechy, ktéra taczy te spotki, wymaga dalszych badan.

Stopien poprawy jakos$ci prognoz jest uzalezniony od zrédta, z ktorego pochodzg
wiadomosci. Srednia dzienna liczba wiadomosci ani ich dtugoéé nie sg znaczaco skore-
lowane z otrzymywanymi wynikami.

Model [LSTMHFENE] zachowywal si¢ stabilnie w przypadku zmiany hiperparame-
tréw w otoczeniu ich optimum. Ostateczne hiperparametry zostaty dobrane dzigki wy-

korzystaniu techniki walidacji.

7.2.2. Hybrydowe modele wykorzystujace techniki NLP

Modele hybrydowe (ARMAHGARCHHFENE]) réwniez sa w stanie uwzglednia¢ do-

datkowe informacje zawarte w wiadomosciach o tematyce finansowej. Otrzymane wy-

niki swiadczg jednak o duzo mniejszym wplywie tych informacji na wyniki niz w przy-
padku czystych sieci neuronowych.

Uzycie hybrydowych modeli skutkuje ledwie mierzalna poprawa bledéw prognoz
w przypadku czesci spotek gietdowych i pogorszeniem jakosci prognoz dla metali szla-
chetnych i kryptowalut. Test Diebolda-Mariano dla[RMSE potwierdza poprawe w przy-

padku 3-5 (w zaleznosci od wielkosci enkodera i wielkosci prognozowanej) z pietnastu
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wybranych spotek gietdowych oraz ukazuje pogorszenie wynikow dla innych instrumen-
tow finansowych.

Whptyw wielkosci enkodera tekstowe] sieci neuronowej zostat zbadany dla trzech
réznych opcji depcoder € {4,8,16}. Nie znaleziono odpowiedzi na to, ktéry z nich jest
najlepszy - parametr ten musi by¢ dobierany indywidualnie w zaleznosci od badanego
instrumentu finansowego.

W tabeli [7.2] zebrane zostaly wyniki zmiany wielko$ci btedu dla hybrydowych mo-

deli ARMAHGARCHUFENE] o réznej wielkosci enkodera w odniesieniu do klasycznych
modeli ARMAHGARCH]

Tabela 7.2. Procentowa zmiana btedow predykcji stop zwrotu dla badanych spétek indeksu

S&P 500. Poréwnanie pomiedzy modelem [ARMAHGARCHHFENE] a modelem
[ARMA}GARCH] Ujemna warto$¢ oznacza przewage badanego modelu nad modelem bazo-

WyTI.
dencoder =16 dencoder =3 dencoder =4

Spoétka | ARMSE AMAE | ARMSE AMAE | ARMSE AMAE

(%] (%] %] %] %] %]
MSFT -1.92 -2.35 -1.78 -2.23 -1.71 -2.10
GM -0.73 -0.76 -0.76 -0.91 -0.87 -0.98
CRM -0.42 -0.44 -0.47 -0.48 -0.47 -0.55
INTC -0.40 -0.66 -0.39 -0.66 -0.51 -0.75
TSLA -0.34 -3.46 -0.27 -2.74 -0.26 -2.57

Zr6dto: Obliczenia wiasne.

W niektérych przypadkach zmiana jest korzystna, jednak usredniajagc btedy dla
wszystkich badanych instrumentéw, wyniki nie sg lepsze niz osiggane przez modele
klasyczne. W tabeli zebrane zostaly procentowe zmiany bledéw (wzgledem mo-
deli ARMAHGARCH)) dla modelu oraz [ARMAHGARCHIFENE] Niniej-

sza tabela potwierdza, ze autorski model ma przewage nad modelami hybrydowymi,

zwlaszcza uzyty do prognozowania stép zwrotu spotek akcyjnych.

Tabela 7.3. Procentowa zmiana bledéw predykeji stop zwrotu dla réznych typoéw rynkow.
Tabela poréwnuje, o ile zmienia si¢ btad wzgledem klasycznych modeli ARMANGARCH] przez
wykorzystanie modelu [LSTMHFENE] lub [ARMAGARCHH{FENEL

LSTM-FENE ARMA-GARCH-FENE
Instrumenty finansowe | ARMSE [%] AMAE [%] | ARMSE [%] AMAE [%]
Spotki akeyjne -4.56 -6.19 0.09 0.05
Metale szlachetne -0.10 0.02 0.30 0.34
Kryptowaluty -0.38 0.42 1.81 1.94

Zr6dto: Obliczenia wiasne.
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Mimo iz wyniki osiggane przez modele hybrydowe nie sa tak dobre, jak wyniki
modelu opartego wylacznie na architekturze sieci neuronowej, rowniez
one moga by¢ poprawione przez odpowiednie wykorzystanie informacji pochodzacych z
tresci wiadomosci na temat spétek. Swiadezy to o znacznym potencjale wiedzy zawartej

w takich publikacjach.

7.2.3. Implikacje teoretyczne i praktyczne

Jedna z gtéwnych réznic miedzy modelem LSTMHFENE] a modelami ekonometrycz-
nymi jest elastycznos¢. Modele ekonometryczne opieraja si¢ na matematycznym opisie
relacji miedzy zmiennymi i przyjmuja pewne zatozenia dotyczace struktury danych.
W przeciwiefistwie do takiego podejscia, model [LSTMHFENE] oparty o ateoretyczne
sieci neuronowe, jest zdolny do wykrywania ztozonych wzorcéw w danych, nawet jesli
struktura nie jest dobrze zdefiniowana. Dzieki temu, moze on uwzglednia¢ nieliniowe
zaleznosci miedzy danymi tekstowymi a cenami akcji.

Sieci neuronowe sg zdolne do uwzgledniania kontekstu poprzez zautomatyzowa-
na analize tekstu . Informacje zawarte w wiadomosciach, takie jak wiadomosci
sektorowe, zmiany w zarzadzaniu firmg czy wydarzenia globalne, moga mie¢ znaczacy
wptyw na ceny akcji. Klasyczne modele ekonometryczne opieraja sie gtéwnie na danych
liczbowych, co moze prowadzi¢ do pominiecia kluczowych informacji.

Rynki finansowe sa dynamiczne i czesto reaguja na szybko zmieniajace sie warunki.
Model ma przewage w reagowaniu na nowosci, poniewaz jest zdolny
do analizy wiadomosci w czasie rzeczywistym. Modele ekonometryczne, ktore czesto
opieraja sie na historycznych danych, moga mie¢ trudnosci w radzeniu sobie z nagltymi
zmianami warunkéw rynkowych.

Modele ekonometryczne czesto charakteryzuja sie wysoka interpretowalnoscia, po-
niewaz sg oparte na matematycznych réwnaniach. W przypadku modelu[LSTM{FENE]
interpretowalno$¢ moze by¢ trudniejsza, poniewaz dziatanie sieci neuronowych jest bar-
dziej skomplikowane. Niemniej jednak, narzedzia ekstrakcji informacji moga pomoc
zrozumied, ktoére aspekty tekstu wptywaja na prognozy.

Modele oparte o gtebokie sieci neuronowe (w tym autorski model
wymagaja wiekszej mocy obliczeniowej niz klasyczne modele ekonometryczne. Ponadto
precyzyjna analiza tekstu wymaga odpowiednio przetworzonych i zrozumiatych danych
tekstowych. Modele ekonometryczne sg mniej wymagajace obliczeniowo i moga dziataé

dobrze nawet na mniej zaawansowanych komputerach.
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Przeprowadzenie eksperymentéw pozwolito na weryfikacje hipotez badawczych po-

stawionych we wstepie niniejszej pracy:

Hipoteza: Mozliwe jest efektywne zautomatyzowanie analizy finanso-
wych wiadomosci oraz posto6w w mediach spoteczno$Sciowych poprzez uzycie
wspolczesnych metod przetwarzania jezyka naturalnego — gtéwnie glebokich
sieci neuronowych.

Wynik weryfikacji: Hipoteza zostata potwierdzona. Wyniki poréwnania prognoz
modelu [LSTMHFENE] z modelami bazowymi okazaly si¢ korzystne dla tego pierwsze-
go. Wykorzystanie danych tekstowych powoduje zmniejszenie btedéow prognoz (RMSE
oraz dla jedenastu z pietnastu wybranych spétek, a takze btedu wszyst-
kich kryptowalut i metali szlachetnych. Test Diebolda-Mariano dla potwierdza,
ze wyniki te sg statystycznie znaczace dla siedmiu z pietnastu spotek i dla jednej z

kryptowalut.

Hipoteza: Wykorzystanie tresci calej wiadomosci w analizie pozwala na
osiggniecie lepszych wynikéw prognozowania niz w przypadku wykorzysta-
nia wylacznie tresci naglowkow.

Wynik weryfikacji: Hipoteza zostata potwierdzona. Model [LSTMHFENE] ktory zo-
stal wytrenowany na danych zawierajacych jedynie nagtéwki wiadomosci pozwala otrzy-
mywac prognozy lepsze niz klasyczne modele ekonometryczne. Poprawa btedow jednak
nie jest tak znaczna, jak w przypadku modelu wykorzystujacego petna tres¢ wiadomo-
Sci. Model majacy dostep do danych z petlnymi tresciami publikacji pozwala osiagnac
wieksza poprawe btedéw prognoz, a jego wyniki sg statystycznie znaczace dla wigkszej

liczby spotek.

Hipoteza: Modele oparte na gtebokich sieciach neuronowych z autorskim
modutem m generuja lepsze (dokltadniejsze) punktowe prognozy cen i
stop zwrotu aktywow finansowych w poréwnaniu z modelami wykorzystu-
jacymi klasyczne metody sztucznej inteligencji.

Wynik weryfikacji: Hipoteza zostata czesciowo potwierdzona. Giebokie sieci neu-
ronowe sg w stanie przechwyci¢ dodatkowe informacje zawarte w tekscie wiadomosci
dzigki modutowi [FENE] Wyniki otrzymane z wykorzystaniem autorskiego modutu dla

spotek gietdowych sa lepsze niz bez niego. Dla kryptowalut oraz metali szlachetnych
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zmiany nie sg jednak widoczne i hipoteza nie moze by¢ w petni potwierdzona.

Hipoteza: Wykorzystanie szeregu czasowego notowan o 5 minutowej cze-
stotliwosci jest wystarczajgce, aby zaobserwowaé zmieniong charakterystyke
zwrotow spowodowang publikacjg wiadomosci.

Wynik weryfikacji: Hipoteza zostata potwierdzona. Modelowanie $r6ddziennych lo-
garytmicznych stop zwrotu o 5-minutowej rozdzielczo$ci wraz z danymi tekstowymi
pochodzgcymi z wiadomosci finansowych publikowanych w Internecie pozwala na za-
obserwowanie podniesionej skutecznosci prognoz. Tak duza rozdzielczo$é¢ umozliwia
modelom wytapanie efektéw widocznych w okresach bezposrednio po wystapieniu no-

wych publikacji na temat réznych instrumentéw finansowych.

Hipoteza: Zautomatyzowana analiza finansowych wiadomosci i postéw
w mediach spoleczno$ciowych za pomocg algorytmoéw w polaczeniu z
obecnie stosowanymi metodami prognozowania finansowych szeregéw cza-
sowych pozwala na poprawienie efektywnosci predykcji.

Wynik weryfikacji: Hipoteza zostata czesciowo potwierdzona. Stworzenie modeli hy-

brydowych bazujacych na architekturze ARMAHGARCH] wzbogaconych o dane egzo-

geniczne wygenerowane przez modut [FENE] prowadzi do otrzymywania lepszej jakosci
prognoz tylko dla czesci z wybranych spétek. Jednak nie poprawia jakosci prognoz
bardziej zmiennych instrumentéw (metali szlachetnych lub kryptowalut). W przypad-
ku tego typu modeli, zmiany sa jednak niewielkie, a statystycznie znaczaca poprawa

prognoz byta zaobserwowana wytacznie w przypadku jednej spotki.

Hipoteza: Klasyczne modele ekonometrii finansowej typu
IMAHGARCH]| z autorskim modutem [FENE| generujg lepsze (dokladniejsze)

punktowe prognozy cen i stop zwrotu aktywéw finansowych w poréwnaniu

z klasycznymi modelami typu [ARMAHGARCH] bez tego modutu.

Wynik weryfikacji: Hipoteza zostala czeSciowo potwierdzona. Wykorzystanie mo-

dutu do generowania dodatkowych egzogenicznych danych dla modeli typu [AR

IMAHGARCH]prowadzi do otrzymywania doktadniejszych prognoz dla wigkszosci spotek
gietdowych. Wyniki osiggane dla kryptowalut i metali szlachetnych nie sg jednak w zna-

czacy sposob lepsze od bazowych modeli i hipoteza nie moze by¢ w pelni potwierdzona.
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Hipoteza: Klasyczne modele ekonometrii finansowej typu [AR-
IMAHGARCH]| z autorskim modutem [FENE| generujg lepsze (dokladniejsze)

punktowe prognozy cen i stop zwrotu aktywéw finansowych w poréwnaniu

z modelami hybrydowymi opartymi na glebokich sieciach neuronowych z
autorskim modutem [FENEL

Wynik weryfikacji: Hipoteza zostata odrzucona. Modele w pelni oparte o gtebokie
sieci neuronowe [LSTMHFENE] osiagaja wyniki lepsze niz hybrydowe modele

[ARMAHGARCHHFENE] dla wszystkich badanych klas instrumentéw finansowych.

Wprowadzenie modelu [LSTM wykorzystujacego techniki do analizy fi-
nansowej niesie za soba szereg implikacji teoretycznych. Dowodzi to, ze zaawansowane
technologie przetwarzania jezyka naturalnego maja potencjat do poprawy jakosci pro-
gnoz cen akcji. Wykorzystanie ekstrakeji kluczowych informacji z tekstéw wiadomosci
pozwala na uchwycenie nieuwzglednianych dotad aspektow, ktore moga wplywaé na
zachowanie rynkow finansowych. Implikacje teoretyczne rozciggaja si¢ rowniez na pole
nauki o danych, potwierdzajac, ze hybrydowe modele taczace dane liczbowe z tekstem,
mogg zwiekszy¢ zdolnos¢ modeli do prognozowania.

Wprowadzenie modelu do praktyki inwestycyjnej moze przyniesé re-
wolucyjne zmiany. Inwestorzy i menedzerowie portfeli moga wykorzysta¢ bardziej pre-
cyzyjne prognozy cen akcji w procesach decyzyjnych. Mozliwos¢ uwzgledniania klu-
czowych informacji z wiadomosci pozwala na szybkie i celne reagowanie na istotne
wydarzenia zwiazane z firmami, sektorami czy globalnymi trendami ekonomicznymi.

W praktyce oznacza to oparte na lepszych informacjach i trafne decyzje inwestycyjne.

7.3. Ograniczenia i perspektywy dalszych badan

Autorski model [LSTMHFENE] mimo swoich zalet, posiada pewne ograniczenia.

Wiegkszo$¢ z nich jest mozliwa do pokonania, jednak warto je uwzgledni¢ i $wiadomie
im zapobiega¢. Ponizej wymieniono podstawowe ograniczenia i potencjalne sposoby ich

unikniecia.

— Analiza tekstu jest wrazliwa na jakos$¢ danych. Nieregularnosci, btedy lub
niedoskonatosci w tekscie zZrédtowym moga wplywaé na jakosé ekstrakeji informa-
cji. Szczegodlnie problematyczna moze okazac sie analiza danych tekstowych pobiera-

nych automatycznie z wielu réznorodnych stron z wiadomosciami. Nalezy przytozy¢
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szczegblng uwage do oczyszczenia takich zbioréow danych z fragmentow reklam lub
nagtéwkoéw innych artykutéow, ktore mogly przez przypadek zosta¢ pobrane przez
crawler.

— Interpretowalnos$¢ glebokich sieci neuronowych moze by¢ trudniejsza w
poréwnaniu z klasycznymi modelami ekonometrycznymi. Moze to stanowic¢
wyzwanie dla oso6b zarzadzajacych inwestycjami. Stosowanie modeli typu ”czarna
skrzynka” | ktérej zachowania nie mozna by¢ pewnym, jest niebezpieczne ze wzgledu
na ryzyko nieprzewidzianych zachowan. Nalezy korzysta¢ z metod umozliwiajacych
zrozumienie wewnetrznej struktury modelu. Rozwdj popularnosci gltebokich sieci
neuronowych oraz duzych modeli jezykowy doprowadzit do stworzenia metodologii
pozwalajacej lepiej wyjasnié przeptyw danych w takich sieciach [18}82,203].

— Duze wymagania sprzetowe. Wytrenowanie (a nawet uruchomienie) modeli
opartych o gtebokie sieci neuronowe wymaga znacznie wiekszej mocy obliczenio-
wej niz klasyczne modele ekonometryczne. Najbardziej korzystnym sposobem jest
obecnie wykorzystanie rozwigzan chmurowych dostarczanych np. przez Google, Mi-
crosoft i Amazon, ktoére nie wymagajg samodzielnego utrzymania infrastruktury
obliczeniowej.

— Potrzeba duzych zbioréw danych. Giebokie sieci neuronowe sktadaja sie z ol-
brzymiej liczby parametréow. Aby (skuteczne) wytrenowanie tak duzego modelu
byto mozliwe, konieczne jest uzycie bardzo duzych zbiorow danych. Rozwiazaniem
moze by¢ wstepne wytrenowanie modelu na danych tatwiej dostepnych, a nastep-
nie wykorzystanie techniki transfer learningu. Jezeli to mozliwe, jeszcze lepszym

rozwiazaniem jest uzycie pre-trenowanego modelu, jesli taki jest dostepny.

Rynki finansowe sa dynamiczne i podlegaja zmianom zwigzanym z nowos$ciami eko-
nomicznymi, politycznymi oraz innymi czynnikami. Model wymaga cig-
glego uaktualniania w celu uwzgledniania nowych danych oraz wydarzen. Zaniedbanie
aktualizacji moze prowadzi¢ do utraty skutecznos$ci modelu w przewidywaniu ruchéw
cen akcji.

W niektoérych przypadkach ekstrakcja informacji moze byé¢ utrudniona ze wzgle-
du na ztozone wzorce tekstu. Wspoétzaleznosci miedzy stowami i kontekstem, a takze
zmienne znaczenie termindéw, moga wptywac na trafno$¢ analizy. Wymaga to zastoso-
wania bardziej zaawansowanych technik przetwarzania jezyka naturalnego, aby zwiek-

szy¢ precyzje analizy. Korzystne bytoby m.in. wykorzystanie bazy wiedzy ze zgroma-
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dzonymi faktami na temat analizowanych spétek lub innych instrumentéw. Dzieki temu
model otrzymywalby dodatkowy kontekst, ktéry nie zawsze jest zawarty w tekscie arty-
kutu. Do najbardziej wartosciowych informacji, ktére nie zawsze znajduja sie w tekscie

wiadomosci, mozna zaliczy¢:

— liste konkurencyjnych firm - sukcesy i niepowodzenia konkurencji moga wpltywaé
na kurs badanej spotki,

— liste produktow i ustug - artykuty opisujace produkty i ustugi nie zawsze maja jasne
odniesienia do spotki, ktora je dostarcza,

— lista powiazanych oséb - wielu dyrektorow i inwestoréw wyzszego szczebla jest po-
wiazanych z kilkoma spotkami i wiadomosci na ich temat (np. plotki o skandalach)

moga mie¢ wptyw na nie wszystkie.

Tego typu fakty moga byé¢ dodawane do wejscia czedci tekstowej przez wykorzysta-
nie prompt engineeringu, czyli zapisanie ich w postaci tekstu, cho¢ niekoniecznie w
sformalizowany sposéb.

Mimo ograniczen, wprowadzenie modelu korzystajacego z technik [NLP] w analizie
finansowej otwiera wiele perspektyw dalszych badan. Istnieje potencjal do rozwinie-
cia bardziej zaawansowanych technik ekstrakcji informacji, co moze poprawi¢ jakosé¢
prognoz. Hybrydowe modele taczace dane tekstowe z innymi danymi finansowymi mo-
ga rowniez znaczaco rozszerzy¢ zastosowania tej technologii w dziedzinie analizy fi-
nansowej. Ponadto badania nad optymalizacjg hiperparametrow modelu oraz testy na
roznych rynkach i czestotliwosciach danych, moga dostarczy¢ bardziej wszechstronne i
ogoblne wyniki.

Dodatkowe badania, ktére mogtyby znaczaco poprawi¢ prezentowane w niniejszej

pracy wyniki, obejmujg gtéwnie prace nad danymi wejSciowymi modeli, w tym:

— Zastosowanie wiekszej (a takze mniejszej) rozdzielczosci. Prowadzenie obliczent na
danych o 1 minutowym skoku nie byto mozliwe w tych badaniach ze wzgledu na
znacznie wiekszg ztozonosé obliczeniows oraz dostepnos$é¢ danych.

— Wykorzystanie zrodet wiadomosci innych niz tylko portale informacyjne - w tym
miedzy innymi Twitter oraz inne media spotecznosciowe.

— Wykorzystanie publikacji, ktore nie wspominaja bezposrednio danej spotki, np.
informacje o podniesieniu stop procentowych przez banki centralne czy politycznych

wydarzeniach majacych wptyw na cata gospodarke.
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Wprowadzenie technik [NLP|w analizie finansowej moze réwniez wiazac si¢ z pewny-
mi wyzwaniami etycznymi. Analiza tekstu moze prowadzi¢ do wykrywania informac;ji,
ktore sg poufne lub ktére mogg wpltynac¢ na manipulacje rynkami. Konieczne jest odpo-
wiednie zachowanie zasad poufnosci i etyki w procesie przetwarzania i wykorzystywania

danych tekstowych.

7.4. Podsumowanie

W niniejszej pracy doktorskiej przeprowadzona zostata kompleksowa analiza wy-
korzystania technik przetwarzania jezyka naturalnego w prognozowaniu finansowych
szeregow czasowych (logarytmicznych stép zwrotu) dla spotek akcyjnych, metali szla-
chetnych i kryptowalut. Autorski model ktory taczy analize tekstu z da-
nymi liczbowymi, zostal zaimplementowany i przetestowany na danych historycznych.
Wyniki eksperymentéw potwierdzity przewage tego typu modelu nad klasycznymi mo-
delami ekonometrycznymi, zaréwno pod wzgledem miernikéw trafnosci prognoz, jak i
zdolnosci do uwzgledniania kontekstu.

Wprowadzenie modeli opartych o techniki do praktyki inwestycyjnej moze
przynie$¢ znaczace korzysci. Inwestorzy, analitycy i menedzerowie portfeli moga ko-
rzysta¢ z bardziej precyzyjnych prognoz cen akcji opartych na ekstrakeji kluczowych
informacji z wiadomosci. To z kolei moze prowadzi¢ do decyzji inwestycyjnych opar-
tych o konkretne informacje, zwickszajac potencjal generowania zyskow i minimalizujac
ryzyko.

Niniejsza praca otwiera drzwi do wielu kierunkéw dalszych badan. Dalsza opty-
malizacja modelu [LSTMFENE] badania nad bardziej zaawansowanymi technikami
ekstrakeji informacji, a takze rozwiniecie hybrydowych modeli taczacych roézne zrodta
danych, moga przyczynic¢ sie do dalszego zwiekszenia skutecznosci prognoz. Rozsze-
rzenie modelu na inne instrumenty finansowe oraz analize ryzyka finansowego stanowi
kolejne intrygujace wyzwania badawcze.

Whprowadzenie technologii przetwarzania jezyka naturalnego do analizy finansowej
ma potencjal do zmiany sposobu, w jaki podchodzi sie do prognozowania cen akcji.
Model [LSTMHFENE] ktory taczy dane tekstowe z danymi liczbowymi, pokazuje, ze
ekstrakcja informacji z wiadomos$ci moze dostarczy¢ istotnych informacji, ktére wpty-
waja na zachowanie rynkéw finansowych. Cho¢ istniejg ograniczenia i wyzwania, dalsze

badania oraz rozwoj technologii moga przyniesé¢ znaczacy postep w tej dziedzinie.
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Niniejsza praca jest ukierunkowana na stworzenie mostu miedzy dziedzinami finan-
sOw 1 przetwarzania jezyka naturalnego, otwierajac nowe horyzonty w analizie finanso-
wej. Otrzymane wyniki dajg nadzieje na przysztosc, w ktérej zaawansowane technologie
beda staly sie integralng czescig narzedzi inwestycyjnych, przyczyniajac sie do lepszego

zrozumienia i prognozowania zachowan rynkow kapitatowych.
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A.1. Autorskie kody zrédlowe programow

A.1.1. Pobieranie tresci wiadomosci finansowych

Ponizsza klasa w jezyku Python stuzy do pobierania nagtéwkow oraz tresci wiado-

mosci finansowych z serwisu CityFalcon [27].

import pandas as pd

from datetime import datetime, timedelta

from readability import Document

import requests

import re

import json

import random

import time

from selenium import webdriver

from selenium.webdriver.common.by import By
from selenium.webdriver.support import ui

from selenium.webdriver.support import expected_conditions as EC
from selenium.webdriver.common.keys import Keys

import ast

def cleanhtml (raw_html):
cleanr = re.compile(’<.*?7>7)
cleantext = re.sub(cleanr, ’’, raw_html)

return cleantext

def get_article(url):

try:
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headers = {
’user-agent’: ’Mozilla/5.0 (Macintosh; Intel Mac 0S X °’
»10_11_6) AppleWebKit/537.36 (KHTML, like Gecko) ’
>Chrome/56.0.2924.87 Safari/537.36°,

}

response = requests.get(url,headers=headers, timeout=5)

doc = Document (response.text)

return cleanhtml (doc.summary ()) .strip ()

except:

return "SCRAPER ERROR - Some HTML error"

def get_js_articles(js_articles_df):

driver = webdriver.Safari(
executable_path = ’/usr/bin/safaridriver’)
processed_rows = []

for i in range(len(js_articles_df)):

row = js_articles_df.iloc[i]
source_name = rowl["source_name"]
url = row["url"]

driver.get (url)

try:
if source_name == "cnn.com":
accept_all= ui.WebDriverWait (driver ,10).until(
EC.element_to_be_clickable ((By.XPATH,
>//*[@id="onetrust-accept-btn-handler"]’)))
elif source_name == "investors.com":
accept_all= ui.WebDriverWait (driver ,10).until (
EC.element_to_be_clickable ((By.ID,
"gdpr-accept-button")))
else:
print ("BAD SOURCE NAME")
accept_all.click()
except:

pass

time.sleep(random.randint(3,4))
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def

article_content = driver.page_source

doc = Document(article_content)
clean_page = cleanhtml (doc.summary()).strip()
row["full_article"] = clean_page

processed_rows.append (row)
driver.delete_all_cookies ()
driver.quit ()
del driver

js_articles_processed_df = pd.DataFrame(processed_rows)

return js_articles_processed_df

get_sa_articles(sa_articles_df, max_num_retries = 8,
verbose = False, skip=True):
if skip:
clean_page = f’S3CRAPER ERROR - Skipping Seeking Alpha’
pass_df = sa_articles_df.copy()
pass_df ["full_article"] = clean_page
return pass_df
sa_articles_df = sa_articles_df.sort_values ("uuid",
ascending = True)
log_pass = [(’°d2020@student.uek.krakow.pl’, ’>1qA2wS3eD4rF’),
(’bednarrski@gmail.com’, ’2wS3eD4rF5tG’),
("piotr.exmachina@gmail.com", "3eD4rF5tG6yH"),
("piotr@dodo.work", "4rF5tG6yH7uJ")]

log_pass_idx = random.randint(0,len(log_pass)-1)

login, password = log_pass[log_pass_idx]

url_login = ’https://seekingalpha.com/login’

login_xpath = ’//x[@id="root"]/div[1]/main/div[2]/form/div/’
’div[1]/1label/div/input’
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password_xpath = ’//*[@id="signInPasswordField"]"’
signin_button_xpath = ’//*x[Q@id="root"]/div[1]/main/div[2]/form/’
’button’

start_signin_xpath = ’/html/body/div[2]/div[2]/div/div[2]1/’\

’section/div/div[2]/div/button’

driver = webdriver.Safari(
executable_path = ’/usr/bin/safaridriver’)
print(f’Log in as {login}’)

driver.get (url_login)

login_box = ui.WebDriverWait (driver ,10).until(
EC.element_to_be_clickable ((By.XPATH, login_xpath)))
login_box.send_keys(login)

password_box = ui.WebDriverWait (driver,10).until(
EC.element_to_be_clickable ((By.XPATH, password_xpath)))
password_box.send_keys (password)

password_box.send_keys (Keys.ENTER)

time.sleep(random.randint(5,7))

num_relogins = 0
processed_rows = []
for i in range(len(sa_articles_df)):

row = sa_articles_df.iloc[i]

if not skip:

url = row["url"]

driver.get (url)

time.sleep(random.randint(3,5))

try:
article_content = driver.find_element (By.XPATH,
"//*[@data-test-id=’article-content’]")

doc = Document (
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article_content.get_attribute (’innerHTML’))

clean_page = cleanhtml (doc.summary()).strip()

except:

for j in range(max_num_retries):

if j > 4:

print (£°\t{j}, {urll}’)

driver .delete_all_cookies ()

driver.quit ()

del

driver

time.sleep(6*j+random.randint (6,9))

log_pass_idx = (log_pass_idx + 1)%len(log_pass)

login, password = log_pass[log_pass_idx]

driver = webdriver.Safari(

executable_path = ’/usr/bin/safaridriver’)

if verbose:

print (f’Re-log in as {login}’)

num_relogins += 1

driver.get(url_login)

try:

login_box = ui.WebDriverWait (driver ,10)\
.until (EC.element_to_be_clickable (
(By.XPATH, login_xpath)))
login_box.send_keys(login)

password_box = ui.WebDriverWait (driver,10)\
.until (EC.element_to_be_clickable (
(By .XPATH, password_xpath)))
password_box.send_keys (password)

password_box.send_keys (Keys.ENTER)

time.sleep(random.randint (3,5))

driver.get (url)
time.sleep(random.randint (3,5))
try:
article_content = driver.find_element (
By .XPATH,

"//*x[@data-test-id=’article-content’]"
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)
doc = Document (article_content)\
.get_attribute (’innerHTML’))
clean_page = cleanhtml (doc.summary ())\
.strip()
success = True
break
except:
success = False
except:
success = False
if success == False:

clean_page = f’SCRAPER ERROR - Error after ’\
f’{max_num_retries+1} retries on Seeking Alpha’
print (f’\tError after {max_num_retries+1} retries’

f’with URL:\n\t\t{url}’)

else:

clean_page = f’SCRAPER ERROR - Skipping Seeking Alpha’

row["full_article"] = clean_page

processed_rows.append (row)

driver.quit ()

del driver

print (f ’For SeekingAlpha {num_relogins} re-logins were needed.’)

sa_articles_processed_df = pd.DataFrame(processed_rows)

return sa_articles_processed_df

class NewsGetter ():
def __init__(self, config):

self. _config = config["news_getter"]

self .news = pd.DataFrame ()

def get_news (self, date_start = "beginning", date_end = "now",
symbols = [], verbose = False):

source = self._config["source"]
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if date_end == "now":

date_end = datetime.utcnow().strftime(’%Y-%m-%d-%H:%M:%S’)

if date_start == "beginning":
date_start = "1970-01-01-00:00:00"
if source == "yahoo_scraper":
self .news = self.load_yahoo_scraped_news(
date_start, date_end, symbols, verbose = verbose)
if source == "city_falcon_api":
self .news = self.load_city_falcon_api_news(
date_start, date_end, symbols, verbose = verbose)
if source == "city_falcon_scraper":
self .news = self.city_falcon_scraped_news (
date_start, date_end, symbols, verbose = verbose)
else:

if verbose:

print ("No such news data source.")

load_city_falcon_api_news (self, date_start, date_end, symbols,

verbose = False):

get_full_articles = self._config["get_full_articles"]
symbols_search = self._config["symbols_search"]

city_falcon_api_key = self._config["city_falcon_api_key"]

city_falcon_timeframe = self._config["city_falcon_timeframe"]
if len(symbols) == 0:

symbols = ["AAPL", "IBM", "TSLA", "AMZN"]
identifier_type = "full_tickers"

symbols_fixed = []
for symbol in symbols:

if symbol[0] == "#":
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symbol = symbol[1:]

identifier_type = ’assets’
else:

symbol = symbol+"_US"
symbols_fixed.append (symbol)

url = ’https://api.cityfalcon.com/v0.2/stories?’+\
f’identifier_type={identifier_typel}&’+\
f’identifiers={",".join(symbols_fixed)}&’+\
’categories=mp&’+\
'min_cityfalcon_score=20&’+\
>order_by=latest&’+\
’languages=en&’+\
f’access_token={city_falcon_api_keyl}&’+\

f’time_filter={city_falcon_timeframel}’

if verbose:

print (£ ’URL:\n{url}\n’)

response = requests.get(url)

articles_dict = json.loads(response.text)

try:

old_news_df = pd.DataFrame(articles_dict[’stories’])
except:

print ("URL:", url)

print ("Symbols:", symbols)

print (response.text)

0ld_news_df = pd.DataFrame ([])

if verbose:
print (f’There are {len(old_news_df)} news items’

’loaded from City Falcon API.’)

if len(old_news_df) == 0:

return old_news_df

0ld_news_df ["published"] = pd.to_datetime(
0ld_news_df ["publishTime"]) .apply(
lambda x: x.strftime (’%Y-Y%m-%d-%H:%M:%S’))
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0ld_news_df = old_news_df[
(old_news_df ["published"] > date_start) &\
(0old_news_df ["published"] <= date_end)]

del old_news_df ["publishTime"]

if verbose:
print (f ’There are {len(old_news_df)} news items left’

’after filtering.’)

return old_news_df

def city_falcon_scraped_news (self, datetime_start_str,
datetime_end_str, symbols, verbose = False):
if datetime_start_str == "beginning":
datetime_start_str = "1970-01-01-00:00:00"
if datetime_end_str == "now'":
datetime_end_str = datetime.utcnow ()\

.strftime (°%Y-Y%m-%d-%H:%M:%S?)

date_start = datetime.strptime(datetime_start_str,
YWY -%m=%d-%H:%M:%S’) .date ()
date_end = datetime.strptime(datetime_end_str,

*%Y-Ym-%d-%H:%M:%S’) .date ()

date_list = [
(date_start + timedelta(days=x)).strftime("’Y-%m-%d")\

for x in range(0, (date_end-date_start).days+1)]

symbols_fixed = []
for symbol in symbols:
if symbol[0] == "#":
symbols_fixed.append(symbol[1:])
else:

symbols_fixed.append (symbol+"_US")
# Get the headlines and URLs
def any_symbol_in_search_tags(search_tags, symbols):

search_tags = ast.literal_eval(search_tags)

for search_tag in search_tags:
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for symbol in symbols:
if search_tag == symbol:
return True

return False

temp_df_list = []
for date in date_list:
file_path = self._config[’city_falcon_headlines_path’] +\
f’{date[0:4]}/news_{date}.csv’

temp_df = pd.read_csv(file_path)

temp_df = temp_df [temp_df["search_tags"]\
.apply(lambda search_tags : any_symbol_in_search_tags(
search_tags, symbols_fixed))]

temp_df_list.append(temp_df)

0ld_news_df = pd.concat(temp_df_list)
del old_news_df [’Unnamed: 0°]

old_news_df = old_news_df [
(old_news_df ["published_utc"] > datetime_start_str) &\
(old_news_df ["published_utc"] <= datetime_end_str)]
old_news_df ["full_article"] = 77
0ld_news_df ["description"] = old_news_df["description"]\

.fillna(’?)

if self._configl["get_full_articles"]:
corrupted_dates = []
for date in date_list:
try:
file_path = \
self. _config[’city_falcon_full_news_path’] +\
f’{date[0:4]}/full_articles_{datel}.csv’

temp_df = pd.read_csv(file_path, sep=’;’)

old_news_df = pd.merge(old_news_df, temp_df,
how="1left", on="uuid",
suffixes=(’’, ’_added’))
old_news_df["full_article_added"] =\
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0ld_news_df ["full_article_added"].fillna(’’)
0ld_news_df ["full_article"] =\
0ld_news_df ["full_article"] +\
old_news_df ["full_article_added"]
del old_news_df["full_article_added"]
except:

corrupted_dates.append (date)

if len(corrupted_dates) > O:
print (f’\tThere were {len(corrupted_dates)}\
corrupted news files for dates:\

\n\t\t{corrupted_dates}’)

return old_news_df

def load_yahoo_scraped_news (self, date_start, date_end, symbols,
verbose = False):
file_path = self._config["yahoo_file_path"]
earliest_parsed_date = self._config["yahoo_earliest"]
get_full_articles = self._config["get_full_articles"]

symbols_search = self._config["symbols_search"]

old_news_df = pd.read_csv(file_path)
del old_news_df ["Unnamed: 0"]

old_news_df = old_news_df[old_news_df["title"] != "title"]
old_news_df

old_news_df [

0ld_news_df ["parsed_datetime"] > earliest_parsed_date]

earliest_df = old_news_df.groupby("link")\
.agg({"published" : min}).reset_index ()

old_news_df = earliest_df.merge(old_news_df, how="inner")

if verbose:
print (f ’There are {len(old_news_df)} news items loaded\

from Yahoo scraped file.’)

old_news_df = old_news_df [
(old_news_df ["published"] > date_start) &\
(old_news_df ["published"] <= date_end)]
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0ld_news_df ["website"] = old_news_df["link"].apply(
lambda x : (x.split("/"))[2])

if get_full_articles:
old_news_df ["full_article"] = old_mnews_df["link"]\

.apply(get_article)

if len(symbols) > O0O:
symbols_keywords = self.get_symbols_keywords (symbols)

if verbose:

print (f ’Keywords used for search: {symbols_keywordsl}’)

if symbols_search == "title":
old_news_df = old_news_df[old_news_df["title"]\
.apply(lambda x : any(keyword in x\
for keyword in symbols_keywords))]

if get_full_articles:
if symbols_search == "full_article":
old_news_df = old_news_df [
old_news_df ["full_article"].apply(lambda x :\
any (keyword in x for keyword in\

symbols_keywords))]

elif symbols_search == "everywhere":
old_news_df = old_news_df [
(old_news_df ["title"].apply(lambda x :\
any (keyword in x for\
keyword in symbols_keywords))) |
(old_news_df ["full_article"].apply(lambda x :\
any (keyword in x for)\

keyword in symbols_keywords)))]

else:
if (symbols_search == "full_article") |\
(symbols_search == "everywhere"):

if verbose:

print ("You need to set get_full_articles to\

True to search in full articles.™")

old_news_df = old_news_df.rename(columns={"1link" : "url"})
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if verbose:
print (f ’There are {len(old_news_df)} news items left)\

after filtering.’)

return old_news_df

def get_symbols_keywords (self, symbols, verbose = False):
keywords = []
for symbol in symbols:

temp_keywords = [symbol, symbol.lower ()]
if symbol.upper () in SYMBOLS_TEMP_DICT:
temp_keywords = temp_keywords +\
SYMBOLS_TEMP_DICT [symbol.upper ()]

keywords = keywords + temp_keywords

keywords = list(set(keywords))

return keywords
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A.1.2. Pobieranie historycznych notowan gietdowych

Klasa StocksGetter zostata stworzona do pobierania historycznych notowan gietdo-
wych i tgczenia ich z pobranymi wiadomo$ciami w sposob zapewniajacy odpowiednig
chronologie. Dane pobierane sa z serwisu Alpha Vantage [3].

import pandas as pd

from datetime import datetime

import requests

import json

from io import StringIO

from data.news_getter import NewsGetter

import time

class StocksGetter ():
def __init__(self, config):
self. _config = config["stocks_getter"]
self.quotes = pd.DataFrame ()
self .news = pd.DataFrame ()

self.symbol = ""

self .metadata = {}

def get_historical_quotes_from_file(self, symbol,
date_start = "beginning", date_end = "now"
self .symbol = symbol
if date_end == "now":
date_end = datetime.utcnow().strftime (’%Y-Y%m-%d-%H:%M:%S’)
if date_start == "beginning":

date_start = "1970-01-01-00:00:00"

filepath = f’{self._config["stocks_dir"]}{self.symboll}_\
{self._config["interval"]l}.csv’

print (f ’Loading data from file: {filepathl}’)

raw_df = pd.read_csv(filepath)

del raw_df ["Unnamed: 0"]

self .metadata = {
"2. Symbol": symbol,
"4. Interval": self._config["interval"],

"6. Time Zone": self._config["forced_timezone"]



Aneks

def

247

}
print (f ’Metadata loaded from job config:\n{self.metadatal}’)

raw_df = raw_df[
(pd.to_datetime (raw_df ["time"]) <=\
pd.to_datetime (date_end)) & \
(pd.to_datetime (raw_df ["time"]) >=\

pd.to_datetime (date_start))]

raw_df ["time_dt"] = pd.to_datetime(raw_df["time"])
raw_df .set_index ("time_dt")
raw_df ["time_utc"] = raw_df["time_dt"]\
.dt.tz_localize(tz=self.metadatal[’6. Time Zone’])\
.dt.tz_convert ("UTC") .apply(lambda x: x.strftime(
PRY=Ym=%d=-%H:%M: %S ))
del raw_df["time_dt"]

raw_df ["date"] = pd.to_datetime(raw_df["time"])\
.apply (lambda x: x.strftime(’%Y-%m-%d’))

self.quotes = raw_df
get_historical_quotes (self, symbol, date_start = "beginning",
date_end = "now", get_metadata = True):

self .symbol = symbol
if date_end == "now":

date_end = datetime.utcnow () .strftime(’’Y-Ym-%d-%H:%M:%S’)
if date_start == "beginning":

date_start = "1970-01-01-00:00:00"

api_key = self._configl["av_api_key"]

interval = self._config["interval"]

adjusted self . _config["adjusted"]

function = "TIME_SERIES_INTRADAY_EXTENDED"
output_size = "full"
data_type = "csv"

if get_metadata:
print ("Getting Metadata from Alpha Vantage.\nWARNING:\




Aneks 248

This is using one additional API call!")
# Load JSON to get metadata
url = f’https://www.alphavantage.co/query?’+\
f’>function=TIME_SERIES_INTRADAY’+\
f’&symbol={self.symbol.replace(".", "=-")}’+\
f’4interval={intervall}’+\
f’&outputsize=compact’+\
f’gapikey={api_key}’+\
f’&datatype=json’

time.sleep(12)
response = requests.get(url)

response_dict = json.loads(response.text)

if "Meta Data" in response_dict:

self .metadata = response_dict["Meta Data"]
else:

success = False

counter = 0

while not success and counter < 10:
counter += 1
time.sleep(12)
response = requests.get(url)
response_dict = json.loads(response.text)
if "Meta Data" in response_dict:
self .metadata = response_dict["Meta Data"]
success = True
else:
print (response.text)
print (counter, url)
else:
self .metadata = {
"2. Symbol": symbol,
"4, Interval": interval,
"5. Output Size": output_size,
"6. Time Zone": self._config["forced_timezone"]
}

print (f’Metadata from job config:\n{self.metadatal}l’)

# Load actual data, iterating over API responses

time_delta = datetime.utcnow() - datetime.strptime(date_start,
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YhY=Ym=%d-%H:%M: %S )
months = int(time_delta.days/30)+1

if months > 24:
months = 24
if months < 1:
months = 1
slices = ["year"+str(int (month/12)+1)+"month"+str(

month’12+1) for month in range (months)]

temp_df_list = []
print (f’Parsing {len(slices)} slices for {symboll}:’)
for s in reversed(slices):
print (f’Getting {s}...?)
url = f’https://www.alphavantage.co/query?’+\
f’function={functionl}’+\
f’&symbol={self.symbol.replace(".", "=-")}’+\
f’%interval={intervall}’+\
f’&slice={s}’+\
f’%adjusted={adjusted}’+\

f’%apikey={api_keyl}’

time.sleep(12)

response = requests.get(url)
raw_data = StringIO(response.text)
temp_df = pd.read_csv(raw_data, sep=",")

if "time" in list(temp_df.columns):
temp_df_list.append(temp_df)
else:
success = False
counter = 0
while not success and counter < 10:
counter += 1
time.sleep(12)
raw_data = StringI0(response.text)
temp_df = pd.read_csv(raw_data, sep=",")
if "time" in list(temp_df.columns):
temp_df_list.append(temp_df)
success = True

else:

249




Aneks

def

print (response.text)

print (counter, url)

if len(temp_df_1list) > O:

raw_df pd.concat(temp_df_list)

raw_df [

raw_df

(pd.to_datetime (raw_df ["time"]) <=\
pd.to_datetime (date_end)) & \

(pd.to_datetime (raw_df ["time"]) >=\

pd.to_datetime (date_start))]

raw_df ["time_dt"] = pd.to_datetime(raw_df["time"])
raw_df .set_index ("time_dt")
raw_df ["time_utc"] = raw_df["time_dt"]\
.dt.tz_localize(tz=self .metadata[’6. Time Zone’])\
.dt.tz_convert ("UTC") .apply(lambda x: x.strftime(
PhY=Ym=%d-%H:%M:%S%))
del raw_df["time_dt"]

raw_df ["date"] = pd.to_datetime(raw_df["time"])\
.apply(lambda x: x.strftime(’%Y-%m-%d’))

self .quotes raw_df
else:

self .quotes = pd.DataFrame ()

get_recent_quotes (self, symbol):

self .symbol = symbol

api_key = self._configl["av_api_key"]

interval = self._config["interval"]

adjusted self . _config["adjusted"]

function = "TIME_SERIES_INTRADAY"
output_size = "full"
data_type = "csv"

# Load JSON to get metadata

url = f’https://www.alphavantage.co/query?’+\
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f’function=TIME_SERIES_INTRADAY’+\
f’&symbol={self.symbol.replace(".", "=")3}’+\
f’%interval={intervall}’+\
f’&outputsize=compact’+\
f’4apikey={api_key}’ +\

f’&datatype=json’

response = requests.get(url)

self .metadata = json.loads (response.text) ["Meta Data"]

# Load actual data

url = f’https://www.alphavantage.co/query?’+\
f’function={functionl}’+\
f’4symbol={self.symbol.replace(".", "=")}’+\
f’&interval={intervall}’+\
f’%adjusted={adjusted}’+\
f’&outputsize={output_sizel}’+\
f’4apikey={api_key}’+\
f’&datatype={data_typel}’

response = requests.get(url)

raw_data = StringIO(response.text)
raw_df = pd.read_csv(raw_data, sep=",")
self .quotes = raw_df

augment_with_news (self, news_getter,

adjusting_method="nearest", market_open_only = False):
date_min = self.quotes["time_utc"].min ()
date_max = self.quotes["time_utc"] .max()

print (date_min)

print (date_max)

if market_open_only:

self.limit_to_market_hours ()

news_getter.get_news (
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date_min, date_max, symbols=[self.symboll)

temp_news = news_getter.news

temp_news ["published_dt"] = pd.to_datetime(
temp_news ["published_utc"])
self .quotes["time_utc_dt"] = pd.to_datetime (

self.quotes["time_utc"])

temp_news.sort_values (’published_dt’, inplace=True)

self.quotes.sort_values(’time_utc_dt’, inplace=True)

temp = self.quotes.set_index(’time_utc_dt’)\
.reindex (temp_news.set_index (’published_dt’).index,
method=adjusting_method) .reset_index ()
adjusted_new = pd.merge(temp_news, temp, on=’published_dt’)\
[list(temp_news.columns)+["time_utc"]]\

.rename (columns = {"time_utc" : "published_adjusted_utc"})

del self.quotes["time_utc_dt"]

del adjusted_new["published_dt"]

self .news = adjusted_new

def limit_to_market_hours(self):

market_opening_time = self._config["market_hours"][0]
market_closing_time = self._config["market_hours"][1]
self.quotes["time_dt"] = pd.to_datetime(self.quotes["time"])
self.quotes = self.quotes.set_index("time_dt")

self.quotes = self.quotes.between_time (market_opening_time,

market_closing_time) .reset_index ()

del self.quotes["time_dt"]



Aneks 253
A.1.3. Generowanie zmiennych modelowanych

Klasa FeatureGenerator jest uzywana do przygotowania surowych danych do dal-

szego modelowania wykorzystujac klasy NewsGetter oraz StocksGetter.

from data.news_getter import NewsGetter
from data.stocks_getter import StocksGetter
from datetime import timedelta

import numpy as np

import pandas as pd

import re

def make_substitutes(article, substitutes_dict, order=None):

categories = substitutes_dict.keys()

order_set = set(order)
categories_set = set(categories)

remaining_categories = list(categories_set.difference (order_set))
ordered_categories = order + remaining_categories

for category in ordered_categories:
for named_entity_pattern in substitutes_dict[category]:

article = re.sub(named_entity_pattern, category, article)
return article

def backward_then_forward(arr):
df = pd.DataFrame (arr)
df .fillna(method="ffill’, axis=0, inplace = True)
df .fillna(method="bfill’, axis=0, inplace = True)
out = df[0].values

return out

class FeatureGenerator ():
def __init__(self, config):
self._config = config
self._sg_ng_config = {
"news_getter" : {
"source" : "city_falcon_scraper",
"yahoo_file_path" oy

"city_falcon_headlines_path" oy
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"city_falcon_full_news_path" oy,

"yahoo_file_path"

"yahoo_earliest"

"city_falcon_api_key"

"city_falcon_timeframe"

"symbols_search"

nn
>

nn
>

nn
>

llwlll s

"everywhere",

"get_full_articles" True,
3,
"stocks_getter" : {
"interval" self. _config["interval"],
"adjusted" "true",
"av_api_key" "y,
"forced_timezone" "US/Eastern",
"market_hours" ("09:30:00", "16:05:00"),
"stocks_dir" o
3,
}
self.quotes_news = pd.DataFrame ()
self.sg = StocksGetter(self._sg_ng_config)
self .ng = NewsGetter (self._sg_ng_config)
self.corrupted_symbols_list = []

load_all_symbols (self):

for i, symbol in enumerate(self._config["symbols"]):

print (£ ’\nSymbol: {i}/{len(self._config["symbols"])1}’)

symbol_data_with_news =\
self.load_symbol_data_with_news (symbol)

if symbol_data_with_news is not None:
symbol_data_with_news [

symbol_data_with_news["volume"] < 0.0 ] =

symbol_data_with_news_grouped =\

symbol_data_with_news.groupby("time_utc") .agg({

np.nan

"time" "min",
"open" "min",
"high" "min",
"low" "min",
"close" "min",
"volume" "min",
"date" "min",
"uuid" list,
"title" list,
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"description" : 1list,

"asset_tags" : list,

"search_tags" : list,

"url" : list,

"source_name" : list,
"published_utc" : list,

"date_utc" : min,

"full_article" : 1list,
"published_adjusted_utc" : "count",
"symbol" : min,

}) .reset_index () .sort_values("time_utc").rename (

columns={"published_adjusted_utc":"article_count"})

distinct_dates = list(symbol_data_with_news["date"]\

.drop_duplicates ())

for date in distinct_dates:
single_date_df =self.generate_timeseries_features/(
symbol_data_with_news_grouped, date)
self.quotes_news = pd.concat(

[self.quotes_news, single_date_df])

if self._config["timeseries_fill_ma"] ==\
"backward_then_forward":
for feature in self._config["timeseries_features"]:
self .quotes_news [feature+" _past"] =\
self .quotes_news [feature+" _past"]\
.apply (backward_then_forward)
print ("Corrupted symbols in this run: ",

self.corrupted_symbols_list)

def load_symbol_data_with_news(self, symbol):
if self._config["load_quotes_from_files"]:
try:
self .sg.get_historical_quotes_from_file (symbol,
date_start=self._config["date_start"]+"-00:00:00",
date_end = self._config["date_end"]+"-23:59:59")
except:
print ("\tFile does not exist.")

return None
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else:
self.sg.get_historical_quotes (symbol,
date_start = self._config["date_start"]+"-00:00:00",
date_end = self._config["date_end"]+"-23:59:59")

print ("\tLen quotes:", len(self.sg.quotes))

if len(self.sg.quotes) > O:
self.sg.augment_with_news (self.ng,
market_open_only=self._config["limit_to_market_open"])

print ("\tLen news:", len(self.sg.news))

merged_df = pd.merge(self.sg.quotes, self.sg.news,
how=’1left’, left_on = "time_utc",
right_on="published_adjusted_utc")

merged_df ["symbol"] = symbol

return merged_df

else:
print ("\tLen news:", 0)

return None

def time_window(self, time_utc, col_name, full_time_df,

window_len_mins, interval_mins):

backward = (window_len_mins < 0)
window_len_mins = abs(window_len_mins)
expected_length = window_len_mins//interval_mins

if backward:
window_values = full_time_df [
(full_time_df ["time_utc"] >=\
time_utc-timedelta(minutes=window_len_mins)) &\
(full_time_df["time_utc"] <=\
time_utc)] [col_name] .values
expected_length += 1
window_values = np.pad(window_values,
(expected_length-len(window_values),0),

>constant’, constant_values=(np.nan))

else:
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window_values = full_time_df[
(full_time_df ["time_utc"] > time_utc) &\
(full_time_df ["time_utc"] <= time_utc+\
timedelta(minutes=window_len_mins))

] [col_name] .values

window_values = np.pad(window_values,
(0, expected_length-len(window_values)),

>constant’, constant_values=(np.nan))

return window_values

generate_timeseries_features (self,

symbol_data_with_news_grouped, date):

one_

idx

one_

one_

del

one_

one_

one_

one_

one_

one_

one_

one_

one_

day_df = symbol_data_with_news_grouped [

symbol_data_with_news_grouped["date"] == date]

= pd.date_range (one_day_df.time_utc.min(),
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one_day_df.time_utc.max (), freq=self._config["interval"])

day_df .index =\

pd.DatetimeIndex (pd.to_datetime (one_day_df.time_utc))

day_df = one_day_df.reindex(idx).reset_index ()

one_day_df ["time_utc"]

day_df = one_day_df.rename(columns={"index" : "time_utc"})

day_df ["date"] = date

day_df ["article_count"] = one_day_df["article_count"]\

.fillna(value=0.0)

day_df ["symbol"] = one_day_df["symbol"]\
.fillna(method=>£f£fil11’)

day_df ["uuid"] = one_day_df ["uuid"]\

.apply(lambda x: x if x != [np.nan] else np.nan)
day_df ["title"] = omne_day_df["title"]\
.apply(lambda x: x if x != [np.nan] else np.nan)
day_df ["description"] = one_day_df["description"]\
.apply(lambda x: x if x != [np.nan] else np.nan)
day_df ["asset_tags"] = one_day_df["asset_tags"]\
.apply(lambda x: x if x != [np.nan] else np.nan)
day_df ["search_tags"] = one_day_df ["search_tags"]\

.apply(lambda x: x if x != [np.nan] else np.nan)
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one_day_df ["url"] = one_day_df ["url"]\

.apply(lambda x: x if x != [np.nan] else np.nan)
one_day_df ["source_name"] = one_day_df ["source_name"]\
.apply(lambda x: x if x != [np.nan] else np.nan)

one_day_df ["published_utc"] = one_day_df ["published_utc"]\
.apply(lambda x: x if x != [np.nan] else np.nan)
one_day_df ["full_article"] = one_day_df["full_article"]\

.apply(lambda x: x if x != [np.nan] else np.nan)

one_day_df = one_day_df.set_index(one_day_df[’time_utc’])

interval_mins = int(self._config["interval"][:-3])

window_len_past_mins =\
-self._config["timeseries_input_len_mins"]
window_len_future_mins =\

self . _config["timeseries_output_len_mins"]

only_news_df = one_day_df [ “one_day_df["url"].isna()].copy()

for feature in self._config["timeseries_features"]:
only_news_df [feature+" _past"] = only_news_df ["time_utc"]\
.apply(lambda x: self.time_window(x, feature,
one_day_df, window_len_past_mins, interval_mins))
only_news_df [feature+" _future"]= only_news_df["time_utc"]\
.apply(lambda x: self.time_window(x, feature,

one_day_df ,window_len_future_mins, interval_mins))

required_cols =\
[x + "_past" for x in\
self._config["timeseries_features"]] +\
[x + "_future" for x in\
self._config["timeseries_features"]] +\

self. _config["scalar_features"]
for col in list(only_news_df.columns):
if col not in required_cols:

del only_news_df [col]

return only_mnews_df
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A.1.4. Kod TensorFlow autorskiego modelu

Funkcja create_model jest wykorzystywana do stworzenia sieci neuronowej z wyko-

rzystaniem biblioteki TensorFlow [1].

def create_model (
input_shape,
output_shape,
n_hidden,
encoder_dim,
text_dropout,
seq_dropout,
loss,
learning_rate,
embedding_source_size,
embedding_symbol_size,
tfhub_handle_encoder,
tfhub_handle_preprocess,

nlp_trainable

input_train = Input(shape=input_shape)

output_train = Input(shape=output_shape)

# ----- Static input -----

static_input = tf.keras.layers.Input(
shape=Q),
dtype=tf.string,
name=’static_features”’

)

source_lookup = tf.keras.layers.StringLookup(
vocabulary=vocab

) (static_input)

source_embedding = tf.keras.layers.Embedding/(
len(vocab),
embedding_source_size,
input_length = 1,
name="source_embedding"

) (source_lookup)

symbol_input = tf.keras.layers.Input(

shape=0),
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dtype=tf.string,
name=’symbol_features”’
)
symbol_lookup = tf.keras.layers.StringLookup(
vocabulary=vocab
) (symbol_input)
symbol_embedding = tf.keras.layers.Embedding/(
len(vocab_symbol),
embedding_symbol_size,
input_length = 1,
name="symbol_embedding"

) (symbol_lookup)

# ---- Text input -----

text_input = tf.keras.layers.Input(
shape=Q),
dtype=tf.string,

name=’text’

)

preprocessing_layer = hub.KerasLayer(
tfhub_handle_preprocess,
name=’preprocessing’

)

encoder_inputs = preprocessing_layer (text_input)

encoder = hub.KerasLayer (
tfhub_handle_encoder,
trainable=nlp_trainable,
name=’NLP_encoder’

)

outputs = encoder (encoder_inputs)

net = outputs[’pooled_output’]

net = tf.keras.layers.Dropout(text_dropout) (net)

concat_static = tf.keras.layers.Concatenate () ([
net, source_embedding, symbol_embedding

iy

dense_layer_1 = Dense(

encoder_dim,
name=’news_encoder’

) (concat_static)
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# —----——- Seq encoder -----

encoder_last_hl, encoder_last_h2, encoder_last_c = LSTM(
n_hidden,
activation=’elu’,
dropout=seq_dropout,
recurrent_dropout=seq_dropout,
return_sequences=False,
return_state=True

) (input_train)

encoder_last_hl = tf.keras.layers.BatchNormalization (
momentum=0.6

) (encoder_last_h1l)

encoder_last_hl = tf.keras.layers.Concatenate () ([
encoder_last_hl, demnse_layer_1

D

encoder_last_hl = Dense(n_hidden) (encoder_last_h1l)

encoder_last_c = tf.keras.layers.BatchNormalization (
momentum=0.6

) (encoder_last_c)

encoder_last_c = tf.keras.layers.Concatenate () ([

encoder_last_c, dense_layer_1

iy

encoder_last_c = Dense(n_hidden) (encoder_last_c)
# - Seq decoder -----

decoder = tf.keras.layers.RepeatVector(

output_shape [1]
) (encoder_last_h1)

decoder = LSTM(
n_hidden,
activation=’elu’,
dropout=seq_dropout,
recurrent_dropout=seq_dropout,
return_state=False,
return_sequences=True

) (decoder, initial_state=[encoder_last_hl, encoder_last_c])

out = TimeDistributed (Dense (output_shape[2])) (decoder)
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model = Model(
inputs=[input_train, text_input, static_input, symbol_input],
outputs=out

)
opt = tf.keras.optimizers.Adam(lr=learning_rate)
model.compile (loss=1loss, optimizer=opt, metrics=[’mae’])

model . summary ()

return model



Aneks 263

A.2. Wybér specyfikacji i rzedow opd6znien bazowych modeli
ARMA-GARCH

Ponizej przedstawione zostaly wyniki doboru specyfikacji, rzedéw opdznien oraz
rozktadu prawdopodobienstw modeli ARMA-GARCH dla kazdego z badanych instru-
mentéw. Analiza zostata przeprowadzona przy pomocy programu w jezyku R z repo-

zytorium udostepnionego wraz z publikacja Perlina M. et al [150].

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.1. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opo6znien modelu ARMA-GARCH dla logarytmicznych stép zwrotu spotki TSLA.
Gwiazdka oznacza najlepszy model dla kazdego z kryteriéw.

Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.2. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opdznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu spétki NKE.
Gwiazdka oznacza najlepszy model dla kazdego z kryteriéw.
Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.3. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opédznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu spétki KO. Gwiazdka
oznacza najlepszy model dla kazdego z kryteridéw.

Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.4. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opdznienn modelu ARMA-GARCH dla logarytmicznych stop zwrotu spotki BA. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriéw.

Zrédlo: Obliczenia wlasne.
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Rysunek A.5. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opdznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu spétki CRM.
Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.

Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.6. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw op6znien modelu ARMA-GARCH dla logarytmicznych stép zwrotu spotki GM. Gwiazd-
ka oznacza najlepszy model dla kazdego z kryteriéw.

Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.7. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opéznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu spétki JPM. Gwiazd-
ka oznacza najlepszy model dla kazdego z kryteriow.

Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.8. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opdznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu spotki MSFT.
Gwiazdka oznacza najlepszy model dla kazdego z kryteriéw.

Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.9. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opdznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu sp6tki GS. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriow.

Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.10. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opdznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu spotki NVDA.
Gwiazdka oznacza najlepszy model dla kazdego z kryteriéw.

Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
AlC [ BIC
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Rysunek A.11. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opodznien modelu ARMA-GARCH dla logarytmicznych stop zwrotu spo6tki F. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriow.

Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)

AT

[ BIC
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Rysunek A.12. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opdznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu spotki C. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriéw.

Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.13. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opdznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu spétki MS. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriow.

Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.14. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opo6znien modelu ARMA-GARCH dla logarytmicznych stép zwrotu spo6tki INTC.

Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.

Zr6édto: Obliczenia wiasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.15. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opdznien modelu ARMA-GARCH dla logarytmicznych stop zwrotu spétki VZ. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriow.

Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.16. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opdznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu ztota. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriéw.

Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
AlC [ BIC
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Rysunek A.17. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedow opo6znien modelu ARMA-GARCH dla logarytmicznych stép zwrotu srebra. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.18. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opdznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu Bitcoina. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriéw.

Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.19. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opdznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu Ethereum. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriow.

Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.20. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opdznienh modelu ARMA-GARCH dla logarytmicznych stép zwrotu Cardano. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriéw.

Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
AlC [ BIC

ARMALY 1)+sGARCH(2, 1} sid
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Rysunek A.21. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i rze-
déw opodznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu Litecoin. Gwiazdka
oznacza najlepszy model dla kazdego z kryteriow.

Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.22. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opdznien modelu ARMA-GARCH dla logarytmicznych stép zwrotu sp6tki Dogecoin.
Gwiazdka oznacza najlepszy model dla kazdego z kryteridéw.

Zrédlo: Obliczenia wlasne.

A.3. Wybér specyfikacji i rzedéw opdéznien modeli
ARMA-GARCH-FENE

Ponizej przedstawione zostaly wyniki doboru specyfikacji, rzedéw opdznien oraz
rozktadu prawdopodobienstw modeli ARMA-GARCH-FENE dla kazdego z badanych
instrumentow. Analiza zostata przeprowadzona przy pomocy programu w jezyku R z

repozytorium udostepnionego wraz z publikacja Perlina M. et al [150].
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.23. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opodznien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spotki TSLA. Gwiazdka oznacza najlepszy model dla kazdego z kryteriéw.
Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.24. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opo6znien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spotki NKE. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.25. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opodznien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spo6tki KO. Gwiazdka oznacza najlepszy model dla kazdego z kryteridéw.
Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.26. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opo6znien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spotki BA. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.27. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opodznien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spotki CRM. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.28. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opo6znien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spotki GM. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.29. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opodznien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spotki JPM. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)

AIC [ BIC

ARMA( 1) +sGARCH(Z, 1) s
ARMA(Y 1) +5GARCH(1, 1) utd
ARMA Y 0)+=BARCH(2, 1} atd o

L S

ARMAY 0] +sGARCH(1,1) sbd
ARMAL 1 +sGARCH{2,1) norm - L
ARMA{1,1)+sGARCH{1,1) norm L]
ARMAL10+aGARCHIZ, 1) norm 4 ® o
ARMAL10)FaGARCH]1.1) norm < L ]
A Type of Model
A @ oGARCH
A ® grGARCH
*_ ® sGARCH

ARMA{ 1+ girBARCH(Z, 1) st
ARMAI, 1 rorBARCH( 1,1} skd 4
ARMA D)+ airGARCH(Z, 1) atd
ARMA{1,0)+girGARCHI, 1) 5td -

ARBALT 1 HgirGARCH{Z, 1) norm

P

ARMA(,1]+girGARCHIT,1) norm 4 [ ] Type of Dist.
ARMA(1,0)+g/rGARCH{Z, 1) norm 4
ARMA( O}+airGARTH{T.1) narm |
ARMA(1, 12 GARCH2, 1) std bk A
ARMA(T, 1) +eGARCH(T, 1) ubd 4 & F Y
ARMA(1 0} +eBARCH(Z, 1) st S A
ARMAL D) +eBARCH(1, 1) ata 4 A "y
ARMA(1,1 FeGARCH{Z, 1) norm { e

® nom
® F

L N ]
[

L ]
ARMA(1 1 praGARCH{1,1) narm < L] e
ARMA( 1.0 +aGARCHIZ. 1) norm < L] L ]
ARMA[1,0+aGARCH{1,1) normi < L L]

353 3507 3578 35243530 3525 3520
Value of Filness Criteria

Rysunek A.30. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opo6znien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spotki MSFT. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.
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A.3.1. Modele z enkoderem o dtugosci d.,coqer = 4

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.31. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw op6znien modelu ARMA-GARCH-FENE (depcoder = 4) dla logarytmicznych stép
zwrotu spotki GS. Gwiazdka oznacza najlepszy model dla kazdego z kryteridéw.
Zrédto: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.32. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opodznien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spotki NVDA. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.33. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opo6znien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spotki F. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.34. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opodznien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spotki C. Gwiazdka oznacza najlepszy model dla kazdego z kryteriéw.
Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.35. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opo6znien modelu ARMA-GARCH-FENE (depcoder = 4) dla logarytmicznych stép

zwrotu spotki MS. Gwiazdka oznacza najlepszy model dla kazdego z kryteriéw.
Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.36. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opodznien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop

zwrotu spotki INTC. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.37. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opo6znien modelu ARMA-GARCH-FENE (depcoder = 4) dla logarytmicznych stép
zwrotu spotki VZ. Gwiazdka oznacza najlepszy model dla kazdego z kryteriéw.
Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.38. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opodznien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu zlota. Gwiazdka oznacza najlepszy model dla kazdego z kryteridw.
Zrédlo: Obliczenia wlasne.

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.39. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opo6znien modelu ARMA-GARCH-FENE (depcoder = 4) dla logarytmicznych stép
zwrotu srebra. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.

Zrédlo: Obliczenia wlasne.
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Rysunek A.40. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opéznien modelu ARMA-GARCH-FENE (depcoder = 4) dla logarytmicznych stép
zwrotu Bitcoina. Gwiazdka oznacza najlepszy model dla kazdego z kryteriéw.
Zrédlo: Obliczenia wlasne.

Rysunek A.41. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opéznien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stép
zwrotu spotki Ethereum. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.
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Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.44. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opodznien modelu ARMA-GARCH-FENE (dencoder = 4) dla logarytmicznych stop
zwrotu spo6tki Dogecoina. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.
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A.3.3. Modele z enkoderem o dtugosci d.,coqer = 16

Selecting Garch Models by Fitness Criteria
The best model is the one with lowest AIC or BIC (with star)
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Rysunek A.71. Wyniki kryteriéw informacyjnych AIC oraz BIC dla réznych specyfikacji i
rzedéw opdznien modelu ARMA-GARCH-FENE (depcoder = 16) dla logarytmicznych stop
zwrotu spotki CRM. Gwiazdka oznacza najlepszy model dla kazdego z kryteriow.
Zrédlo: Obliczenia wlasne.
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A.3.4. Podsumowanie wartosci kryterium BIC dla modeli hybrydowych

Tabela A.1. Optymalne rzedy opdznien, specyfikacje i rozktady prawdopodobienstwa modeli
IARMAHGARCHHFENE] (depcoder = 4) dla badanych instrumentéw finansowych na podstawie
kryterium informacyjnego

ARMA GARCH

Instrument | p qlq p specyfikacja rozktad

TSLA 1 01 1 EGARCH t-Studenta
NKE 1 011 1 GARCH t-Studenta
KO 1 011 1 EGARCH t-Studenta
BA 1 01 1 GARCH t-Studenta
CRM 1 01 1 GARCH t-Studenta
GM 1 0|1 1 GJR-GARCH t-Studenta
JPM 1 011 1 GARCH t-Studenta
MSFT 1 0/]1 1 GJR-GARCH t-Studenta
GS 1 0|1 1 GARCH t-Studenta
NVDA 1 01 1 GARCH t-Studenta
F 1 0|1 1 GJR-GARCH t-Studenta
C 1 01 1 GARCH t-Studenta
MS 1 01 1 GARCH t-Studenta
INTC 1 01 1 GARCH t-Studenta
VZ 1 01 1 GARCH t-Studenta
Ztoto 1 0|1 1 EGARCH t-Studenta
Srebro 1 01 1 EGARCH t-Studenta
Bitcoin 1 112 1 EGARCH t-Studenta
Cardano 1 0|1 1 EGARCH t-Studenta
Ethereum | 1 171 1 EGARCH t-Studenta
Litecoin 1 012 1 EGARCH t-Studenta
Dogecoin 1 112 1 EGARCH t-Studenta

7r6dto: Obliczenia whasne.







Aneks

313

Tabela A.3. Optymalne rzedy opdznien, specyfikacje i rozklady prawdopodobienstwa modeli

IARMANGARCHHFENE)| (dencoder = 16) dla badanych instrumentéw finansowych na podsta-

wie kryterium informacyjnego [BIC]

ARMA GARCH

Instrument | p qlq p specyfikacja rozktad

TSLA 1 01 1 EGARCH t-Studenta
NKE 1 0/1 1 GARCH t-Studenta
KO 1 01 1 EGARCH t-Studenta
BA 1 0|1 1 GARCH t-Studenta
CRM 1 0|1 1 GARCH t-Studenta
GM 1 0/]1 1 GJR-GARCH t-Studenta
JPM 1 01 1 EGARCH t-Studenta
MSFT 1 0|1 1 EGARCH t-Studenta
GS 1 0|1 1 GJR-GARCH t-Studenta
NVDA 1 01 1 GARCH t-Studenta
F 1 0/]1 1 GJR-GARCH t-Studenta
C 1 01 1 EGARCH t-Studenta
MS 1 0|1 1 GJR-GARCH t-Studenta
INTC 1 01 1 GARCH t-Studenta
VZ 1 01 1 GARCH t-Studenta
Zloto 1 01 1 EGARCH t-Studenta
Srebro 1 012 1 EGARCH t-Studenta
Bitcoin 1 01 1 EGARCH t-Studenta
Cardano 1 112 1 EGARCH t-Studenta
Ethereum | 1 012 1 EGARCH t-Studenta
Litecoin 1 02 1 EGARCH t-Studenta
Dogecoin 1 112 1 EGARCH t-Studenta

Zr6édto: Obliczenia wlasne.
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